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Cuaritre 0

INTRODUCTION

Dans un grand nombre d’applications, la variable d’intérét ne peut pas €tre
observée en soi, car elle est cachée par un bruit expérimental lié aux conditions
d’acquisitions. Les exemples les plus connus se rencontrent dans le domaine du
traitement du signal ou celui de 1’analyse d’images. Un exemple particulier est la
visualisation d’une carte chimique d’un élément dans un acier a I’aide d’une
microsonde électronique oul la concentration vraie est partiellement obscurcie par
un bruit poissonien.

Il est souvent d’un intérét capital de pouvoir connaitre certaines informations
sur les données sous-jacentes a partir des données bruitées. Par exemple, on peut
vouloir obtenir une carte moins bruitée pour mieux interpréter la structure
sous—jacente, ou bien on peut vouloir connaitre la loi de la variable sous-jacente.
Ce sont 14 des problemes de filtrage.

L’introduction du filtre linéaire optimal au sens de A.N. Kolmogorov et N.
Wiener dans les années 30 et 40 a constitué un pas trés important dans la théorie
du filtrage. Le filtrage géostatistique linéaire, ou krigeage linéaire, que nous
étudierons au chapitre II, n’est autre mathématiquement qu’une réécriture du filtre
de Wiener, du moins dans le cas stationnaire. La différence entre le krigeage
linéaire et le filtre classique réside dans I'approche méthodologique. En
géostatistique, le role donné a la fonction structurale, le variogramme, est central.
Une interprétation physique de cette fonction nous conduit a I'idée que I’hypothése
de stationnarité n’est pas essentielle pour I’application d’un filtre linéaire, et 'on
peut introduire I’idée de stationnarité locale et utiliser des voisinages glissants pour
appliquer le filtre linéaire dans les cas ne présentant pas une stationnarité idéale.
Ces idées seront abordées dans ce travail, mais il ne sera pas possible de les
expliciter complétement sans trop nous éloigner du sujet & traiter, a savoir le
filtrage. Une introduction compléte détaillée a la modélisation géostatistique est
donnée dans le livre de G. Matheron [3].

Depuis les années soixante, une littérature abondante s’est développée sur le
filtrage statistique non linéaire. Malgré une mathématique parfois trés intéressante
- ou peut étre a cause de celle-ci, ces idées n’ont pas été aussi bien regues que
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le filtrage linéaire de Wiener et ses dérivées telles que le filtre de Kalman. Une
des causes principales de cette réticence est le fait que chaque estimateur non
linéaire est généralement adapté & une classe spécifique de problémes et peut
donner de trés mauvais résultats s’il est appliqué en dehors de cette classe. Comme
ces estimateurs sont souvent difficiles & ajuster aux données expérimentales, ils
apparaissent peu robustes. De plus, pour des problémes de filtrage simples, par
exemple la visualisation d’une carte moins bruitée, il est souvent vrai que des filtres
sophistiqués n’apportent qu’une amélioration marginale par rapport aux méthodes
linéaires méme quand ils sont appliqués correctement.

1l existe néanmoins des problémes de filtrage qui sont intrinséquement non
linéaires, par exemple I’estimation d’un histogramme local, pour lesquels les
méthodes linéaires ne sont vraisemblablement pas adaptées et il faut alors
construire un filtre non linéaire. Dans le chapitre VI, nous proposons un filtre non
linéaire basé sur la théorie du krigeage disjonctif. Ces filtres constituent une
généralisation naturelle des filtres linéaires, en ce sens qu’ils n’utilisent que des
hypothéses absolument nécessaires pour estimer une fonction non linéaire
quelconque du signal sous—jacent, soit les lois bivariables. On peut donc imaginer
qu’ils seront plus faciles & ajuster aux données expérimentales et plus robustes
que des filtres plus puissants comme I’espérance conditionnelle qui repose sur des
hypothéses trés fortes mais qu’on ne sait pas tester avec les seules données. Le
filtre du krigeage disjonctif, comme les autres filtres non linéaires, n’est pas adapté
a tous les problémes de filtrage. Par exemple, il ne semble pas que les problémes
de classification puissent se résoudre facilement avec un filtrage disjonctif, et
’'approche des champs markoviens, bien qu’elle ne soit pas trés satisfaisante en
termes des hypothéses utilisées, semble mieux adaptée a ces problémes [4]. Le
filtrage disjonctif a cependant un certain nombre d’applications potentielles, la plus
évidente d’entre elle qui sera abordée dans ce travail étant I’estimation de la
probabilité qu'un phénoméne dépasse un seuil donné dans le voisinage d’un
point x.



CHaPITRE 1

LA RANDOMISATION

1.0. — INTRODUCTION

Si I’on bombarde un échantillon d’acier sur un certain nombre de points ou
de pixels avec un faisceau d’électrons et qu’on compte le nombre de photons X
qui sont émis avec une énergie fixe caractéristique d’un élément, alors pour chaque
pixel le nombre de photons est modélisé par une variable de Poisson ayant pour
paramétre une variable proportionnelle & la concentration de I'élément. La carte
ou I'image qu’on observe donne une représentation de la répartition spatiale de
la concentration de notre élément mais contient un bruit poissonien qui a chaque
pixel dépend de la concentration vraie. Il est souvent intéressant d’essayer de filtrer
cette image pour obtenir un meilleur estimateur de la concentration, ou d’essayer
d’estimer la loi sous—jacente a partir de ’histogramme observé. Nous avons l1a des
exemples de randomisation ot I'on observe non pas les données sous—jacentes mais
les données bruitées et ou I’objectif est d’estimer certaines des caractéristiques des
données sous-jacentes. Nous n’essayerons pas de traiter ces problémes de fagon
générale, et nous nous limiterons en fait essentiellement & quelques problémes liés
au probléme de la poissonisation, en notant cependant que les méthodes qui seront
appliquées ici peuvent étre utilisées pour d’autres types de randomisation.

L’exemple classique de randomisation est un signal observé avec un bruit
additif et indépendant. Le filtre de Wiener a été développé pour estimer le signal
dans ce cas [1]. Le krigeage linéaire, que nous appliquerons aux problémes de
randomisation dans le chapitre I, est formellement équivalent au filtre de Wiener
dans le cas stationnaire. Classiquement le filtre de Wiener est mise en ceuvre dans
le domaine fréquentiel et utilise le spectre des signaux. Le krigeage linéaire est
mise en ceuvre dans le domaine spatial et utilise le variogramme ou, dans le cas
stationnaire, la fonction de covariance. Le variogramme est une fonction qui
présente un intérét en soi, parce qu’il peut donner des renseignements sur la
structure de I'image.

Nous avons un autre exemple de randomisation quand les données réelles sont

des taux po(x), 0 < p(x) < 1, comme par exemple le pourcentage théorique d’une
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population au point x ayant une propriété donnée. A un certain moment, la
population au point x est de N(x) (supposée connue), et I’on observe Z(x) cas avec
cette propriété. Le taux expérimental r(x) = Z(x) / N(x) peut étre considéré comme
une randomisation de p(x) . Dans certains cas, il sera raisonnable de modéliser
Z(x) comme une variable binomiale Z(x) — B(N(x), o(x)). Cette randomisation
peut étre intéressante pour certains problémes d’environnement (par exemple
I’analyse structurale des données sur le cancer [2).

Nous avons indiqué que le probléme de randomisation le plus important ici
était celui de la poissonisation dans le contexte des images microsondes obtenues
sur des aciers. A la section suivante, nous donnerons une bréve description des
données.

1.1. — LES DONNEES

Comme pour la formation des flocons de neige, un acier ne se solidifie pas
de maniére homogéne et on observe la formation de cristaux ou dendrites. Les
premiéres dendrites se forment & I'extérieur du liquide et elles croissent rapidement
vers I'intérieur (contre le flux de chaleur) d’une maniére plus ou moins linéaire.
On appelle cette zone de métal la zone basaltique. Ensuite le métal liquide au centre
refroidit et atteint une température inférieure a la température critique de fusion.
Il se forme alors des dendrites de type équiaxe qui ont une morphologie trés
différente de celles de la zone basaltique étant donné qu’elles croissent un peu
dans tous les sens et ne présentent plus la structure linéaire de la zone basaltique.

Quand une dendrite se forme, certains éléments ont tendance & quitter le solide
pour rester dans le liquide le plus longtemps possible. Pour d’autres éléments, c’est
'inverse qui se produit. Ceci nous donne une répartition non uniforme de la
concentration chimique, qu’on appelle la microségrégation. A une échelle plus
grande, on trouve aussi une ségrégation (macroségrégation) qui n’est plus liée cette
fois aux structures dendritiques mais plutdt aux forces plus macroscopiques telles
que la convection et la procédure de solidification choisie par le métallurgiste [3].

Pour étudier les propriétés des métaux produits dans certaines conditions, on
utilise une microsonde ou une macrosonde afin d’obtenir des cartes chimiques pour
quelques éléments d’un échantillon du matériau. Pour obtenir ces cartes, on
bombarde I’échantillon avec un faisceau d’électrons sur un certain nombre de
pixels (souvent (256)% ou (512)) et on compte le nombre de photons qui ont
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I’énergie caractéristique de 1'élément étudié. Malheureusement le nombre de
photons ne donne pas une mesure exacte de la concentration vraie au pixel x, mais
c’est une variable de Poisson de parameétre proportionnelle a la concentration.

Sur la figure 1.1 nous voyons un exemple de carte de concentration de I’é1ément
Mn faite lors d’une étude de microségrégation. La taille de I'image est de 512 x 512
- et la taille réelle est de 1.536 mm, soit 3 um par pixel.

Cet élément est fortement ségrégé en ce sens qu’il y a des poches de
concentration tres fortes entre les dendrites. Sur la figure 1.2, nous avons le méme
élément mais ici avec une coupe dans une autre partie de I’échantillon. On voit
que la concentration de I’élément est beaucoup plus diffuse, ce qui nous montre
que la ségrégation n’est pas constante le long de I’échantillon.

Sur la figure 1.3, on voit une étude de macroségrégation (image (512)2, taille
réelle 12.7 cm). Ici on voit clairement la zone équiaxe a gauche, la zone basaltique
a droite et des Vés ségrégés autour du centre de la plaque.

Figure 1.1 Microségrégation. 512 x 512 Figure 1.2 Microségrégation. 512 x 512
Carte de concentration de Mn . Taille Carte de concentration de Mn . Taille
réelle de I'image 1.536 mm réelle de 'image 1.536 mm
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Pour cette étude, il peut étre intéressant de séparer les structures de courte
portée, qui sont de la taille de quelques amas de dendrites, de celles ayant une
plus grande variabilité. Pour cela, il faut trouver une décomposition du
variogramme selon des structures élémentaires, puis estimer ces derniéres
séparément. Nous aborderons cette procédure au chapitre II

Figure 1.3 Macroségrégation. 512 x 512
Carte de concentration de Mn. Taille
réelle de I'image 12.288 mm

Jusqu’a présent, nous avons vu qu’il y avait un intérét manifeste a avoir une
méthode pour le filtrage des images bruitées, et qu’on pouvait étre intéressé par
une estimation individuelle de chaque structure. Mais il est aussi d’un intérét capital
d’avoir un estimateur du taux de ségrégation. Pour un taux de ségrégation global,
il faut connaitre I’histogramme sous-jacent a partir duquel on pourra calculer le
nombre de valeurs élevées et faibles. Pour un taux de ségrégation local, on est
encore plus exigeant, et il faut connaitre I’histogramme local. On traitera de
’estimation de I’histogramme global au chapitre I, et on étudiera une méthode
d’estimation de I’histogramme local au chapitre VI '
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1.2. — LA RANDOMISATION

Supposons qu’on ait une variable aléatoire Xy dépendant d’un paramétre 0.
Soit F(x,0) sa fonction de répartition
P [Xy < x] = F(x,0)

et
lim Fix, ) =1, lim Fx, ) =0 v o
X->—00

X—> 00
et F(x,0) continue & gauche, non-décroissant.

Si Y est une autre variable aléatoire avec la fonction de répartition FY, et la
mesure associée u ¥, u¥(la,b]) = F¥(b)- F¥(a), on dit que Y est randomisée par

Xy, et qu'elle donne une nouvelle variable aléatoire Z de loi FZ si

FZ(x) = f F(x,0) du¥(6) (1.1)

Intuitivement Z est la variable aléatoire Xy c’est-a—dire X avec pour paramétre
aléatoire Y, et I’équation (1.1) est une conséquence du théoréme de probabilité
totale.

La loi F(x,0) est la loi conditionnelle de Z connaissant Y et on 1’écrit parfois
FZIY,
. ‘s oF
Si F(x,0) a une densité¢ f(x,0) = E(x, 0) pour chaque @, alors G(x) a une
densité g(x) et

£(x) = [f(x, 6) du(®)

Si F(x,0) est une loi de probabilité discréte qui charge les entiers avec la

probabilité p(n,0), alors Z est discréte avec des probabilités g(n)

a(n) = [p(n, 6) du(6)

Avant de passer aux exemples, notons la définition de [I’espérance

conditionnelle. Si FZ lY(x) est la loi conditionnelle de Z connaissant Y, alors

I’espérance conditionnelle de Z connaissant Y est
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E [Z|Y] = jx F2Y(g)
et on a la relation importante

E[E[Z|Y]] = E[2]

Pour une définition rigoureuse de la randomisation et d’autres propriétés utiles,
voir [4].

EXEMPLES :

1. — Supposons que € soit une variable aléatoire de loi de probabilité F(x)
et Y une variable aléatoire de loi F¥ et de mesure u Y, indépendante de €. Alors

Z =Y+ ¢

est une randomisation de Y de loi F# donnée par

F@) = | Fe-6) "0

Si € a une densité, alors Z a une densité et

e = j fc—6) du(6)

Par symétrie, il en est de méme si ¥ a une densité.

2. — L’exemple le plus intéressant pour nous est quand la loi de randomisation

p(n, 6) est poissonienne

g
p(n,6) = ¢® ]

et on trouve
a"
ao) = [ 0 S o)

On appelle g(n) la loi poissonisée de p(n,0).

3. — Si p est une variable aléatoire qui prend des valeurs entre 0 et 1, et si

N est un entier positif, on peut considérer une randomisation de ¢ en prenant
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une variable binomiale des paramétres N et ¢ . Soit 4 la mesure de probabilité
associée & o . Alors la loi de Z — B(N, ) est discréte et prend des valeurs entre

0 et N avec la probabilité

1
am =} || o a-ordue

Z . o . .
Donc ~ est une variable aléatoire entre 0 et 1 qui randomise ¢ et est telle

que E[—I%—] = 0

4. — Dans le dernier exemple, on peut considérer N comme une variable
aléatoire au lieu de o . Z est donc la variable aléatoire discréte avec la loi

o

q®) = 3 |z ) -ay*m

n=0

ol 7, = P[N = n]. Cette randomisation est connue sous le nom de décimation de
N. i

1.3. — LES FONCTIONS ALEATOIRES

Comme le filtrage d’une image bruitée ne peut pas étre adapté de maniére
indépendante pour chaque pixel x (on ne dispose pas de suffisamment
d’information pour pouvoir caractériser le signal et le bruit a une échelle trés
locale), on est obligé de chercher un filtre qui soit adapté “en moyenne” sur I'image
ou sur une région de I'image. On voit donc qu’il y a un passage, peu précis et
implicite, & un aspect statistique ou probabiliste avec tout type de filtrage. Notre
filtre sera bon “en moyenne”, mais on ne pourra pas exclure que localement les
résultats ne soient pas bons. Un moyen d’expliciter cette hypothése consiste a
considérer I'image réelle ou sous—jacente comme une fonction aléatoire et a
I’observer comme une randomisation de I'image réelle.

On dit que ¥(x) est une fonction aléatoire d’ordre deux sur R? si pour chaque

x € R? , Y(x) est une variable aléatoire avec une espérance et une variance finies.
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La fonction aléatoire est stationnaire d’ordre deux si
1) M = E[Y(x)] est constant
2) C(h) = Cov[Y(x), Y(x + k)] dépend uniquement de % et non de x.

Le variogramme est défini par y(x, x + h) = % Var (Z(x + h) - Z(x)) . Dans
le cas stationnaire d’ordre deux, le variogramme ne dépend que de A, et on trouve
que

)

nh) = C(0)-Ch).
En particulier, le variogramme de la fonction aléatoire stationnaire est borné.

Les images que nous allons étudier ne semblent pas stationnaires d’ordre deux,
mais en fait pour effecteur un filtrage par krigeage, nous n’avons pas vraiment
besoin de stationnarité. L’ hypothése plus faible de stationnarité locale est suffisante
[5], [6].- En effet, pour effectuer un filtrage en un point x, on n’utilise pas
généralement 'image entiére mais seulement un voisinage V autour de x, et il suffit
que la moyenne soit & peu prés constante a I’échelle de V et que le variogramme
dépende uniquement de la distance entre les points, c’est-a—dire de A, a I’échelle
de V. Le variogramme d’une fonction aléatoire localement stationnaire aura en
général un palier (ou plutdt un changement de pente) associé a des structures a
la petite échelle qui nous intéresse pour le filtrage.

Pour les cas qui sont vraiment non stationnaires, on utilise des modéles de
fonctions aléatoires intrinséques d’ordre k (FAI-k). Dans le cas le plus simple,
la FAI-0, Y(x) n’est pas stationnaire, mais les incréments (Y(x + k) - Y(x)), eux,
sont stationnaires. Par conséquent on peut travailler avec le variogramme ),
bien que la fonction de covariance ne soit pas stationnaire. Evidemment les
combinaisons linéaires des données X A;Y; ne sont généralement pas
stationnaires, mais on peut démontrer [6] que quand X 4; = 0, alors 2 1; Y; est
stationnaire, et on peut calculer sa variance a I'aide du varicgramme. Dans ce cas,
on dit que {4;} est une combinaison linéaire autorisée. Le mouvement brownien
est un exemple de processus trés bien modélisé avec une FAI-0 de variogramme

y(h) = |h| . Plus généralement, si les incréments d’ordre k sont stationnaires, on

dit que Y est une FAI-k. Ici la famille des combinaisons linéaires pour lesquelles
on peut calculer les variances sont encore plus réduites. Il faut que

DAfix)=10 |4] = 0,....k
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ot les ff sont des polynémes usuels. Donc pour une FAI-1, il faut que 24=0

et = A x; =0 dans une dimension, et que de plus 2 4;y; = 0 dans deux
dimensions. Pour les FAI-k, les incréments (Y(x + h)-Y(x)) ne sont plus
stationnaires, mais il existe une fonction, qu'on appelle la covariance généralisée

K(R), telle que si {4;} est une combinaison linéaire autorisée, alors

var (3 4 Y@)) = X 4 4 K@xi-x)

Pour une introduction aux FAI-k, voir [7]. Leur définition rigoureuse et une
étude de leurs propriétés sont proposées dans [8].

Pour cette étude, nous n’avons pas besoin des FAI-k pour modéliser les images.
Elles se modélisent facilement avec des fonctions aléatoires localement
stationnaires.

Puisque dans la pratique on traite assez souvent des données multivariables
(notamment lors d’une étude de solidification), nous rappelons ici la définition du
variogramme croisé qui joue le role de fonction structurale entre deux éléments.
Si les deux éléments sont modélisés par des fonctions aléatoires localement

stationnaires Yi{x) et Yi(x) alors le variogramme croisé y;(h) est défini par

yih) = ¥ E (Vi + B) - Yi) (Vi + 7) - Yiw) |

On peut maintenant écrire les trois problémes qui nous intéressent, et qui ont
déja été décrits dans § 1.1, en termes de fonctions aléatoires. Soit ¥(x) la fonction
aléatoire sous-jacente avec laquelle on modélise 'image sous-jacente. A chaque
pixel x, on observe une occurrence de la variable aléatoire Z(x) qui est la
randomisée de Y(x). Le premier probléme est le suivant. Ayant une réalisation de
la fonction aléatoire Z(x), est-ce qu’on peut estimer la réalisation correspondante
de Y(x) ? Pour le deuxiéme probléme, on admet que Y(x) a une loi stationnaire
donnée par sa mesure de probabilité Y. On veut estimer x4 Y connaissant
seulement un histogramme expérimental de la loi de Z. Donc si

Fo() = j Fx, 6) du¥(0)

et si nous n'avons qu'un histogramme expérimental pour Z(x), par exemple
I’histogramme de I'image bruitée g(x), est-ce qu’on peut alors estimer u Y a partir
de g(x) ? La réponse est en général négative, mais nous verrons que dans certains
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cas, dont la poissonisation, on peut obtenir des pseudo-solutions ou solutions
régularisées, et que la méthode utilisée est équivalente a un krigeage. Le troisieme
probléme consiste a estimer I’histogramme local de ¥ connaissant I'image bruitée
Z(x). Autrement dit, dans une région V, on veut connaitre la probabilité que Y(x)

dépasse un certain seuil, P[Y(x) > y|x € V]. Ce probléme est traité par la
technique du krigeage disjonctif.

Pour la mise en oeuvre d’un krigeage linéaire, il est nécessaire de connaitre
les fonction de covariance Cov(Z(x), Z(y)) , Cov(Z(x),Y(¥)) et Cov(¥(x),Y(y)). A la

section suivante, nous discuterons du lien existant entre covariances observées et
covariances sous—jacentes.

1.4. — COVARIANCES

Soient Y;(x) et ¥ (x) deux fonctions aléatoires sous—jacentes et Z;(x), Z(x) leurs
randomisées. Nous faisons deux hypothéses sur la forme de la randomisation

1) E [Z() ZO)|Yix) Y,0)] =E [Zx)|%() in)’)] E [Z)|Yi(x) Y;0)]
si x=y ou =] (1.1)

2) E [Zi@)|Yi(x) Y;0)] =E [Z(W)]Yi(x)] Vij

Intuitivement, la premiére hypothése demande que les bruits aux deux points
différents x et y soient indépendants. La deuxiéme hypothése demande que le bruit
en x dépende uniquement de la valeur de Y(x), et conditionnellement soit
indépendant des autres points ¥(y), y # x. Le lemme classique suivant est trés utile
pour le calcul des fonctions de covariance observées.

LEMME 1.1.
1) Soit ¥(x) une fonction aléatoire et Z(x) sa randomisée. Alors
Var Z(x) = E[Var(Z(x)|¥(x))] + Var (E[Z(x)|Y(x)])
2) Si les hypothéses (1.1) sont valables
Cov (Z(x), Z(y)) = Cov (E[Z®)|YX)], E[ZG)|Y()]) x=y

3) Sil’on a deux fonctions aléatoires Y;(x) et ¥;(x) et si Z(x) et Zi(x) sont leurs
randomisées, alors si (1.1) est vrai
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Cov(Zix), Z{)) = Cov(EIZ{0)| Y], EIZ(), /@) ¥ x, y

DEMONSTRATION. — On sait que
E[Z] = E[E[Z|Y]]
et donc
E[Z] = E[E[Z|Y]] = E [Var(Z|Y) + E[Z]1]?]

Alors

Var Z = B[Var @|V)] + (E[BZ| YP] - E[ELZI VIF)

et

Var Z = E[Var(Z|Y)] + Var (E[Z]|Y])

ii) Cov [Z(x), Z()]
= E[Z(x) Z()] - E[Z(x)] E[Z()]
= E[E[Z(x)|Y (x)] E[ZW)|Y(W)]] - E[E[Z®)|Y®)]] E[E[ZWD)|YW)]]

six=y
= Cov(B[Z(0)|Y®)], EIZO)|YK)]) six =y
et iii) se démontre de la méme mani¢re. W
NOTA 1. — De la méme maniére, on démontre que Cov(Z(x), Y(y)) =

Cov(E[ZX)|Y(X)], Y() VY xy.

NOTA 2. — Si de plus E[ Z(x) | Y(x) ] = Y(x) et on appelle f(x) =
E[Var(Z(x)|Y(x))], alors les deux premiéres propositions du lemme donnent

Cov{Z(x), Z(y)) = Cov(Y(x), Y()) + fix)0x,
Appliquons maintenant ce lemme aux exemples déja considérés.

1. — BRUIT ADDITIF ET INDEPENDANT

1l existe beaucoup d’applications dans lesquelles on peut considérer le signal
Y(x) comme contaminé par une erreur ou un bruit indépendant € (x). Si y(x) et
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€ (x) sont modélisés par des fonctions aléatoires localement stationnaires, alors
I’observé Z(x) donné par

Z(x) = Y(x) + €x)
est aussi localement stationnaire. Quand le bruit est de moyenne nulle, alors
E[Z] = E[E[Z]Y]] = E[Y]
Par le lemme 1.1‘, ou simplement par indépendance

Var Z = Var Y + Var ¢

et

%

Cov (Z(x), Z(y)) = Cov (Y(x), Y()) pour x # y.

2. — POI ISATI

Y(x) est maintenant la variable sous-jacente, et I’on observe Z(x) qui est une
variable de Poisson avec comme paramétre Y(x), donc (Z|Y) est une variable de
Poisson de paramétre ¥ et 'on a

E[ZIY]=7Y
d’'ou E[Z] = E[Y]
1l est vrai aussi que Var (Z|Y) = Y et le lemme 1.1 donne

Var Z = Var Y + E[Y]
et
Cov (Z(x), Z(y)) = Cov (Y(x), Y(3)) si x = y.

Comme pour le bruit indépendant, la seule différence entre la covariance
. sous-jacente et la covariance observée est un “saut” a l’origine, ou un effet de
pépite. Ici 'effet de pépite est fixe, et il est égal & E[Y] = m. Le variogramme de
Z est

V) = P0) +m

3. — PROBLEME DE TAUX

Le taux o (x) est modélisé comme une fonction aléatoire. Pour chaqueA point

x, on connait la population N(x), et on observe Z(x) cas favorables, avec
Z(x) = B(N(x), o).
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Alors E[Z(x)|e()] = N(x) o(x) et Var (Z(x)|e(x)) = N) (o)1 - o).

)

Si I’on considére alors le taux expérimental r(x) = NG)

, on trouve que

E[rx)|e®)] = o(x)
et

Cov (r(x), 7(9)) = Cov (e(x), o)) pour x # y

et

1
Var (n(x)) = —— E [e()(1 -ek))] + Var (o)) .
N(x)
Notons que si N(x) n’est pas constant, r(x) n’est pas une fonction aléatoire
stationnaire, mais si ’on connait la fonction de covariance de g, et si N(x) est

connue aussi, alors on connait la fonction de covariance non stationnaire de r(x).

Jignore si 'autre randomisation par un binomial, celle de N, a des applications
dans un probléme de randomisation. Par contre elle a une application en
géostatistique miniére dans le contexte d’un changement de support. Si un gisement
de pierres précieuses est divisé en régions de taille V, et que dans chaque région,
on échantillonne un morceau de taille v, alors le nombre de pierres n; dans
’échantillon v; est une décimation du nombre de pierres N; dans V;. Il existe méme
un modele isofactoriel pour les lois bivariables avec la décimation comme
changement de support isofactoriel (modele binomial négatif). Nous en discuterons
brievement au chapitre VL

Pour des FAI-k, la situation est un petit peu plus compliquée. Par exemple
dans le cas d’un bruit poissonien, méme quand Y(x) est une FAI-0, il n’est pas
vrai que Z(x) soit une FAI-0. Soit m(x) = E[Y(x)]. Alors

Yi(ey) = 3 Var (Z0)-20) = 76 =) + 5 (@) +m0))

et par conséquent yZ dépend de x et de y. Malheureusement, la fonction m(x) n’est
pas connue, et donc ¥%(x,y) ne peut pas étre connue exactement. Mais si I'on
connait ¥¥(x,y) , on peut estimer m(x) = E[Y(x)] = E[Z(x)] par moindres carrés
ou par une autre méthode, pour obtenir une estimation non biaisée de Y (x,y) .

Plus généralement, pour une randomisation telle que E[ Z(x) | Y(x) ] = ¥(x), on
sait que (nota 2 aprés lemme 1.1)
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Cov (Z(x), Z(y)) = Cov (Y(x), Y(y)) + fix) 6y

est vraie indépendamment des questions de stationnarité, et donc si I’on peut
considérer Y(x) comme une FAI-k de covariance généralisée K(h), la covariance
généralisée non stationnaire pour Z(x) sera alors

K%(x,y) = K(x-y) + fix) Oy

Nous n’insisterons' pas sur ce détail parce que toutes les applications du filtrage
qui nous concernent ici sont réalisables a 'aide d’une covariance localement
stationnaire.

1.4.1. — Estimation de la fonction de covariance

L’estimateur évident de la fonction de covariance d’une fonction aléatoire
stationnaire d’ordre 2, Y(x) est donnée par

A 1 .
ch =+ > Z(x) Z(x; + h) - ()
h iES, .
ol S, est ’ensemble des points x, tel que nous avons des données en x et en x+h,
ou N, = Card (S,) etoli 2 = -,%,— > Z(x;) . 1l est bien connu que cet estimateur est

biaisé, dans le sens que E[C(R)] # C(k), mais il est vrai que le biais est peu

important quand N}, est relativement grand. L'estimateur du variogramme

w(h) = > (Zx + h)-Zx))?

1
Nh xESh

est tel que E[¥(h)] = p(h), méme quand Y(x) est une FAI-0.

Il est facile de démontrer (par les méthodes du lemme 1.1) que pour le
probléme de poissonisation

E[{?] = YY(h) + m avec m = E[Y] = E[Z].

Donc, avec le variogramme expérimental de Z, 9%, on peut obtenir un

estimateur non biaisé de ¥, soit

P = P -m avecrfz=zzj($i).
i
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En général, on ne peut pas malheureusement obtenir un estimateur de y¥ avec
une seule acquisition de données bruitées. En particulier dans le cas du bruit additif

indépendant de variance o¢ on ne peut pas obtenir un estimateur de ¥, sauf si

- par exemple pour des raisons physiques - on peut dire que Y(x) doit étre une
fonction aléatoire continue. Dans ce cas, I'effet de pépite apparent de 7% peut
étre considéré comme égal & oZ.

Pour le probléme de randomisation du taux @ (x) par un binomial, le probléme

est plus délicat. Aprés un peu de calcul, on peut démontrer que

N 1- 1
E [50)] = 7o) + 20O 5 {2t o

N(x) N+ h)

xES;

Ici le probléme est que le deuxiéme terme dépend du moment d’ordre deux
de o (x), qui est essentiellement le terme qu’on veut estimer. Il ne semble donc

pas facile d’estimer le variogramme sous—jacent a ’aide d’une acquisition bruitée.

On a une solution au probléme de I’estimation du variogramme sous—jacent
ou de la covariance sous—jacente dés qu’on a deux acquisitions de données bruitées.
Si I'on suppose que le bruit est indépendant pour chaque acquisition, alors les
hypothéses (1.1) s’appliquent pour tout x et tout y et pas uniquement quand x > y.
Il est facile de démontrer que
E[(zl(x + h) - ZY N2 + h) -Zz(h))]

1
YY) = 3

et que le variogramme croisé expérimental est un estimateur non biaisé pour P

Puisque C¥(h) = CY(0)-y"(h), nous avons un estimateur pour C¥(h). Finalement,
nous avons déja vu que

Cov (Yx), Z(x)) = Cov (Y(x), Y()

quand E[Z]Y] =Y et nous avons donc un estimateur pour Cov (¥(x), Z(x)).

Avant d’examiner quelques exemples de variogrammes calculés sur des images
bruitées, notons que les variogrammes expérimentaux doivent étre ajustés par un
modele théorique. La raison en est qu’une fonction de covariance ne peut pas €tre
une fonction quelconque, elle doit étre positive en ce sens que pour chaque

ensemble fini de points [x}7-; et chaque ensemble de pondérateurs {47,
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Var (3 4 Ya)) = 3 & 4 Cei-x) = 0

est positive. En fait, avec une application du krigeage en vue, nous admettons une
hypothése légérement plus forte ; il faut que C¥(h) soit strictement positive

Z Ai A CY(x; -x) =0

et soit nulle si et seulementsi 4;, =0 V i.

!

De la- méme maniére, le variogramme y¥(k) doit étre conditionnellement
négatif défini. Pour des points {x}’_; et des pondérateurs {A}_; tels que

2- A; = 0, alors

—Z A; lj y(x,-—xj) =0
et nous demandons que ceci soit strict, c’est-a—dire qu’il soit nul si et seulement
sili=0 Vi.
EXEMPLES

1. — Nous reprenons ici une des images de microségrégation que nous
montrons a nouveau a la figure 1.4.

Figure 1.4 Microségrégation.
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Son variogramme expérimental a été calculé dans les directions horizontale

et verticale pour les 250 premiers pas (fig. 1.5).
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Figure 1.5 Variogramme de microségrégation

On voit que le variogramme monte trés rapidement dans les deux directions,
puis les deux directions divergent et commencent & onduler autour d’un palier.
Ces ondulations sont liées a la taille des dendrites qui sont différentes suivant les

deux directions sur cette image. Pour le filtrage, la seule partie du variogramme
qui nous intéresse est celle qui se trouve prés de I'origine (Fig. 1.6). A cette échelle
on constate que I’image est & peu prés isotrope et on voit qu'un modele isotrope
avec palier sera raisonnable. Nous faisons alors une hypothése de stationnarité
locale pour cette image. L’ajustement du variogramme se fait au moyen de deux
modeéles cubiques (qui sont différentiables & 'origine) d’une portée de 25 et 45

et un effet de pépite (voir fig. 1.7).
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Figure 1.8 Cobalt Figure 1.9 Tungsténe

2. — Dans cet exemple, nous considérons une étude multivariable de
microségrégation dans un superalliage [9]. La concentration pour les deux
éléments Co et W est montrée aux figures 1.8 et 1.9. On remarque I’existence de
petites phases (Iignes noires ou blanches) qui ont des concentration chimiques trés
différentes de celle de la phase principale. Il est alors intéressant de masquer ces
phases avant de calculer les variogrammes afin de travailler sur un champ plus
homogene (fig. 1.10). Pour ces données, le bruit n’est plus poissonien parce qu’avec
ce type de microscope a balayage, on retire du signal un bruit de fond, et donc
ce qu'on observe est la différence de deux variables de Poisson de paramétres
différents. De plus, les données sont regroupées dans des classes. On se trouve
donc ici dans un cas ou I'usage de deux acquisitions est nécessaire pour pouvoir
calculer les variogrammes sous-jacents. Les résultats de ces calculs avec deux
acquisitions sont montrés pour les trois éléments Co, W et Ti sur la figure 1.11.
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Figure 1.10 Le masque appliqué.
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Figure 1.12 Image de taux p(x) Figure 1.13 Image de “population”,
simulée : N(x) simulée.

3. — 1II est intéressant de considérer un exemple autre que la poissonisation.
Sur la figure 1.12, on voit une simulation d’un taux régional ¢ (x). Il s’agit en effet
d’une simulation gaussienne avec un modele sphérique d’une portée de 20 pixels.
La moyenne est de 0.3 et I’écart-type de 0.06. Sur la figure 1.13, on voit une
simulation de répartition de population N(x) (sphérique, de portée =5,
moyenne = 100, écart-type = 20). On randomise maintenant ¢ (x) par un
binomial Z(x) — B(N(x), o(x)), et on trouve la carte de Z(x) sur la figure 1.14.
Son variogramme (fig. 1.15) a deux structures de portées 5 et 20. On voit donc -
que le variogramme des valeurs brutes est trés influencé par la structure
géométrique de la répartition de la population. Le taux expérimental (Z(x))/(N(x))
n’a pas de structure parasite a4 5 pixels (fig. 1.16), mais en revanche il existe un
effet de pépite difficile a estimer. Avec deux acquisitions du taux expérimental
(Z1(x))/(N(x)) et (Z*(x))/(N(x)), on peut calculer leur variogramme croisé, et on
trouve un estimateur satisfaisant pour le variogramme sous-jacent (fig. 1.17).
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Figure 1.14 Image observée Z(x)
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1.5. — LES LOIS SOUS-JACENTES

En général, il n’est pas possible de trouver la loi sous-jacente F¥(x) connaissant
la loi FZ(x). Mais dans le cas o il existe une solution unique, les méthodes des
transformées sont souvent trés utiles pour démontrer 1’existence. Nous
n’essayerons pas de donner une théorie générale, mais nous nous limiterons aux
exemples traités jusqu’a présent.

EXEMPLES

1. — BRUIT ADDITIF ET INDEPENDANT

Soit Z(x) = Y(x) + €(x) avec € indépendant de Y. Soit FZ, F¥ et F€ les lois
de Z, Y et € respectivement. Puisque Y et € sont indépendants, FZ est 1a convolution
de Yet €

FZ = FY * F€

et si I'on prend la transformée de Fourier
¢* = ¢" ¢

[l

p et la solution unique pour FY est la transformée inverse

d’ou on trouve @¥ =

de(pz

(p(:'
2. — PROBLEME DE DECIMATION

Nous avons une fonction aléatoire discréte N(x) de loi stationnaire pn(i) et
a chaque point x, on échantillonne Z(x) selon une loi binomiale Z(x) — B(N(x),0) .
Si la loi pz(i) est connue, on peut trouver la loi de N, py(i). En effet la fonction

génératrice de pz est

Gzls) = Els”] = E [E[s?|N]} = E [(g + ps)"] = Gnlg + ps)
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oug=1-p.

Quand p = 0, nous connaissons Gy sur l'intervalle non dégénéré [q,1]. Il suit
alors d’un lemme classique de I’analyse complexe (voir I’énoncé dans § 4.1) que
Gy a une extension unique sur [0,1] et par 'unicité des fonctions génératrices,
il existe une loi unique py, telle que sa randomisée par un binomial est égale a

Dz-
3. — PROBLEME DE TAUX

Pour la randomisation de ¢ (x), il n’existe pas de théoréme d’inversion de ce
type, méme dans le cas le plus simple, quand N(x) = N est constant pour chaque
x. En effet, pour N constant, la loi stationnaire des observées Z est donnée par

1
e = (7] ¢a-0v du

Choisissons# une mesure discréte qui charge les points 0, 1/3, 2/3 et 1 avec
les poids ug, My, H2 et up, tel que pp + Ha + H + w3 = 1. Alors si N =1 nous

avons FZ(0) = ug + —3%/4% + -;—u% et FZ(1) = 31_‘“% + %—u% + 41, un systtme de

trois équations 4 quatre inconnues et par conséquent il existe un nombre infini
de ’solutions’ g, My, Mz €t gy, avec les probabilités randomisées

FZ(0) et FZ(1). Tl n’existe donc pas de loi sous-jacente unique pour FZ. Plus
généralement, pour N fixe, si I’on choisit une mesure discréte qui charge les points
XY, avec N’ > N + 2, il existera toujours un nombre infini de “solutions” ¢ ()

ayant pour randomisé FZ parce que les équations linéaires qui définissent FZ ne
seront pas de plein rang. On voit ici donc un exemple d’une randomisation pour
laquelle il n’existe pas de solution unique pour le probléme de la restauration de
I’histogramme.

4. — POISSONISATION

Considérons la fonction génératrice des données observées Z(x), pour
0 =<5 =<1, nous avons

Gz(s) = E[s?] = E{E[SZIY]} = E[e¢DY] = Ly(1-5)
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ot Ly est la transformée de Laplace de la variable sous-jacente Y. Donc la
transformée de Laplace est connue sur [0,1] et on démontrera au chapitre IV que
ceci est suffisant pour spécifier la transformée de Laplace partout et donc la loi
de Y, F¥(x), est uniquement déterminée.

Nous avons vu que dans certains cas, la loi de la fonction randomisée suffit
pour déterminer la loi sous-jacente. Dans la pratique, les choses se compliquent
un peu. En général nous n’avons qu’un nombre fini de données randomisées et
par conséquent, on ne connait pas la loi randomisée mais seulement un estimateur
de cette loi randomisée. Il se trouve que dans bon nombre de cas, méme si la loi
sous—jacente peut &tre déterminée univoquement par la loi randomisée, elle est
trés sensible aux petites variations. En particulier, il est souvent difficile d’estimer
la loi sous-jacente & partir d’'un échantillon tiré selon la loi randomisée. Nous
aborderons ce probléme au chapitre III en insistant plus particulierement sur le
probléme de la poissonisation.

o
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LE FILTRAGE LINEAIRE

2.0. — INTRODUCTION

Les filtres lindaires sont ceux qui cherchent un estimateur Y"(x) du signal ¥(x)
en fonction des données {Z(x;)} de la forme suivante

YY) = > 1% Z(xa)

et le filtre du krigeage est le filtre linéaire optimal dans le sens que si I’on considére
Y(x) et Z(x) comme des fonctions aléatoires stationnaires d’ordre deux, alors le
filtre de krigeage choisit les {A%} tels que Var[Y'(x) - ¥(x)] est un minimum. Ceci
est essentiellement un probléme de type moindres carrés et il se trouve qu’il est
équivalent a 'espérance conditionnelle si (Y{(x), {Z(x;,) } ) est multigaussienne et
si le bruit est additif et indépendant de Y. En dehors de ces conditions, le krigeage
n’est plus équivalent a I’espérance conditionnelle, mais il satisfait toujours un
critére d’optimalité, celui d’étre le meilleur filtre linéaire. Ce critére en soi est assez
fort et il se trouve que le krigeage donne de bons résultats dans bon nombre de
situations. En effet, pour des images de type diffusif, il est assez difficile de trouver
des cas ol des techniques non-linéaires telles que le krigeage disjonctif ou
I’espérance conditionnelle sont les mieux adaptées au probléme du filtrage
(Chapitre VI). Mais on note que I'intérét pour le filtrage non linéaire ne se limite
pas a la simple estimation du signal sous-jacent (ce qui peut assez souvent se faire
tout aussi bien par krigeage linéaire), mais qu’il peut porter sur des problémes
explicitement non linéaires, tels que I’estimation d’un histogramme local.

Un des principes de modélisation en géostatistique, consiste & ne pas utiliser
des modeles plus compliqués, et donc plus difficiles a ajuster aux données, qu’il
ne faut pour résoudre le probléme. Le filtre linéaire de krigeage dépend seulement
des fonctions de covariance Cov(Z(x),Z(y)), Cov(Z(x),Y(y)) et Cov(Y(x),¥(y)) qu’'on
peut estimer facilement a partir des données pour x — y petit (du moins si I’'on
a deux acquisitions, ou si la forme du bruit le permet). De plus, il est bien connu
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que le krigeage linéaire est robuste par rapport aux petites variations dans le choix
des fonctions de covariance quand le comportement & I’origine de la fonction de
covariance n’est pas trop régulier. Il semble donc qu’il nous donne une méthode
fiable et peu compliquée pour filtrer une variété importante d’images bruitées.

Avant de passer a I'étude des équations du krigeage linéaire, il faut souligner
les cas pour lesquels le krigeage linéaire n’est pas adapté. Puisqu’il s’agit d’un filtre
linéaire, on voit que le krigeage lisse les données. Si nous avons une image qui
contient un nombre important de pics, le krigeage risque de lisser ces pics (de plus
I’estimation du variogramme pourra étre difficile). C’est pour cette raison que,
dans le filtrage linéaire des images de solidification, on est parfois obligé
d’appliquer un masque aux valeurs fortes. Par exemple, dans une
microségrégation, on masque les valeurs fortes dans la partie liquide. Il est légitime
d’appliquer une telle procédure ici. Les caractéristiques de la solidification de la
zone liquide sont souvent différentes de celle des dendrites. De plus, le bruit

poissonien, ayant un écart-type en Y(x), est relativement plus faible sur les

valeurs fortes (dans le sens que le bruit relatif au signal décroit en ‘/.1-:(—3 ), et
x

le filtrage de ces derniéres est moins important. Mais pour les autres types d’image,
il peut arriver qu’on ait une image homogeéne qui contienne des pics importants.
Il semble arbitraire d’appliquer un masque dans un tel cas, et il pourra étre
intéressant d’envisager un filtrage non linéaire selon les méthodes décrites au
chapitre VI

Un autre cas pour lequel le krigeage n’est pas trés bien adapté, est lorsque
nous avons une image sous-jacente en forme de mosaique, et qu’il existe alors
des petites régions ol I'image sous—jacente est plus ou moins constante. Si le saut
moyen entre ces régions est plus important que le bruit, un filtre linéaire risque
soit de ne pas filtrer suffisamment, soit de trop filtrer et donc de lisser les frontiéres
entre les régions. Un filtre non linéaire de type séquentiel alterné qui est basé sur
les outils morphologiques d’ouverture et de fermeture [1] peut étre mieux adapté
dans ce cas.

Il existe d’autres types de problémes importants qui ne sont pas étudiés dans
ce texte, notamment le probléme de classification. Si nous avons une image, divisée
en N composants qui ne sont pas forcément connexes, nous voulons savoir & quel
pixel le composant appartient. On rencontre souvent ce type de probléme dans
I'imagerie satellite o on cherche & classer les pixels selon le type de végétation
par exemple. La théorie des champs markoviens a été appliquée avec quelque
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succes sur des données simulées pour ce type de probléme [2], [3]. 1l est & noter
que cette méthode est lourde en termes d’hypothéses de départ, parce qu'elle
dépend explicitement de la loi spatiale compléte, laquelle, en toute rigueur, n’est
pas accessible avec les seules données expérimentales. Une autre méthode, assez
proche de celle qui sera décrite dans ce chapitre, a été appliquée au probléme de
classification [4], et bien qu'on puisse supposer qu’elle n’est pas adaptée au
probléme, elle donne des solutions comparables & celles qu’on obtient avec la
méthode des champs: markoviens pour le probléme a deux composantes.

2.1. — LE KRIGEAGE UNIVARIABLE

Dans cette section, nous considérons le filtrage d’une seule variable, et a la
section 2.2, nous généraliserons ce résultat aux données multivariables.

2.1.1. — Filtrage univariable

Soit Y(x) un modele stationnaire d’ordre deux pour I'image sous-jacente et Z(x)
un modéle pour les données randomisées. Nous admettons que les fonctions de
covariance stationnaires CY(h) et CY'%(h) sont connues, et que la fonction de
covariance C%(x, x+h) est également connue. Admettons que la moyenne de Z soit
stationnaire et que E(Z) = E(Y) (aprés changement d’échelle si nécessaire). Sans
restreindre la généralité, on peut prendre E(Y) = 0. (En effet on peut prendre
Y- E(Y) et Z - E(Y) comme fonctions aléatoire. L’objection que dans le cas
poissonien Y et Z doivent étre positives n’est pas trés importante. Le filtrage linéaire
ne fait pas la distinction entre les différents types de bruit. L’hypothése d’un bruit
poissonien intervient seulement pour la modélisation de la fonction de covariance
de Y a partir de celle de Z). On cherche un estimateur linéaire de Y(x)

YY) = g: A% Z(xz)
a=1

ol N est le nombre de points dans le voisinage de a, V,. Les pondérateurs {24}
sont choisis tels que Var[Y(x) - Y'(x)] est un minimum.
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O(s,...,AN) = Var(Y(x)-Y'())

N N N
= > > 2228 C¥xa, xg) - D, 2 C¥(xa-x) + CY(0)  (2.1)
a=1p8=1

a=1

On minimise par 3—?— =0 V i, et on trouve les équations du krigeage [5]
v 04

N
> 2% C¥xq, xp) = CYZ(xg-x) (2.2)
a=1

Puisque nous avons fait ’hypothése que C? est strictement positif, on peut
résoudre ces équations pour {A%}.

Alors la variance de krigeage, ou erreur résiduelle, est donnée par la
substitution de (2.2) dans (2.1)

N
ok = CY0) - > 2% C"(x,-x).
a=1
Dans les applications a I’analyse d’images, on utilise un rapport signal sur bruit
(SSB). Le rapport SSB initial (avant filtrage) est défini par

Var Y(x)

(SSB)r = Var Z(x) - Var Y(x)

et aprés filtrage, nous avons le rapport SSB final

Var Y(x)

(SSB)F = 0_'}(

On voit ici un des avantages du krigeage comme filtre : il ne donne pas
seulement un estimateur du signal sous—jacent mais également un estimateur de
Perreur résiduelle.

L’hypothése que Y(x) est stationnaire avec une moyenne connue est souvent
un peu trop forte. Une hypothése moins forte dont on a vu qu’elle était raisonnable
pour les images de solidification est celle de stationnarité locale pour Y(x). Ici, la
moyenne m(x) n’est pas constante partout dans I'image, mais peut étre considérée
comme constante sur le voisinage V, du point x ou 1’on veut faire un filtrage. Dans
ce cas, il nous faudra une condition de non biais
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E[Y(x)-Y' (x)] = 0

donc
N
S =1
a=1

et le krigeage doit étre soumis a cette condition. La méthode de Lagrange nous
donne les équations du krigeage correspondantes [s]

N
> 4% C20a W) 48 = CV2(a5-x)

a=1

(2.3)
N
> A0 =1

a=1

oll u est le paramétre de Lagrange. La variance de krigeage a% est donnée par
ok = C'0)- 2 4* C¥¥(xa~-x)-p
a -

Pour compléter cette section, on écrira les équations dans le cas ol ’on a une
FAI-k. Supposons qu’'une covariance généralisée pour Y soit K¥(h), et qu'on ait
une covariance généralisée de Z de la forme

K%(x,y) = K'(x-y) + fix) Oy

avec flx) >0 V x.

(Par exemple dans le cas poissonien, on a vu que f{x) était égale a la fonction de
moyenne pour ¥, m(x) ). Le krigeage est obtenu en minimisant Var(Y(x) - Y (x))

tel que (0y- Zl“éxa) est une combinaison linéaire autorisée, c’est-a—dire
a

>rfi=f t=0,..,k
a

et la méthode de Lagrange donne les équations

N
> AR (%, xp) v e fs = K¥E(x-x
a=1 * A ( 2 g=1,..,N

N
S e £ £=0,..k
a=1
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NOTA. — Pour la poissonisation dans le cas non stationnaire ou méme dans le
cas localement stationnaire, la variance du bruit n’est pas stationnaire

C¥x,y) = CMx-y) + m(x) Oy

Pour une étude correcte, il faudra un estimateur de m(x) localement (ce qu'on
peut trouver par moindres carrés par exemple). Les équations du krigeage au point
x dépendront alors du point x, et il faudra résoudre les équations linéaires pour
chaque point a estimer.

Une hypothése simplificatrice que nous appliquons au cas localement
stationnaire consiste & prendre

Cix,y) = Cx-y) + m
ol m est la moyenne spatiale de I'image.

Les équations du krigeage sont maintenant identiques pour chaque point x dans
I'image (sauf pour un effet de bord) et il suffira donc de les résoudre une fois
pour obtenir un systéme de pondérateurs {4%} qui soit invariant par translation.
L’hypothése d’un bruit stationnaire peut étre considérée comme raisonnable s’il
n’y a pas de dérive importante sur I'image.

EXEMPLES

1. — Pour un premier exemple, considérons I'image gaussienne simulée avec
un modele sphérique d’une portée de 20 pixels et avec le palier présenté a la figure
2.1. La moyenne de cette image est de 100.0 et la variance de 97.362. Nous avons
déja vu au chapitre I que I’estimation des variogrammes sous—jacents et observés
est faite correctement. L’image poissonisée est montrée a la figure 2.2 et I'image
filtrée avec un voisinage de krigeage de 15 X 15 sur la figure 2.3. Le rapport
signal/bruit initial est de 0.9288 et apres filtrage, on trouve un rapport SSB estimé
de 9.1365. Puisqu’il s’agit d’une simulation, on peut calculer le vrai rapport SSB
aprés filtrage. Il est de 8.7166, et on trouve un bon accord entre I’estimateur de
SSB et la valeur réelle.
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2. — On peut penser que le cas précédent a donné de bons résultats parce
que les données simulées suivent une loi gaussienne. On reprend donc ici la méme
image, mais on applique une anamorphose avant de poissoniser. L’image
sous—jacente est montrée a la figure 2.4 et son histogramme & la figure 2.5. La
loi de Y(x) (qui est dérivée d’une loi lognormale) & une moyenne de 13.763 et une
variance de 52.705. L’image bruitée est montrée sur la figure 2.6, et le résultat
d’un krigeage linéaire sur la figure 2.7. Le rapport signal/bruit initial est de 3.4138
et 'estimateur du rapport SSB aprés filtrage est de 15.412. La valeur réelle du
rapport SSB apreés filtrage est de 13.521 et I’accord entre I'estimateur et la réalité
est moins bon que dans le cas gaussien, mais reste satisfaisant.

Figure 2.4 Image réelle
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3. — Sur la figure 2.8 on voit une image de microségrégation. Nous avons
déja vu cette image au chapitre I et le variogramme était modélisé comme la somme
de deux modeles cubiques de portées 25 et 45 respectivement. Avec un filtre
linéaire localement stationnaire de voisinage 15 X 15, on obtient la figure 2.9. On

voit que le filtrage est trés efficace a cause du fait que la portée du variogramme '

est assez longue et le comportement a I’origine du variogramme est quadratique.
Sur un écran graphique couleurs on arrive méme a discerner la solidification
secondaire sur quelq\ies dendrites (elle est & peine visible sur des images noir et
blanc qui ne contiennent que 8 niveau de gris), ce qui n’était nullement évident
sur I'image initiale. Le rapport signal/bruit initial est de 2.400 et I'estimation du
rapport signal/bruit final est de 83.803.

4. — Sur la figure 2.10 on trouve une image du centre de la plaque. Ici le
pas entre les pixels est de 25 pm , donc plus de 8 fois supérieur & celui de I'image

de microségrégation de 'exemple 3. L’image filtrée est montrée sur la figure 2.11.
On voit bien sur 'image qu’il existe un nombre important de dendrites qu’on peut
observer a I’échelle de 4 & 10 pixels. Par conséquent le variogramme (figure 2.12)
croit beaucoup plus rapidement que pour I'image de microstructure et on voit &
peine le comportement quadratique a I’origine. Le rapport signal/bruit initial est
de 5.522 et I’estimateur du rapport SSB aprés filtrage est de 11.82. En comparant
ces résultats avec I’exemple précédent, on voit que le krigeage a “compris” que
la deuxiéme image est beaucoup plus difficile a filtrer & cause des petites
structures, et comme on peut le prévoir, les résultats seront moins bons que pour
I’exemple de microségrégation.
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Figure 2.8 Microségrégration, 3um
par pixel, 512x512

Figure 2.9 Filtrage linéaire .
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Figure 2.8 Microségrégration, 3um
par pixel, 512x512

Figure 2.9 Filtrage linéaire
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Figure 2.10 Image du centre de la plaque,
pas = 25um, 512x512, élément = Mn

Figure 2.11 Filtrage linéaire
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Figure 2.12 Variogramme du centre de
la plaque (bruité) et son ajustement.

5. — On montre a la figure 2.38 une version filtrée du carbone. Pour un
exemple de filtrage dans le cas non poissonien, on reprend I’exemple des “taux”
du chapitre 1. Sur la figure 2.13, on représente le taux sous-jacent. On montre
la répartition de population a la figure 2.14 et le nombre d’occurrences, Z(x),
observé a la figure 2.15. En toute rigueur, pour filtrer le taux observé, il faudrait
utiliser une covariance non stationnaire et par conséquent résoudre des équations
de krigeage a chaque pixel. Pour une premiére approximation, nous avons filtré
avec un bruit moyen et le résultat est présenté sur la figure 2.16.
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Figure 2.13 Taux réel - Figure 2.14 Population réelle

Figure 2.15 Nombre d’occurrences Figure 2.16 Filtrage linéaire
favorables
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6. — Le filtrage linéaire peut étre utilisé pour réduire le temps d’acquisition
d’une image. Nous avons quatre acquisitions de I’élément P avec 12.5, 25, 50 et
100 ms par pixel. On applique un filtre linéaire & chaque image bruitée. Les images
filtrées sont montrées a la figure 2.17, et les rapports signal sur bruit
correspondants sont résumés au Tableau 2.1. On voit qu’en termes de rapport
signal sur bruit I'image filtrée de 12.5 ms est aussi bonne que I'image brute de
50 ms. Ceci est vraisemblablement un peu trop optimiste, mais visuellement on
peut constater que le filtrage de I'image & 25 ms donne de bons résultats. 1l faut
un temps d’acquisition supérieur & 100 ms pour obtenir une image d’assez bonne
qualité sans filtrage.

Tableau 2.1.

Temps SSB SSB
d’acquisition original aprés filtrage
15 ms 0.941 5.216
25 ms 1.883 6.929
50 ms 5.338 12.502
100 ms 10.676 18.613
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2.1.2. — L’estimation des composantes spatiales

Un phénoméne modélis€é par une fonction aléatoire peut avoir plusieurs
structures a différentes échelles. Par exemple, sur les images de solidification, on
voit des structures dendritiques de 1'ordre de quelques dizaines de um et des
structures d’origine de type convection de I’ordre du cm et méme plus grandes.
Entre les deux, on trouve des structures de la taille des Vés ségrégés, etc. Le calcul
d’un variogramme expérimental montre assez souvent I’existence et I'importance
de ces structures.

Y1 Y2

-+

VA

=
aj @

Parallélement, on trouve que I’ajustement d’un variogramme se fait souvent
a I'aide de plusieurs modeles théoriques de structure simple Y(h) = Z y{(h) . Dans
le cas général, il n’y aura aucune raison pour que ces modéles élémentaires yi(h)

correspondent & une structure réelle dans I'image sous—jacente. Mais si 'on peut
faire I’hypothése que la fonction aléatoire sous-jacente Y(x) admet la
décomposition ‘

Y) = 3 Y

ou ¥(x) et {\:(x)} sont des fonctions aléatoires stationnaires d’ordre deux et les
Y;(x) sont mutuellement orthogonales, Cov(¥;(x), ¥;(y)) = 0, et si on trouve la
décomposition de la fonction de covariance (ou du variogramme) correspondante

cw = 3

il peut étre intéressant d’estimer les composants Y;(x) séparément a partir des
données {Z(x,) }.
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Ainsi, si on prend E[Y(x)] = E[¥:(x)] = 0, on peut considérer I'estimateur

Yi':'Z'laZa
a

et on démontre facilement que les équations du krigeage pour {4*} dans le cas

stationaire sont
> 2% Cov (Z(xa), Z(xg)) = Cov (Z(xp), Yix))
et il est facile de démontrer que Cov (Z(xg), Y{x)) = Ci(xg-x) .

Dans le cas localement stationnaire, une difficulté réside dans le fait que les
moyennes de Y(x) et {¥;(x)} ne sont pas connues. Par conséquent, on ne sait pas
décomposer la moyenne de Y(x) en termes de ses composants m; = E[Y;(x)]. Dans
un tel cas, le mieux qu’on puisse faire est d’estimer le résidu Yix) = Yix)-m;.
On veut alors minimiser Var [Yix)-Y; )] tel que E[Y{(x)-Y;(x)] = 0. La

dernieére condition s’écrit 2 A% = 0 et les équations de krigeage s’écrivent

N
>, A% CE(xq, Xg)+ M = CYi(x - xg)

a=1

Pour une étude plus rigoureuse et une généralisation aux FAI-k, voir [6].

EXEMPLES

1. — On commence avec une image simulée. Notre image sous—jacente est
montrée 2 la figure 2.18. 1l s’agit ici d’'une somme de deux autres simulations avec
des portées de 5 et 20 respectivement. Les images des deux structures sont
montrées aux figures 2.19 et 2.20. Le variogramme sous-jacent y Y(h) se
décompose en termes de deux structures simples de la maniére suivante

PR = 0.9 () + 0.1 y¥*2h)

L’image sous-jacente est randomisée par une loi de Poisson et I'image bruitée est
montrée sur la figure 2.21. Le variogramme de I'image bruitée est montrée sur
la figure 2.22. Le rapport signal/bruit initial est de 3.07.
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On peut estimer les deux composantes et on voit les résultats sur les figures 2.23
et 2.24 respectivement. La composante de portée 5 est assez bien estimée, ce qui
n’est pas trés surprenant étant donné que la plupart de la variabilité est associée
a cette échelle. 11 est intéressant de voir qu’on arrive a obtenir un estimateur de
I’échelle supérieure qui est acceptable méme s’il n’y a qu’une contribution tres
faible a la variabilité de 'image initiale.

2. — On peut reprendre 'image du centre de la plaque déja vue. Elle est
présentée a nouveau sur la figure 2.25 et I'estimateur de la variabilité pour la
premiére structure (4 pixels) est montré sur la figure 2.26. Ceci nous aide a voir
plus clairement la structure dendritique.

Toujours a propos du probléme de solidification, on voit sur la figure 2.27 une
image prise dans la zone équiaxe. Le pas entre les pixels est de 25um . Cette image
n’est évidemment pas homogéne et on voit 'existence d’une inclusion avec des
structures qui semblent assez différentes. Pourtant I’estimation de la premiére
composante permet de voir trés nettement la structure dendritique ou de petits
amas de dendrites (fig. 2.28).
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Figure 2.18 Image réelle Figure 2.19 Composante de portée 5

Figure 2.20 Composante de portée 20 Figure 2.21 Image bruitée
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Distance
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Figure 2.22 Variogramme de I'image
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Figure 2.23 Estimation de la composante Figure 2.24 Estimation de la composante
de portée 5 de portée 20
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2.2. — LE CAS MULTIVARIABLE

Supposons maitenant qu’il y ait plusieurs éléments {Y(x)["-; et I'on observe

les données bruitées correspondantes {Zx)['_;. Quand les éléments Y;(x) sont
corrélés, on peut avoir intérét a utiliser plusieurs éléments bruités {Z;(x)} pour
estimer un élément sous-jacent. On veut alors considérer des estimateurs de la
forme

n N

i) = Y Y I Zix)

i=1 a=1

Evidemment, il faudra que

Var (Yk(x)—Y,:(x)) =0 (2.4)

Mais cette condition impose des contraintes non triviales sur la modélisation des
variogrammes et des variogrammes croisés. Une méthode souvent utilisée pour
assurer la cohérence des modéles est le modéle linéaire [6], [7]. On admet qu’il
existe des fonctions aléatoires orthogonales X} telles que pour chaque élément

i, on a des coefficients 4%, tels que

n n
Y = 2. 2 Au Xy
u=1 p=1

et tels que pour u fixe, toutes les fonctions aléatoires X ont la méme covariance

localement stationnaire C%(h). On interpréte I'indice © comme I’indice d’échelle
(effet de pépite, échelle de portée courte, échelle de portée longue, etc.). Dans

ce cas les n fonctions aléatoires {X}!};,':l admettent une interprétation comme

composantes principales associées a la variabilité & I’échelle u [6]. Puisque les Xp
sont orthogonales, on trouve que

Cov [X4(x + h), Xyx)| = 6" 0pq CU(R)
et

Cov [Yix + h), Yix)] = > BY C*(h)

avec

o “tju

B§;=ZA’fA’-’
P
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Les matrices de variance/covariance B;} sont donc positives, et il est facile de

démontrer que (2.4) est respecté. Une méthode efficace et simple a été développée
pour P’ajustement des modéles linéaires de corégionalisation [8], [9].

Ce modele peut étre généralisé aux FAI-k [6].

Le modéle pour les covariances de Z sera, aprés les calculs du chapitre I

Cov(Zix), Z{y)) = Cov (Yix), Yiy)) + fix) dij Oy

Par conséquent, on retrouve le méme type de résultats que pour le cas
univariable. En particulier, on peut filtrer Yc(x) avec [I'estimateur

n N
Yix) = > > A Z{xg). Les équations de krigeage pour le cas localement

i=1 a=1

stationnaire sont

n N

S S A Cov [Zi(xa), Zip]+m =Cov [Zi(xg), Ye()]
1 a=1

N

2, i = 5

a=1

et de la méme maniére, on peut estimer les composantes principales Xp(x) par

N
Z A7 Z{xa)
1 a=1

X30x) =

n

l

et on trouve les équations
n N

> > A Cov [Z(xa), ZGpl+m: = AL, Cov [Zi(xg), Xe(x)]

j=1 a=1

EXEMPLE

L’exemple suivant a déja été présenté dans [10] et [11]. Ici nous avons trois
éléments Co, Ti et W. Les résultats d’un cokrigeage comparés a ceux d’un krigeage
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sont présentés au Tableau 2.2. Les images initiales et les images filtrées par
cokrigeage sont présentées sur les figures 2.29 et 2.30 respectivement pour le
cobalt et sur les figures 2.31 et 2.32 respectivement pour le tungsténe.

Tableau 2.2.

Rapport signal/bruit
Cobalt . Titane Tungsténe 1
Initial 0.82 - 14.74 11.74
Univariable 592 36.56 ' 24.82
Multivariable 7.11 43.05 28.01

2.30 Cobalt filtré

Figure 2.29 Cobalt Figure
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Figure 2.31 Tungsténe - Figure 2.32 Tungsteéne filtré

Le variogramme étant modélisé avec un effet de pépite, un modeéle sphérique
de portée 4 et un modéle cubique de portée 17, on peut estimer les composantes
principales pour les structures a 4 et 17 respectivement. Notons que pour chaque
structure, il y aura trois composantes, mais qu'on ne montre ici que les deux
premiéres. Sur les figures 2.33 et 2.34 on trouve les composantes pour la premiére
structure et sur les figures 2.35 et 2.36 celles de la deuxiéme structure.

Figure 2.33 Premiére structure. Figure 2.34 Premiére structure.
Premiére composante. Deuxiéme composante.
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Figure 2.35 Deuxiéme structure. Figure 2.36 Deuxi¢éme structure.
Premiére composante. : Deuxiéme composante.

La décomposition de la variabilité des trois éléments selon les composantes

est présentée au Tableau 2.3

Tableau 2.3.

Pourcentage de la variance expliquée pour les CP

Structure Composante Co Ti - W
1 1 14.04 23.95 30.04
1 2 7.04 0.09 0.04
2 1 68.70 57.92 57.35
2 2 0.05 7.13 1.18
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2.3. — ESTIMATION D’UN ELEMENT NON OBSERVE

Pour des raisons techniques liées a4 la microsonde, on ne peut obtenir des
images du carbone qu'avec difficulté, et par conséquent on ne fait pas d’acquisition
dans une étude typique. De méme il est parfois intéressant d’avoir un estimateur
du carbone.

Si I'on a fait plusieurs études d’apprentissage pour lesquelles le carbone est
connu, et si 'on a pu faire ’hypothése que ses acquisitions sont des résolutions
indépendantes d’une fonction aléatoire, alors on peut calculer un modeéle de
variogramme moyen pour ces études, et appliquer ce modele pour I’estimation du
carbone dans d’autres études ou celui-ci n’est pas connu.

Supposons que nous ayons les éléments [Y;(x)] Y1(x) étant le carbone, et que

nous ayons trouvé des modéles de corégionalisation y};(h) pour les éléments et

y,-%(h) pour les données observées, alors on peut considérer I’estimateur
n N

Yio) = > > A Zixa) .
i=2 a=1

Puisque la moyenne de ¥; n’est pas connue exactement, il vaut mieux, comme
dans l’estimation des composantes, n’estimer que le résidu Yi(x)-my,. Par

conséquent
n
> =0
a=1
11 est facile de trouver les équations du krigeage

n N

> > A% Cov [Zi(xa), Zixp)] +m: = Cov [Zi(xg), Yi(x)]

j=2 a=1
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EXEMPLES
1. — On applique ici la méthode au probleme d’estimation du carbone. On

n’a utilisé qu'une étude d’apprentissage, et bien que cela ne soit pas vraiment
suffisant, on a néanmoins obtenu des résultats encourageants. On voit sur la figure
2.37 I’élément du carbone de I'étude d’apprentissage et sur la figure 2.38 celui
que nous allons estimer.

Figure 2.37 Carbone, étude Figure 2.38 Carbone, a estimer.
d’apprentissage.
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Figure 2.39 Premier élément, Nb Figure 2.40 Deuxiéme élément, P

Nous disposons de deux autres éléments, Nb et P, qui sont les seules données
utilisées pour I’estimation du carbone et qui sont montrés sur les figures 2.39 et
2.40 respectivement. Le résultat de I’estimation apparait & la figure 2.41 et on peut
le comparer avec I'image réelle (figure 2.38) et I'image réelle filtrée (figure 2.42).
Il est & noter que I’estimation n’est pas trés lisse. Ceci est dii au choix du voisinage
de krigeage. En effet la variabilité du carbone est dominée par une structure a
65 pixels, et il nous faudra donc un trés grand voisinage pour le filtrage. Au lieu
d’utiliser un voisinage de 130 X 130 nous avons fait un sous-échantillonnage des
points dans le voisinage et par conséquent la variabilité n’est pas suffisamment
réduite. Une méthode permettant de choisir un voisinage de krigeage “optimal”
proposé dans [12] peut étre intéressante dans ce contexte. |
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Figure 2.41 Carbone estimé Figure 2.42 Carbone réel filtré

2. — Le relief d’une tdle brute destinée a fabriquer une automobile est
représentée a la figure 2.43. A la figure 2.44, on voit la tdle finale aprés six couches
de peintures. (Images de Peugeot S.A.). 1l est intéressant de voir si le krigeage
peut estimer, & partir de la t0le brute, la tble telle qu’elle sera a la sortie du
processus de peinture. On peut considérer la tdle peinte comme un élément inconnu
et ’estimer & partir de la tble brute. L’estimateur est donné a la figure 2.45. Bien
qu’il ne corresponde pas exactement & la vraie tOle peinte, il donne une idée
générale de la qualité de la peinture. Il se trouve que pour cette étude [13],[14],
le krigeage était capable de prévoir approximativement les étapes intermédiaires
entre tOle brute et tdle finale (nombre de couches égal a 1, 2, 3, 4, 5). On ne
disposait pas des données pour pousser I’étude plus loin, mais on peut au moins
envisager la possibilité que le krigeage peut étre utilisé pour prévoir ’effet de la
rugosité initiale de la tOle sur son aspect aprés peinture.
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Figure 2.43 Tole brute Figure 2.44 Tbdle peinte

Figure 2.45 Estimation du tole peinte
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ESTIMATION DE L’HISTOGRAMME SOUS-JACENT

3.0. — INTRODUCTION

Un probléme important qui se pose au métallurgiste est de connaitre
I’histogramme sous—jacent d’un échantillon de matériau. Pour un support v, on veut

connaitre F(x) = P[Y(v) < x] pour I’échantillon, o Y(v) = 1/v LY(x) dx estla

moyenne de Y(x) dans v. En général, le support correspond a la taille du faisceau
de la microsonde. Si l'on connait I’histogramme F(x), on peut calculer le
pourcentage de valeurs qui dépassent un seuil donné et on peut construire des
mesures globales du taux de ségrégation. Dans la pratique, on ne connait pas F(x)
et il faut estimer. En effet, nous avons des données sur une grille réguliere de
taille d. Le support v est plus petit que d pour un bon nombre d’applications, et
en particulier pour les applications traitées ici. Si les données étaient connues sans

bruit, on aurait un estimateur F(x) de la loi F(x). Malheureusement, au lieu de
mesurer la concentration vraie en chaque point, on mesure une variable de Poisson
dont le paramétre est la concentration vraie. Ceci déforme non seulement I'image
mais aussi I’histogramme. Notre but est d’avoir un estimateur de F(x) & partir de
I’histogramme bruité qu’on appelle g(n).

Dans ce chapitre, nous appliquons la méthode de régularisation pour
’estimation de I’histogramme sous—-jacent. La régularisation a été développée pour
résoudre des problémes mal posés, dans le sens ol elle donne des estimations
stables [1]. On donne ici une idée intuitive des problémes mal posés linéaires et
de leur solution par la méthode de régularisation dans le contexte du probleme
de la poissonisation. Un traitement plus détaillé de la méthode est présenté aux
chapitres IV et V. Dans certains cas, la méthode de régularisation est équivalente
au krigeage. On traitera ici du cas stationnaire pour lequel il existe une
démonstration trés facile. Le cas général sera traité au chapitre V.
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3.1. — POISSONISATION D’UNE LOI

Soit F(x) une loi de probabilité associée a la mesure u (x) qui représente la
concentration vraie d’un échantillon. Appelons G(n) = P(#) (on utilise aussi la
notation G = P(F) ) la poissonisation de F. Il s’agit d’une loi de probabilité

discréte donnée par la loi de probabilité totale

G(n) = J e* fl—, du(x) (3.1)

G(n) est la loi qu’on observerait si I'on pouvait prendre une infinité d’échantillons
selon la loi F(x) sujette & un bruit poissonien.

Malheureusement on ne dispose que d’un nombre fini d’échantillons. Ce qui
est disponible en pratique est une approximation g(n) de G(n). En général g(n)
n’est la poissonisation d’aucune loi F(x) et il n’existe pas de méthode simple qui
nous permette de retrouver F(x) a partir de g(n). Toutefois on a le résultat suivant.

THEOREME 3.1. — Si G(n) est une poissonisation d’une loi F(x), G = P(F),
alors F est unique.

Ce théoréme, dont la démonstration est donnée au chapitre suivant, nous montre
que si I’on peut associer notre échantillon g(n) a une loi poissonisée G(n), alors
cette loi G(n) peut étre associée 4 une loi unique F(n) . Une approche naturelle
pour résoudre le probléeme sera donc de chercher la loi G(n) “la plus proche”
de g(n).

Si la loi sous-jacente est discréte (dans la méthode utilisée ici, on modélise
F par une loi discréte)

Fdx) = ), pi Ox(dx) (3.2)
i=1 :

L’équation (3.1) prend la forme

n xp'i
Gn) = >, e* =t p; (3.3)
=1



L’histogramme sous—jacent 65

3.2. — ESTIMATION PAR MOINDRES CARRES

On propose une estimation de F(x) de la forme

Fdx) = _Zl i Ox(dx)

d’ou G(n) = Z e -i'- Pi

et on essaye maintenant de trouver la loi G(n) qui soit la plus proche de g(n) au
sens de £%@) . C’est-a-dire qu’on choisit G(n) telle que

d= i (st - G@m)) o) (3.4)
0

est un minimum. Les w(n) sont des pondérateurs. Un bon choix est w(n) = 1/g(n)
si g(n) est assez grand (des calculs pratiques montrent que ce choix de w(n) semble

assez bon quand sup g(n) > 300). Pour un justificatif heuristique de ce choix de
n

w(n), voir § 3.4. Si g(n) n'est pas suffisamment érand, il vaut mieux choisir
w(n) =1 (voir § 3.5).

Appliquons le développement de G(n) dans I’équation (3.4). Nous obtenons
un estimateur de p, comme solution de

0 2
Min d = (g(n)— > Pin ﬁ,-) o(n) (3.5)
Dn 0 i

L x?

tel que p;=0 et Z pi=1, ou Py = P@,n)=e™ —'! est la matrice de
&~ n!

poissonisation.

On peut écrire ’équation (3.5) sous la forme suivante.

Mm = K- szlpl + Zdl]plpj
ij

tel que p; = 0 et ZPi: 1
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oi K = Y g(n)’w(n)

k; = ZP,',, g(n)a)(n) et d'l = ZP,-,,PJ-,,a),,
n n

Ceci est un probléme de programmation quadratique. Puisqu’il s’agit d’une
projection sur I’ensemble convexe fermé donné par les contraintes, les équations
(3.5) ont une solution unique.

3.2.1. — Problémes mal posés

La solution donnée par cette méthode n’est malheureusement pas un bon
estimateur de F(x) dans la plupart des cas. Si nous avons la loi F(x) donnée a la
~ figure 3.1, et I'observation bruitée a la figure 3.2, on obtient I'estimateur par

moindres carrés de la figure 3.3.

300.9 325.0 _ 350.0 375.0 t00.0 425.0 : 275.0 300.0 325.0 350.0 375.0 400.0 425.0 450.0
0.060 | '- 0.060 0.060 & i ) £ ﬁ . - l ) 4 0.a60
0.050 | i 4o.050 - 6.050 & -+ - 0.050
0.040 |- ‘ - 0.040 0.040 |- “[ - 0.040
0.030 | 4 0.030 o.030 |} i_ i : 4 0.030
0.020 | 4 0.020 0.020 |- ‘! 1§ :: J 4 0.020
0.010 | 4 0.010 o.010 | "'l < 0.020
% 30070 325.0 350.0 3350 0.0 250" % 15 3010.0' ;z.s.o 356.0 375.0 400.0 i:‘;s.o 1506

Histogramme reel Poissonise et reel
Figure 3.1 Histogramme réel Figure 3.2 Poissonisé ... trait continu

Réel ... pointillé

La définition rigoureuse d’un probléme mal posé sera présentée au chapitre
suivant. On essaie ici de donner une définition intuitive. Notons que la
poissonisation s’exprime en termes d’une équation intégrale (3.1).
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L’opération inverse ressemble donc & une différentiation. Mais on sait que deux
fonctions différentiables qui sont trés proches au sens de L? peuvent avoir des
dérivées tres différentes au sens de L2. Dans les figures 3.4 et 3.5, on voit deux
courbes qui sont presque identiques. Les dérivées d’ordre 3 sont présentées aux
figures 3.6 et 3.7 sur la méme échelle. On voit bien le méme type de résultat
pathologique qu’on avait observé pour I’estimateur de moindres carrés. Ceci nous
donne la définition intuitive d’un probléme mal posé. Un probléme est mal posé
si la solution existe mais n’est pas stable par rapport aux petites variations des

données initiales.
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£(x)
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3.2.2. — Maximum de vraisemblance

Figure 3.7 F”’(x) = f{x) + €(x)

On démontrera au chapitre suivant 1’existence d’un choix de pondérateurs

w(n) , tel que la solution du systeme (3.5) satisfasse a G(n) = w(n) . On appelle
des pondérateurs ayant cette propriété des point fixes. De plus on démontre que
le maximum de vraisemblance existe, est unique, et peut étre calculé par le systéme

(3.5) pour un point fixe w(n). On peut conclure que la méthode du maximum
de vraisemblance est instable pour le probléme de poissonisation.

3.3. — LES SOLUTIONS REGULARISEES

suivante. Au lieu de minimiser d dans I’équation (3.5), nous minimisons

Q=d+1Q F)

Tikhonov [1] a proposé une solution pour des problémes mal posés de la fagcon

(3.6)

i :
sous les mémes contraintes p; =0 et X p; =1, ot & est une fonctionnelle

positive et continue sur l’espace des lois initiales de probabilité. Dans les

applications, on choisit souvent pour & soit I'entropie Q(F) = -~ X p; log p;, soit

une forme quadratique positive (par exemple un spline).

On ne considére ici que le deuxiéme cas, et donc on peut admettre que €

admet une représentation matricielle @ = (;). On appelle le paramétre 1
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paramétre de régularisation. Il détermine le degré de régularisation & effectuer.
L’interprétation donnée par Tikhonov est la suivante. La minimisation des

équations (3.6) équivaut a la minimisation de Q(F) avec la contrainte

supplémentaire

2. (Gm)-gm))* oln) = € (3.7)

oll € est une fonction biunivoque de A et représente la distance entre G(n) et g(n).
Autrement dit, parmi toutes les lois possibles qui satisfont a (3.7), choisissons celle

qui minimise Q(F) .

Pour pouvoir mettre en oeuvre la méthode de régularisation, il faut connaitre
Q (F) et le paramétre de régularisation 4. En général on choisit Q (F) a priori
et on ajuste A par la méthode de validation croisée. A la section 3.3.2, nous
discuterons brieévement la méthode de validation croisée qui s’applique & tous les
problémes mal posés linéaires puis nous présenterons une méthode qui nécessite
deux acquisitions mais qui semble meilleure que la validation croisée. Mais
d’abord le lien entre le krigeage etla régularisatioﬁ est noté dans le cas stationnaire.

3.3.1. — Le krigeage et la régularisation

Le probleme de régularisation sans contrainte, soit :

Minimiser @ = > (g(1) - G(v)) Bum (g(m) - G(m)) + 3 B: @y B

nm ij
ol B,, est une matrice symétrique définie positive (jusqu’a présent nous avons
pris Bum = Opmw, mais dans un cas général on peut avoir besoin d’une matrice
B, définie positive quelconque), et £2j une matrice positive, est équivalent & un
probléme de krigeage. Dans cette section, on donne une démonstration dans un

cas simple, quand ;i est définie positive et quand les deux matrices Q et Bsont
des matrices finies. Le cas général sera discuté au chapitre V.

Décrivons maintenant le probléme de krigeage. Soit ¥; une variable aléatoire
pour chaque j et

Z, = ZP(i,n) Y; + €,
i
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est tel que
CoV(Z, Zm) = >, PG, n) Cov(Y;,Y)) P(,m) + Zpm
if
ol X, estune matrice définie positive (Cette relation est vérifi€ si par exemple
€, est indépendant de Y;). Le probléme du krigeage consiste & estimer Y; & partir

des données {Z;}, Y = ZA,,Z,, tel que Var[¥;-Y;] est un minimum.

THEOREME 3.2. — Si Q est strictement positive alors les problémes de
régularisation linéaire et de krigeage ont les mémes solutions si 'on identifie p;

Y et Z a G, etsi Cov [V, Y] = [Q; et Cov [€n,€m] = [B lum-

DEMONSTRATION. — En effet, pour le probléme de régularisation
Q= Z(g(n)—zP(i, n) ﬁi) B™ {g(m)-— > P(j,m) ﬁ,-] + 35 @ p
nm i i i

o0

et ’équation d’Euler — = 0 donne
p;

z[z PG,n) B™ P(j,m) + 91] §i = > P(,n) B™ g(m)

j n.m nm

N .
doit b= Z[Z PG,n) B™ P(,m) + Qv] (Z P@i,n) B™ g(m))

i nm n,m

L'inverse existe puisque Q¥ est positive définie, et B étant définie positive, on a
également P‘BP positive. Donc

p=[PBP+ Q[ PBg

et pour le probleme de krigeage avec Kj = Cov [Y;, Y]] et Z,, = Cov [€n, €m] ,

les équations de krigeage pour I'estimateur Y; = ¥ 1% Z, sont
n

Z[Z P I<ij ij + an] lfz = Epjm Kkj
J

n Lij
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ou dans la notation matricielle

M[PKP+3Z]=KP
et

Y=2Z = Y=KP[PKP+2'Z

Mais la relation suivante est vraie pour toutes les matrices P, K et £ quand
K et X ont des inverses.

KPPKP+3l=[PtP+ KT P 3t

Ceci est vrai parce que si ’on multiplie & gauche par (P =1 P+ K1) et adroite
par (P K P' + X) alors I'égalité est vraie

= [PElP+KYKP=PZ![PKP+3]

< PXS'PKP+P=P3lPKP+F

donc sous les conditions du théoréme quand Y; = p;, Z, = g(n) et si Kl=Q
et 1 = B, les deux problémes ont la méme solution. Ml

On peut également considérer le cas o R est seulement positive au lieu d’étre
strictement positive. La solution n’existe pas toujours dans ce cas, mais il reste
équivalent 4 un probléme de krigeage, et I'existence de la solution du probléme
spline est assurée quand le krigeage a une solution. Ce cas est traité au chapitre
V et on se contente ici de donner quelques résultats qui seront démontrés au
chapitre V.

Admettons que f¢ soit une base de I’espace linéaire des vecteurs p, tel que
Q(p) = 0. Soit

Zn=zPinYi+€i
i

1l se trouve qu'une inverse généralisée de Q, c’est-a-dire une matrice K donnée
par QKQ = Q, est conditionnellement définie positive par rapport aux fonctions

de dérive ff, et peut donc étre utilisée comme covariance généralisée. On veut
estimer Y, par Y, = 2 4, Z, tel que (Y,-ZX 4, Z,) est une combinaison linéaire
autorisée, donc les A, doivent satisfaire a 2;, 4, P fi=f. Si
S = B! = Cov (€ €m) , alors les équations de krigeage qui déterminent 4, sont

Zln(ZPin I{ij ij + Zpm) + Z/‘t’ Pimf;? = zPim Ky
i il i

n i
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z/'ln Pinfi[ =f£
Ln

Avec K l'inverse généralisée de 2, ces équations ont une solution si et seulement
si la condition suivante est vraie

SbPufi=0 VYn = b=0 V!¢
it
Le probleme de régularisation a une solution avec la méme condition et admet
les mémes solutions.

Parfois dans la littérature sur la régularisation, on utilise une estimation a priori
qu'on veut améliorer. Par exemple dans le probléme de poissonisation, on peut
avoir un estimateur préliminaire de la loi sous—jacente qu'on peut utiliser pour
améliorer la solution. Cette loi a priori peut étre choisie en fonction de
connaissances physiques du probléme, ou dans notre cas, parce que I’histogramme
est I'histogramme d’une image, on peut considérer comme loi a priori
I’histogramme obtenu par un filtrage d’image bruitée.

Supposons que la loi a priori soit {g}. Alors le nouveau probleme de

régularisation est :

Min Q = 3. (8(2)~ G(®)) Bum (g(m) - Gm)) + Gi-a) Q5 Bj-4)
Di nm

On peut donner une interprétation de cette procédure en termes de krigeage.
1l s’agit d’un krigeage en présence d’une dérive qui est fixée. Ceci est proche d’une
technique appelée “technique de la dérive externe” et qui est souvent utilisée en
géostatistique pétroliere [2]. En particulier, elle se réduit a la dérive externe si 'on
minimise

Dy

Min @ = 5, (g(n) -~ G(n) Bum (glm) - G(m)) + (bi- aa) Q5 65~ agy)
mm
¢’est-a—dire si ’on utilise la “forme” de {g;} comme dérive et non sa valeur exacte.

Pour plus de détails, se reporter & la note IV aprés le théoréme 5 3 au chapitre
V.

3.3.2. — La validation croisée

Supposons la forme quadratique positive €2 déja choisie. Nous cherchons 4

par validation croisée. Choisissons une grille des valeurs de 4, et fixons un de
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ces A. Puis pour chaque n on résoud les équations (3.6) sans utiliser la valeur

de g(n) . On peut alors estimer la valeur g(n) par gx(n) . Si 'on applique cette
procédure pour chaque n et chaque 4, on obtient la fonction de validation croisée

CV(@) = 2. gm)-&m)y

n

Cette procédure est évidemment beaucoup trop coliteuse & mettre en pratique,
et on est amené a considérer I’approximation suivante. Supposons qu’on oublie
pour Iinstant les contraintes p; = 0 et Z p; = 1 et supposons de plus que la
matrice de poissonisation P(i,n) soit tronquée a M termes tels que

M
> P@,n) = 1-€¢ Vi etpour € petit. Nous avons le résultat suivant.
n=1

THEQREME 3.3. — Si p; minimise Q,
ol Q=3 o) @gn)-Gim)+ > pi Qb
n _ A
et ot G(n)=ZP(i n) ”-=Ze‘xi-{?— 7
A : »1) Di : "l Di

et si f{i) minimise Q, ol

0= 3 o) (gm-Gim) + 21 94 70
. l"

n:ﬁ k
et ol Gk(n) = > P(i,n) fi)
i
alors la fonction de validation croisée

cvi) = ¥ (gt0)- Giw))’

k

prend la forme

~ 2
v - 3 | =G0 4o

ot H* est la matrice définie par

H* = P[P'BP + A Q]! PB
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et B est la matrice diagonale des pondérateurs Bp, = Opm ().

NOTA. — On appelle H* la matrice chapeau et on peut trouver une discussion
de ses applications aux problémes mal posés dans [3].

DEMONSTRATION. — Q a un minimum quand (équation d’Euler)

n

-1
b= Z[Z o(n) Py Py + A Q’f] (Z Pim a(m) 8(m)) = [PBP + 4 Q[ P'Bg

i
Alors
Gy =Pp=P[PBP+AQ]' P Bg=H'g

De la méme maniére, O, a un minimum quand

-1
fA,t]) = Z[ Z w(n) Py Pin + 4 g”jl ( Z Py w(m) g(m))

i | n=k m#k

Appelons AIJ = [z a)(n) Pin })jn + A'Ql]] et Cl] = [A“l]ij.

n
Il est clair que

> w(n) Pin Ppn + Q¥ = Aj~ w(k) Py P = A-ok) qr g

n=k
ot gx = (Pa)L:.

Pour des matrice A, a et b la formule suivante est vraie si tous les inverses
existent, (formule de Gauss [4]).

A+abyl=A1-A1aTI+b A a") b AT

La formule de Gauss appliquée ici donne

Zw(k) Cir Pyx Py Cyj
fi= E Cj+ 2
l |7 1= o(k) Pk Ciy Prk

1 il jl

Y. Pim w(m) g(m) - Py w(k) 8(k))

m
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Puisque H* = PCPBet puisque CqgiC est symétrique, il suit que
G’,{(n) = Py f;{ est donné par

Hy Hiy, g(m) _Hy Hi (k)

Gh(n) = 3 Hiim 8(m) - Hiy, g(k) + > —"— i, 1T,
= Gyn)- H g(k) + Hiu [G (k) - H g(k)]
A nk 8 1—Hﬁk A kk

Maintenant estimons g(h) par G’{(k) par la validation croisée. Aprés des calculs

élémentaires, on trouve que
A k) - Gk
Gt = g -8=910
1- Hyy

d’ou

© | 1- Hi

A 2
S (gk) - GE)? = 3 [M]
k

et le résultat est démontré. Il

Le calcul de la matrice chapeau H* est souvent instable et par conséquent

CV(A) est une fonction difficile & minimiser pour 4. Une autre fonction, la

validation croisée GCV(A), définie par

28(n) - Gym))*
1 -4 tr(H)

GCV(A) =

ot tr(HY) = %} H?, est la trace de H*, a été proposée dans la littérature pour
cette raison [5].

Dans certains cas, GCV(1) est beaucoup plus rapide & calculer parce qu'on
peut connaitre tr(H*) sans calculer H* [5,6]. Malheureusement, ces méthodes
ne s’appliquent pas au probléme de poissonisation et jusqu’'a présent, il faut
calculer H* avant de connaitre tr(H*) . En particulier la fonction GCV, tout en

restant plus stable que la fonction CV, n’est pas suffisamment stable pour qu’on
puisse appliquer un algorithme de minimisation numérique.
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3.3.3. — Deux acquisitions

Dans le cas ol nous avons deux acquisitions — ce qui est toujours possible
si notre histogramme vient d’une image ol I’on peut obtenir deux histogrammes
en prenant un point sur deux de 'image pour chaque histogramme — on peut
considérer une deuxiéme procédure qui est plus stable que la validation croisée.
De plus cette méthode nous permet de travailler avec des contraintes d’inégalité,
or cela n’était pas possible avec la validation croisée. Avec la premiére acquisition,

et pour une valeur de 1 fixe , on résoud les équations de régularisation pour

obtenir pi. On peut donc calculer

DA(4) = Z(gz(n) - Gl("))z

ol go(n) est la n®™° valeur de la deuxiéme acquisition et G(n) = P(H1) . De la
méme maniére, on obtient

DAyA) = 2(81('1) - Gz(n))z

En pratique, les fonctions DA1(1) et DAxA) sont des fonctions trés continues

et présentent un minimum unique & 4 = 0. Dans ce cas, on peut utiliser une
méthode standard de type gradient pour trouver ce minimum. Supposons que 43
et A, soient des minima de DAj(1) et DAx(A) . Alors on choisit 4 = (41 + 12)/2
comme paramétre de régularisation, et on applique la régularisation avec ce choix
de paramétre a l'acquisition pour laquelle DAfA) est la plus grande dans le

voisinage de 0. On note avec quelque regret que ceci nous oblige & travailler
uniquement sur la moitié des données disponibles.

Il est étrange de constater qu’il se trouve que cette restriction n’est pas trés
importante dans un bon nombre de cas. La variabilité de la qualité des estimateurs
pour des acquisitions différentes est trés élevée, et donc si nous avons choisi celle
avec la plus petite variance d’erreur (ce qui est généralement le cas avec notre
choix d’acquisition), il peut bien arriver que I'erreur soit du méme ordre de
grandeur que celle qu'on obtient avec les deux acquisitions. Ceci semble €tre le
cas au moins pour le probléme de poissonisation. (cf des exemples pratiques §3.4)

3.3.4. — La norme d’erreur

Nous avons suggéré un estimateur de la forme
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Q0=@g-GTBg-G)+p"Qp
ot Bym = w(n) Opm . 11 se trouve que w(n) = 1/(g(n)) est un assez bon choix de

w(n) quand g(n) est assez grand. Nous donnons maintenant un justificatif
heuristique de ce choix en utilisant le théoréme 3.3. D’abord si {p;} est la loi
sous—jacente et G(n) = P(p) est le poissonisé, on doit considérer comment g(n),
’observation, varie autour de G(n). Supposons que G(n) soit tronqué a M termes

M
tel que Z G(n) = 1-¢€ pour € petit, et considérons maintenant g(n) comme un
n=1
échantillon de N points tirés selon la loi discréte et finie G(n). Soit (X(1),...,X(M))
le vecteur du nombre des événements prenant 1,..., M respectivement. Nous avons
donc g(n) = X(n)/N . Posons

1 si le a®™® tirage est égal & n
Lya =
0 sinon

Donc X(n) = X Zng- Pour a # B, Z,q et Z,g sont indépendants et on a
a
Cov [X(n), X(m)] = > CoV [Zug Zma)
a

Mais E[Zna] = G(m) et E[Z,q Zygl = 0 pour n = m, donc si n = m,
Cov [X(n), X(m)] = -N G(n) G(m) et si n = m, le probléme est binomial avec
pour paramétre G(n), donc

Var [X(n)] = N G(n) (1-G(n))

Finalement on a

Cov [g(n), gm)] =~ (G bum - G() Glm)

Dans la terminologie du krigeage, nous avons

Z(n) = ZP(:', n) Y+ e, = Gn) + ¢,

et il est vrai que

gn) — (ZM|(G(),...,GM)) = Z(n)| G(n)
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Pour pouvoir appliquer le théoréme 3.3, il nous faut une expression pour
Cov[Z(n),Z(m)]. Mais

Cov|Z(n), Z(m)] =
= E[Cov [Z(n), Z(m)| G(n) Gm)]] + Cov [E (Z(n)| Gn)), E (Z(m)] G(em)]

= E [Cov (g(n),g(m))] + Cov [E(g(r)), E(g(m))]

= 7\1’_ E [G(n) 6um— G(n) G(m)] + Cov(G(n), G(m))

=an+(PKPt)nm

et nous avons une décomposition de la matrice de covariance de Z dans la forme
requise par le théoréme 3.3. La matrice de covariance du “bruit”

Sum =~ E [6) 8um - Gln) Gom)]

est positive, mais elle n’est pas strictement positive si I'on utilise toutes les valeurs
M. Pour pouvoir utiliser cette matrice, nous sommes obligés d’utiliser I'information
donnée par (M - 1) termes seulement. Pour M suffisamment grand, ceci ne
constitue pas une objection importante. Néanmoins nous n’utilisons que
I'approximation de Z,, qui a été faite en négligeant les termes d’ordre deux.
Donc

1
S — ~ E [G(n) Oum) -

En pratique, si g(n) est assez grand (sup g(n) > 300 par exemple), on peut
remplacer G(n) par g(n) et la matrice de covariance du bruit devient

Zm = g(n) Onm

. L. N
d’ou, par le théoréme 3.3, on trouve By, = 20 0,m . Comme le facteur constant

N est automatiquement pris en compte dans la régularisation, on peut prendre

1
Bnm=‘g_(;l‘)'6

3.3.5. — Estimation de K

.m €t on obtient la norme de x> utilisée dans les exemples.

Dans le probléme de poissonisation, on veut estimer un nombre assez faible

de points p;. On peut donc estimer tous les points & I'aide d’un seul systéme
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d’équations et la méthode la plus simple est d’utiliser I'approche de la
régularisation au lieu de formuler le probléme en termes de krigeage pour lequel
les matrices seront beaucoup plus grandes. Pour d’autres types de problémes mal
posés tels que la déconvolution, le nombre de points & estimer peut étre beaucoup
trop grand pour étre résolu par un seul systéme d’équations. Dans un tel cas, il
est souvent préférable de résoudre le probléme par une formulation du krigeage
et d’utiliser un voisinage glissant.

Dans les applications de la méthode de régularisation, le choix de la norme
Q se fait a priori, et Q) = J |F'(x)] dx est choisi assez souvent comme norme
de régularisation. Il est bien connu que le choix de cette norme est équivalent au
krigeage a l'aide de la covariance généralisée K(h) = |#]3 dans une dimension

et K(h) = |h|? log |k| dans deux dimensions. En géostatistique non stationnaire,
la covariance généralisée n’est pas choisie a priori mais peut étre ajustée aux
données quand on travaille dans un voisinage glissant. La méthode est déja trés
bien établie et il n’y aura pas lieu d’en donner une description compléte ici (voir
[7] pour une bonne introduction). On propose ici une extension possible de cette
méthode aux problémes mal posés.

Supposons que

Zy = zAin Yi+ ¢,
I

A;n, étant la matrice de distorsion (pour le probléme de poissonisation A;;, = P;

e ;j—). Nous admettons que A;, n’est pas singuliére, mais elle peut étre trés
instable. Ceci est le cas de la poissonisation et plus généralement des problémes

mal posés quand Pespace initial est compact (voir chapitre IV). Pour des
pondérateurs {4 ,}, nous avons

Zlnzn=zlnAinYi+Zln€n
n

.

ni n

Posons bj= > M Ain = D MZn= 0 biYi+ Yl
n n i n

et si maintenant on admet que Y est une FAI-k et que la matrice de variance/
covariance de €, est connue (on admet généralement que € est stationnaire), alors

Var(Z A, Z,) existe si {b;} est une CLA, donc
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<  Shffi=0 & ShAnfi=0 (3.8)

in

Choisissons maintenant une famille de mesures {4,} telle que (3.8) est
réalisée. Ceci peut se faire en utilisant la méme méthode qu’en géostatistique non
stationnaire. C’est a dire choissons un point Z, et estimons le par la méthode des

moindres carrés. Donc Z,, = Z,,;.em UnZ, ou les {u,} sont des pondérateurs
1
associés a I’estimateur des moindres carrés avec les dérives de la forme z i Ain ﬁ,

£=0,....k. 1 suit que 4 = (Op— z Un On) est une mesure telle que by = A4

est une combinaison linéaire autorisée pour la fonction aléatoire Y.

Si nous avons deux acquisitions Z' =AY + ¢ et Z2 = AY + €, et si nous
avons une famille de mesures {1} telle que chaque A = (3,...,An) satisfait a

(3.8), il est vrai que
Cov (S tnZh 3 am Zh| = Var (b ¥) = S b K (39)
ou K,’; est la covariance généralisée pour Y.

: . ,
Prenons KY de la forme K} = X b, Kj; o les Kj; sont des modeles simples
p=1

o, |h|, |n)? et |A|? log |A|. Puisque nous avons maintenant une famille de mesures
{1}, on peut calculer dj = (Z 1 ZL(Z Am Z3) pour chaque mesure 4 et dj est
donc un estimateur de Cov (Z 4, ZL)(Z Am Z2). 1l est possible alors d’utiliser
I’équation (3.9) dans une régression pour estimer [bp]4 . Pour plus de détail sur
ce point et les tests qu'on doit effectuer, voir [7].

Cette méthode a I'inconvénient d’utiliser des modéles non stationnaires. Si un
modéle stationaire est mieux adapté aux données sous-jacentes {Y,} I'ajustement
obtenu par la méthode décrite peut ne pas étre bon. Il semble difficile d’ajuster
les modéles stationnaires usuels, en effet pour une matrice de distorsion A,

quelconque, z,-Amy,- ne sera pas stationnaire et donc les données observées

n’auront pas de variogramme stationnaire. Dans un cas important, quand A;, est
une convolution Z = AY = J K(x-y) Y(y), on démontre facilement que
> i AinY; est stationnaire et si C,’-j’ est la matrice de covariance de ¥, ATCA est

la covariance stationnaire de Z i Ain Yi. On peut donc calculer le variogramme des
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données observées et choisir un variogramme pour Y tel que le variogramme

transformé ATyA ajuste bien les valeurs expérimentales. C’est la démarche qui

est suivie dans [8].

3.4. — EXEMPLES ET CAS D’ETUDE

1. — Le premier exemple est un cas ol I'estimateur de moindres carrés
fonctionne trés bien sans qu’on utilise de régularisation. La loi qu’on veut estimer
est démontrée a la figure 3.8. A la figure 3.9, le poissonisé est représenté en trait

-

continu et la loi & estimer en pointillé. Il n’est pas difficile de voir pourquoi
I’estimateur de moindres carrés fonctionne bien : il n’y a presque pas de bruit,
sauf un petit peu prés du mode de la loi. La loi consiste en 60 000 points observés
Il s’agit de la superposition de six lois gaussiennes avec des moyennes et des

variances trés différentes.

0. 500.0 1000.9 1500.0 2000.0 0. 500.0 1000.0 1500.0 2000.0
0.25} v 7 N "4 o.25 0.25} " v ’ v " de.2s
0.20 - - 0.20 0.20F 4 0.20
0,15 )= -4 0.15 0.15p 4 0.15
0.30 -4 0.10 0.10 - 0.10
0.054 -~ 0.05 0.0S 4 0.05
o - . ; o 0. L : : : Jo.
. 500.0 1000.0 1500.0 2000. 0. 500.0 1000.0 1500.06 2000.0

Reel Reel et Poisson
Figure 3.8 Loi sous—jacente Figure 3.9 Poissonisé ... trait continu

Sous-jacente ... pointillé

Nous avons utilisé deux types d’estimateurs (tous les deux sans

régularisation). Le premier est avec les pondérateurs w(n) = 1, c’est donc

I'estimateur /2 classique. L'autre est avec w(n) = 1/(g(n)) qu'on appelle

I'estimateur ¥2. L’estimateur y* est représenté en trait continu sur la figure 3.10

et la loi a estimer est en pointillé. Il en est de méme pour I’estimateur £2 a la

figure 3.11. L’erreur d’estimation pour x> est de 0.418 x 10™* et, pour £2, elle
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est de 2.387 X 107%. On voit que I'estimateur y? est meilleur que £2 dans ce cas.
Il semble que ceci soit souvent vrai lorsqu’on a un grand nombre de données et

on a SUp g(n) > 300, mais dans la plupart des cas la différence entre x> et £2
ok

n’est pas trés grande et le choix a faire entre les deux semble moins important

que le choix du paramétre de régularisation ou méme de la norme Q.

4. 500.90 ‘ 1000.0 1500.0 2000.0 . 9. 500.0 1000.0 150'0 0 200?.0‘ F
0.25} ' N i T q40.25 ) 0.25} -y N ) d 0.25
o.20L ' 4 0.20 0.20} 4 0.20
0.15 -4 0.1% 0.15F - 0.15
0.10 ) - 0.10 0.10p -4 6.10
0.054 - 0.05 0.05p 4 0.05

0. e 1800 i506.0 20000 0 e Toes1S06.0 20000
Chi 2 12
Figure 3.10 x2 ... trait continu Figure 3.11 1% ... trait continu
Sous—jacente ... pointillé Sous-jacente ... pointillé

2. — On reprend ici ’exemple ébauché a la figure 3.1, et on présente les
lois réelles et poissonisées & nouveau a la figure 3.12.

275.0 300.0 325.0 350.0 375.0 400.0 425.0 450.0.
v r v : v v r v
6.060 } 4 o.060
0.050 } 4 0.050
o.040 | 4 0.0¢0
0.030 & 4 o.030
0.020 4 0.020
0.010 | 4 0.010
"3'
P .
P i L i i L ey °
275.0 300.0 325.0 350.0 375.0 400.0 425.0 450.0 ~

Reel et Poisson |

Figure 3.12 Réel ... trait continu
Poisson ... pointillé
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Pour ceci, nous avons deux acquisitions de 60 000 points chacune. Si on
regroupe les acquisitions, on a un histogramme de 120 000 points et on peut
essayer d’estimer le paramétre de régularisation par validation croisée. On prend
comme norme de régularisation une cubique (inverse d’une matrice de covariance
du modéle cubique) d’une portée de 70. La fonction CV(1 ) est montrée a la figure
3.13..Comme on peut le constater, elle est trés irréguliére a cause des instabilités
dans la matrice chapeau, et on ne peut pas la minimiser a 'aide de la méthode
du gradient. On remarque quand méme qu’il y a un minimum vers 0.001. Le
résultat de la régularisation est donné a la figure 3.14 en trait continu. La variance
d’erreur d’estimation est de 1.195 x 1073,

o.odoso.no:oo.oono’.oozou.ooun.moo.mso.oo%o 300.0 325.0 350.0 375.0 400.0 425.0
T T T ¥ T T T : r ¥ Y T r

0.060 - 0.060

0.050 1 -4 0.050

©.000000443 0.000008445

0.040 - ~.0.040

0.000008440 |- 0.000008440

0.030 }- « 0.030

0.020 - -4 0.020

0.000008435 - 0.000008438

0.010 4 0.010

o T e S e T eSS T oods R X v U2
CV (lambda) ] Cubique (toutes les donnees)
Figure 3.13 La fonction CV()\) Figure 3.14 Estimateur (trait continu)

obtenu avec A = min, CV(n)

Si Pon utilise les deux acquisitions, il est possible de calculer les fonctions
DA;(1) et DA,(4), dont une est montrée sur la figure 3.15. 1l est trés facile de
minimiser cette fonction avec une pro(cédure numérique. En choisissant
I'acquisition pour laquelle DA(1) est la plus grande, la régularisation donne la
figure 3.16 et la variance d’erreur est de 0.9747 x 1073, Dans ce cas on a un
meilleur estimateur méme en n’ayant utilisé que la moitié des données!
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DA (lambda) Cubique

Figure 3.15 La fonction DA; (M)

Figure 3.16 Estimateur (trait continu)
avec A = ¥a(miny DA; (1) + DAy (u))
et un modele cubique

Finalement, pour mettre en évidence l'influence du choix de la norme de
régularisation, on a fait un deuxiéme essai avec un effet de pépite comme norme.
Evidemment ceci est moins bien adapté a I’histogramme sous—jacent qui a une
allure assez lisse..Le résultat de la régularisation avec ce choix est présenté a la
figure 3.17 et I’erreur d’estimation est de 1.695 x 1073. L’estimation est moins
bonne que ce qu’on avait obtenu avec le modele cubique.
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Figure 3.17 Estimateur avec un effet

de pépite
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3. — Si I’histogramme sous—jacent admet un mode quasi-atomique et des
queues longues, et si on a un bruit poissonien important, il peut arriver que la
méthode de régularisation ne soit pas trés bien adaptée, en particulier pour un choix
de norme quadratique. Ceci s’interpréte facilement a 1’aide de la formulation en
terme de fonction aléatoire. Si le mode est trés élevé, ni I’histogramme lui-méme,
ni les incréments d’ordre 1 ne ressemblent a une réalisation d’une fonction aléatoire
stationnaire. Parce que le bruit est élevé, le filtrage est obligé de lisser de fagon
importante et en particulier il risque de lisser le mode. Un exemple de loi avec
une queue longue est donné a la figure 3.18 avec sa poissonisée en pointillé. Ici

il y a 30 000 points. On choisit un modéle cubique pour la régularisation et le
résultat est donné a la figure 3.19. La variance d’erreur est de 0.845 x 1072. Nous
ne savons pas actuellement comment traiter I’estimation de ce type d’histogrammes
que ’on considére comme un mélange de lois continues et de lois discreétes.

150.0 ‘ 17'5.0 20.0.0 22.5.0 25.0.0 27'5. 0 300.0 150.0 17'5.0 2010.0 22.5.0 25‘0.0 21'5. 0 300.0
6.175% «0.175 0.175 b 'E -~ 0.175
0.1350 | - 0.250 0.150 3 - 0.150
0.125 - 6.125 0.125 1 .E -4 0.125
¢.100 | » <4 .0.100 ’ 0.100 - i - 0.100
0.015 -4 0.075% 0.075 | - 0.075
a.050 | K d 1. 4 0.050 0.050 | -{ 0.050
0.025 | _“ *1.‘5';‘\1. -1 0.025 o.025 | 4 0.025
S 1563 ““TT5.0. 200.5 25,0 296.0  218.0 300 8 % 18601350 ”rzo'o.o 7350 ‘“zs't;.o 275.0 30020

Reel et Poisson ' Cubique
Figure 3.18 Réel ... trait continu . Figure 3.19 Estimateur ... trait continu
Bruité ... pointillé Réel ... pointillé

4. — 1l est intéressant de comparer la méthode directe d’estimation de
I’histogramme sous—jacent avec l’estimateur obtenu en filtrant une image par
krigeage linéaire. La figure 3.20 est une image simulée et la figure 3.21 est la méme
image observée avec un bruit poissonien. Le rapport signal/bruit est de 0.128. Un
filtrage linéaire avec un voisinage de 15 X 15 a été effectué et le résultat est montré
a la figure 3.22. Le filtrage n’est pas particulierement efficace du fait que le bruit
est tres élevé et que la portée du variogramme n’est que de 8 pixels. Le rapport
signal/bruit apres filtrage est de 2.245.




86 Chapitre 1II

Figure 3.20 Image Figure 3.21 Image Figure 3.22 Image
sous—jacente poissonisée filtrée

Les histogrammes réel et poissonisé sont montrés a la figure 3.23 (le réel en
trait continu). Sur la figure 3.24, on trouve I'estimateur par krigeage, c’est-a-dire
l’histogfamme de P'image krigée. Il est représenté par un trait continu et
I’histogramme réel est en pointillés. On voit que I’histogramme obtenu par krigeage
a une variance qui est trop petite. Les queues de I’histogramme sont plus courtes
et le mode est trop élevé. Ceci est caractéristique d’un krigeage fait sur un champ
plus ou moins homogene quand le voisinage de krigeage est grand. (Dans un cas
non homogeéne, les queues seront toujours trop courtes, mais il est possible que
localement le filtrage ne soit pas suffisamment fort et le mode sera trop petit,
comme nous en verrons un exemple plus loin).

775.0 800.0 825.0

0.100 - 0.100

0.090 § « 0.090

0.070 < 0.07¢
g.080 0.080
0.080 4 0.060 0.070 b 0.076
0.050 ¢ -£ 0.050 0.060 - 0.060
0.080 | 4 0.040 9.050 - 0.050
0.030} 4 0.030 0.040 |- 0.040
0.030 - 0.030

0.020 - - 0.020
t? Yo, 0.020 0.620
o.010f o’ " 0.010 o0} 0.010

o 715.0 306.0 923.0 o o- o.
Reel et Poisson
Figure 3.23 Histogramme de I'image Figure 3.24 Histogramme de I'image
sous—jacente (trait continu) et sa filtrée (trait continu) et I’histogramme

poissonisée. : sous-jacente
{
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En pratique, on veut savoir si I’histogramme obtenu par krigeage de 1'image
correspond bien a la réalité, et malheureusement nous n’avons pas I’histogramme
réel. Un test partiel consiste & poissoniser 1'image filtrée (ou directement, son
histogramme) et de comparer le résultat avec la poissonisée réelle. Puisque le
probléme est mal posé, on ne s’attend pas avoir un écart important entre les deux
poissonisées, mais on peut rechercher des erreurs systématiques qui nous indiquent
de quelle maniére I’histogramme krigé est erroné. A la figure 3.25, on voit en trait
continu la poissonisée de I'image filtrée. Sur les trois valeurs centrales, elle est
plus élevée que la poissonisée réelle, ce qui nous indique que le mode de
I’histogramme de I'image krigée est effectivement plus grand que I’histogramme
réel. 1l est difficile de quantifier cette méthode. Tout ce qu’on peut dire est que
I’écart entre les lois sous-jacentes doit étre plus grand que I’écart entre les
-poissonisées.

L’histogramme de cette image étant bien symétrique, il est trés facile a estimer
par la méthode de régularisation. Le paramétre a été ajusté par la méthode de
double acquisition, 4 = 1.25 pour un modéle “spline” et le résultat est montré

a la figure 3.26.

;]
700.0 725.0 750.0 775.0 800.0 825.0 850.0 875.0 900.0 750.0 775.0 800.0 825.0
0.250 F J4 0.250 0.100 ) - 0.100
0.223 - <4 0.22% 0.000 | -4 0.090
0.200 -£ 0.200 -0.080 |- - 0.080
0.175 ) | -4 0.1715 0.070 < 0.070
o.150 | Jo.130 o.a60 } 4 0.060
0.12% - -4 0.125 0.050 |- - 0.050
0.100 « 0.100 0.040 - 0.040
0.075 |- d0.0718 0.030 b 4 0.030
0.050 - 0.030 0.020 b -4 6.020
0.025 -4 6.028 0.010F - 0.010
700.5.0 750.0 775.0 800.0 025.0 850.0 875.0 900.0 o. 0. 750.0 1;5.0 00‘0..0 u"s.o o
Randomise’ de Krigeage | Regularisation
Figure 3.25 Poissonisée de I'image Figure 3.26 Estimateur par régularisation
filtrée (trait continu) et poissonisée (trait continu)

réelle.

5. — Sur les figures 3.27 et 3.28 on voit une deuxiéme simulation et sa
poissonisée. Dans ce cas, il y a nettement moins de bruit (rapport signal/bruit égal
a 0.9288), et de plus la portée du variogramme de I'image étant de 20 pixels, il
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est beaucoup plus grande que dans le dernier exemple. Le filtrage, qui est montré
a la figure 3.29, est beaucoup plus efficace (rapport signal/bruit égal a 9.137).

Figure 3.27 Image Figure 3.28 Image Figure 3.29 Image
sous—jacente poissonisée filtrée

Les histogrammes réel (trait continu) et poissonisé sont montrés a la figure
3.30, et I’histogramme obtenu par krigeage de I'image est sur la figure 3.31. On
note que les queues de I’histogramme obtenu par krigeage sont beaucoup trop
longues. Ceci est partiellement d au fait qu’on a utilisé un voisinage de 15 X 15,
ce qui est petit quand la portée est de 20 pixels. On voit que I’estimation est
meilleure que dans le dernier exemple. Ceci est naturel parce qu’il y avait moins
de bruit au départ.
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0.050 |- "‘.5"'*'"' "_ 4 0.050 0.050 - o 050
0.040 F !_"' L 4 0.0¢0 0.040 | 4 0.040
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0.020 :, ~ 0.020 0.020 |- 4 0.020
0.010 }- ) g.rim iu‘m’“‘w,. < 0.010 0.010 4 0.010
o. T 1660 T o. 739 19620 125.0
L Reel et Poisson Krige'age
Figure 3.30 Histogramme de I'image Figure 3.31 Histogramme de I'image
sous—jacente (trait continu) et de sa filtrée (trait continu) et histogramme de

poissonisée. I'image sous-jacente.



L’histogramme sous—jacent 89

Le résultat d’une régularisation appliquée a I’histogramme brut est montré a
la figure 3.32. 1l est plus proche de I'histogramme réel que I’estimateur obtenu
par krigeage de I'image.
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¢.010 }- < 0.010

A 1L -
75.0 100.0 ] 125.0

Rec_@larisat ion

Figure 3.32 Estimateur par régularisation
(trait continu)

6. — On continue avec l'image de l'exemple précédent, mais ici on
applique une anamorphose a I'image initiale pour obtenir une queue plus longue.
L’image initiale est montrée a la figure 3.33, sa poissonisée et son filtrage sont
sur les figures 3.34 et 3.35 respectivement. Les rapports signal/bruit intial et final
sont de 3.414 et 15.41.

Figure 3.33 Image Figure 3.34 Image Figure 3.35 Image
sous—jacente poissonisée filtrée

Sur les figures 3.36-3.38 sont représentés les histogrammes réels et
poissonisés, krigeage et régularisation respectivement. Ici le krigeage donne une
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estimation remarquablement efficace de la loi sous-jacente. On note quand méme
qu’il surestime les valeurs au début de la queue. Cette tendance sera plus marquée

si la queue de histogramme est plus longue. Néanmoins, comme conclusion
pratique, on peut dire que si le rapport signal/bruit final dépasse 12, le krigeage
de I'image donne un assez bon estimateur de I’histogramme sous—jacent.
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Figure 3.36 Histogramme de I'image
sous—jacente (trait continu) et de sa
poissonisée.

Figure 3.37 Histogramme de I'image
filtrée (trait continu) et histogramme de
I'image sous-jacente.
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Figure 3.38 Estimateur par régularisation
(trait continu)

En ce qui concerne la régularisation, on voit que, bien que la queue soit assez
longue, la régularisation a donné un trés bon résultat (méme légérement meilleur
que le krigeage). Il faut donc que le mode de I’histogramme soit vraiment trés élevé
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pour que ’estimation par régularisation pose probléme. Malheureusement cela
peut trés bien se produire en pratique comme nous allons le voir dans les exemples

suivants.

7. — Nous étudions deux éléments Mn et Nb pris sur le méme échantillon.
I s’agit d’'une étude de macroségrégation (taille réelle de 1'image
6.4 mm X 6.4 mm) dans les V ségrégés. Pour le premier élément (fig. 3.39), nous
avons un rapport signal/bruit de 7.769 et pour I'image filtrée (fig. 3.40), ce rapport
est de 14.637.

Figure 3.39 Image Figure 3.40 Image
brute 25um par pixel. filtrée

Les histogrammes des estimateurs (en trait continu) et de 'image bruitée sont
montrés aux figures 3.41 et 3.42. Avec un rapport signal/bruit aussi élevé, on
pourrait penser que le krigeage donnera un trés bon estimateur de I’histogramme
sous-jacent. Mais la queue de I’histogramme est extrémement longue (beaucoup
plus longue qu’on ne peut le voir sur les figures), et il faut rappeler que dans un
cas pareil, le rapport signal/bruit peut étre artificiellement élevé. 1l est donc possible
que le krigeage n’ait pas lissé suffisamment pour obtenir un bon estimateur de
I’histogramme. Regardons maintenant I’autre élément pour mieux comprendre.

Sur la figure 3.43, on voit I'image observée de 1’élément Nb et on voit son
filtrage sur la figure 3.44. Les rapports signal/bruit initial et final sont de 2.355
et 3.997. L’histogramme obtenu est montré a la figure 3.45, et celui obtenu par
régularisation sur la figure 3.46.
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Figure 3.42 Estimateur par régularisation
(trait continu) et histogramme de 'image
brute.

Figure 3.41 Histogramme de I'image
filtrée (trait continu) et histogramme
de I'image brute

Figure 3.43 Image Figure 3.44 Image

brute 25um par pixel. filtrée
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Figure 3.45 Histogramme de I'image
filtrée de fig. 3.44

Figure 3.46 Estimateur par
régularisation
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Appliquons maintenant un masque sur les valeurs les plus elevées de I'image
observée (valeurs de trés forte concentration dans la zone liquide). En masquant
0.5% des données et en filtrant, on obtient maintenant la figure 3.47.
L’histogramme de l'image filtrée est montré & la figure 3.48. Les rapports
signal/bruit sur I'image masquée sont passés a 0.097 et 1.89 pour l'initial et le filtré
respectivement. Entre le premier et le deuxiéme krigeage, avec le premier qui ne
lisse pas suffisamment et le second qui lisse trop, il semble que I’histogramme
proposé par la régularisation soit un bon compromis. Finalement notons que la
régularisation donne deux petites “bosses” avec un poids total de 0.7% en dehors
du centre de I’histogramme (dont on voit le premier vers 35 a 38). La régularisation
suggére donc qu'il a 0.7% de valeurs trés élevées, ce qui correspond bien au nombre
de valeurs trés élevées sur I'histogramme poissonisé ( = .65%) .
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40.8‘

'Krigeage IT et Poisson

Figure 3.47 Image _ Figure 3.48 Histogramme de
filtrée I'image filtrée de fig. 3.47

On peut utiliser I'estimateur de I’histogramme pour obtenir des mesures de
taux de ségrégation. La mesure la plus simple est définie par

1
my
ot 0% et m? sont la variance et la moyenne sous—jacentes respectivement. Pour
obtenir cette mesure il n’est pas nécessaire d’avoir un estimateur de la loi

sous—jacente. En effet, azz = o% + my et mz = my donc
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15, = Y22

mz

et on peut estimer le taux de ségrégation a partir des données initiales. Cette mesure
dépend uniquement de la moyenne et la variance et donne donc les mémes résultats
pour toute loi ayant les deux premiers moments identiques. De plus cette mesure
est instable §'il existe un petit nombre de fortes valeurs qui perturbe 'estimation
de la variance. Par exemple pour 'image de Nb I'estimateur de TS est de 0.373
quand on n’applique pas de masque mais avec le masque il est de 0.094.

La connaissance de I’histogramme sous—jacent nous permet de définir d’autres

mesures du taux de ségrégation qui doivent étre plus robustes. Par exemple si g«
est le quantile & x%, c’est a dire P[Y < g,] = x, alors un choix possible pour la

définition de taux de ségrégation est

my

Si I'on applique cette définition, on trouve la méme valeur du taux de ségregation
pour Nb avec ou sans masque, 0.275. On ne peut pas comparer différentes mesures
de taux de ségrégation, mais elles sont définies de telle sorte qu’il est possible de
comparer des éléments différents et méme des études différentes (puisque nous
avons divisé par la moyenne, nous avons obtenu une mesure sans dimension). Pour
le premier élément, Mn, nous obtenons une mesure du taux de ségrégation avec
les quantiles de 0.253, et donc pour cette mesure, les deux éléments semblent avoir
une ségrégation du méme ordre de grandeur, avec peut-&tre Nb un peu plus
ségrégé. Pour la premiére méthode de mesure de la ségréation, Mn a un taux de
0.078. Le probléme ici est qu’on ne sait pas si I’on doit le comparer avec le taux
mesuré avec ou sans masque.

Le deuxieme mesure du taux de ségrégation donne une valeur plus stable et
par conséquent plus facile & comparer avec le taux obtenu sur d’autres éléments
et d’autres études. '

8. — Nous allons maintenant considérer un autre exemple réel. Cette fois,
les images proviennent d’une microségrégation (1.2 mn/m de réduction douce,
sans brassage; zone basaltique, taille 256 X 256, 25 um par pixel), et nous avons
deux éléments Si et P. Sur la figure 3.49, on voit le premier élément et son filtré
est montré sur la figure 3.50. Les rapports signal/bruit sont de 2.691 et 6.376
respectivement. Les histogrammes estimés sont montrés sur les figures 3.51 et
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3.52. On voit encore ici que la régularisation a un mode plus élevé que celui du
krigeage et que le krigeage a une queue beaucoup plus longue que la régularisation.
De plus la régularisation a deux modes qui ne sont vraisemblablement que des
artefacts dus a la non-stationnarité des incréments sur 1’histogramme.

Figure 3.50 Image filtrée

1000.0 1100.0 1200.0 1300.0 1400.90
¥ T T ¥
0.150 |- -4 0.150
0.100 1 ~ 0.100
t

0.050 |- - 6.050
0. e M i 0

1000.0 1100.0 1200.0 1300.0 1400.6

Krigeage et Poisson

1000.0 1100.0 2200.0 1300.0 1400.0
0.150 ¢ ~f 0.150
0.100 |- - 0.100
0.0S0 | -~ 0.050
A
A
0. X 1 i o,
1000.0 1100.0 1200.0 1300.0 1300.6
z : :
Reqularisation et Poisson

Figure 3.51 Histogramme de I'image
filtrée (trait continu) et histogramme
de 'image brute.

Figure 3.52 Estimateur par régularisation
(trait continu) et histogramme de I'image
brute.
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Pour voir si le krigeage a bien restitué I’histogramme, on peut repoissoniser
'image filtrée. Le résultat est montré a la figure 3.53 (repoissonisée en trait
continu). On voit bien que Pestimateur obtenu par krigeage de l'image a
sous—estimé le mode et a exagéré la queue entre 1 150 et 1 250. L’histogramme
vrai a vraisemblablement un mode de 1'ordre de grandeur de celui prévu par
régularisation, et avec une queue qui est plus petite que le krigeage, mais plus lisse
que la régulafisation. On peut essayer de combiner ces deux estimateurs en utilisant -
I’histogrammie obtenu par krigeage de l’image.comme a priori pour la régularisation
(voir § 3.3). L’estimateur ainsi obtenu est présenté sur la figure 3.54. Il ressemble
beaucoup au premier estimateur de régularisation mais les deux “bosses” sur la
queue ont diminué. Cette procédure qui consiste a utiliser 1’histogramme obtenu
par krigeage de I'image comme loi a priori me semble assez douteuse parce qu’elle
donne un biais vers I'histogramme de I'image krigée qui peut étre assez mauvais
comme estimateur.

0.1000 100?.0 110.0.0 120'0.0 130.0.0 1‘006‘31000 950.0 105'0-0 115‘0.0 115'0.0 135'0.0

0.0900 |- N 4 o0.0900 ~ 0150 f q0-2%

0.0800 | f" y: 4 0.0800

0.0700 | _‘A i J 0.0700

0.0600 |- - 0.0600 ¢.100 |- q 0-100

0.0500 |- : ) 4 0.0s00

o.c400 | E': 4 0.0400

0.0300 |- ot 4 0.0300 0.050 |- < ¢.050

0.0200 |- = i'._ < 0.0200

o.0100 | .‘; 2 4 o.0100 i

o- 1000.0 T106.0 1200.0 1300.0 740024 % 95575 J”.‘loso.o 11s'o.o 125'0.0 .'1350.0 o
Randomise’ de krigeage Requl / A-proiri et Poisson

Figure 3.53 Poissonisée de 'image Figure 3.54 Estimateur par régularisation

filtrée (trait continu) - avec krigeage comme loi a-priori

Pour le deuxiéme élément, on voit les images observées et filtrées sur les
figures 3.55 et 3.56. Les rapports signal/bruit sont de 0.171 et 5.636. Les
histogrammes sont montrés sur les figures 3.57 et 3.58 et la repoissonisée de
I'image filtrée sur la figure 3.59. 1l est difficile d’analyser la repoissonisée, mais
on peut peut-€tre conclure que la queue de 'image krigée est trop longue entre
425 et 450 et trop courte apreés. Il n’est pas possible de conclure que le mode de
I'histogramme de !'image bruitée est trop élevé a partir de !'histogramme
repoissonisé.
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Figure 3.55 Image brute

Figure 3.56 Image filtrée
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Figure 3.57 Histogramme de I’'image

filtrée (trait continu) et histogramme

de 'image brute.

Figure 3.58 Estimateur par régularisation

(trait continu) et histogramme de I'image

brute.
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Figure 3.59 Poissonisé de 'image filtrée
(trait continu)

9. — 1l est intéressant de savoir comment on doit répartir le temps
d’acquisition par pixel et le nombre de pixels sur lesquels on mesure le signal de
fagon & avoir un temps d’acquisition total constant, ou ce qui revient au méme,
tel que le cout en temps d’utilisation de la microsonde soit fixe

temps total = temps par pixel X nombre de pixels

Ceci est un probléme difficile qui n’a pas encore été traité de maniere générale.
On considére ici un cas d’étude sur une simulation. On voit que, pour cet exemple,
la régularisation peut donner un assez bon estimateur de la loi sous—jacente méme
lorsque le temps d’acquisition est faible. Une conclusion provisoire est qu’il vaut
mieux mesurer un grand nombre de points, méme avec un bruit élevé que d’avoir
trés peu de données mais avec un bruit faible. De plus, I’avantage d’avoir beaucoup
de données est qu’on peut les représenter sous forme d’image et qu’on a également
beaucoup plus de possibilités d’échantillonner de petites régions a forte
concentration.

Sur la figure 3.60, on voit la loi réelle qu'on veut estimer. On échantillonne
maintenant 5 000 points avec cette loi multipliée par un facteur de 10 et on
poissonise chaque point. On voit I’histogramme poissonisé en trait continu sur la
figure 3.61. La loi sans bruit des 5 000 points est en pointillés. L'estimateur par
régularisation se trouve a la figure 3.62.
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Figure 3.60 Loi réelle
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Figure 3.61 Sous—jacente & 5000 points Figure 3.62 Estimateur par régularisation

(trait continu) et sa poissonisée.

On peut ensuite considérer un échantillon avec un temps d’acquisition dix fois
plus grand (autrement dit on multiplie la loi sous—jacente par un facteur de dix).
Pour garder un temps d’acquisition total constant, il faut donc échantillonner dix
fois moins de données. Sur la figure 3.63, on voit en trait continu I’échantillonnage
de 500 points avec un bruit poissonien, et en pointillés, les valeurs sans bruit.

On note que la seule loi qu’on puisse estimer, celle des 500 points sans bruit,
n’est pas elle-méme un trés bon estimateur de la loi sous—jacente de la figure 3.60.
La régularisation est donnée a la figure 3.64, et est moins satisfaisante que
I’estimation avec 500 points méme s’il y a moins de bruit.
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Figure 3.63 Sous-jacente a 500 points

(trait continu) et sa poissonisée.

Figure 3.64 Estimateur par régularisation

Finalement, on n’échantillonne que 200 points mais avec deux fois et demi
moins de bruit. La poissonisée de I’échantillonnage est représentée en ligne
continue a la figute 3.65. Ici on voit qu'on obtient finalement quelque chose qui
semble étre un bon estimateur pour I’échantillon non bruité. Mais en fait

I’échantillon non bruité est un trés mauvais estimateur pour la loi sous-jacente

de la figure 3.60. La régularisation est montrée a la figure 3.66.
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Figure 3.65 Sous-jacente & 200 points

(trait continu) et sa poissonisée.

Figure 3.66 Estimateur par régularisation
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Il n’est méme pas vrai que la poissonisée soit un bon estimateur de la loi sans
bruit parce que, si I’on échantillonne avec 50 000 points au lieu de 200, on obtient
la figure 3.67 (ici la poissonisée est en pointill€) et on voit que I'estimation sans
régularisation n’est pas trés bonne. Avant d’obtenir une assez bonne estimation
de la loi sous-jacente sans régularisation, il nous faudra encore 10 a 50 fois plus
de temps d’acquisition par pixel. Sur la figure 3.68 on voit P’estimateur avec
régularisation et avec I’échantillon de 50 000 points, comme on pouvait imaginer,
dans une telle situation la régularisation donne des trés bon résultats.

n
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Figure 3.67 Sous-jacente & 50.000 Figure 3.68 Estimateur par régularisation

points (trait continu) et sa poissonisée.

En conclusion, si la qualité d’une image est mauvaise (rapport signal/bruit
inférieur & 1), on peut estimer I’histogramme soit par régularisation, soit en prenant
I’histogramme de I’image krigée. En général, la régularisation est plus fiable. Si
’on voulait obtenir une estimation directe de la loi en prenant moins de données,
mais avec un temps d’acquisition plus élevé, on serait obligé de multiplier le temps
par pixel par un facteur trés grand (peut étre de I’ordre d’un millier) et trés difficile

© & connaitre a priori. o






Cuarrtre IV

LES PROBLEMES MAL POSES

4.0. — INTRODUCTION

Dans le chapitre précédent, nous avons suggéré que la poissonisation était un
exemple de probléme mal posé. Dans ce chapitre, nous donnons une définition
des problémes mal posés et quelques exemples seront considérés. Nous
examinerons ensuite plus en détail le cas poissonien parce qu’il constitue un
probléme assez typique, étant stable, au moins théoriquement pour un choix
particulier de norme, mais instable pour la norme £2 dont on a besoin pour les
projections utilisées au chapitre précédent. Une conséquence de Pinstabilité des

estimateurs £ 2 est I’instabilité des estimateurs de type maximum de vraisemblance,

ce qui sera démontré au paragraphe 4.4.

DEFINITION. — Soit F et G deux espaces métriques et A: F — G tel que :
1) A est injective
 2) A est continue
3) A! n’est pas continue.

On dit alors que le probléme inverse, a savoir : connaissant g € G , trouvons
fEF tel que f = Ag, est mal posé.

Une petite pertubation de g peut nous conduire a des valeurs trés différentes
de f a cause de la discontinuité de AL, Ceci est un probléme réel, car dans la
pratique on ne peut observer qu’une approximation de g, et méme si on connaissait
g avec exactitude, I’inversion numérique par ordinateur nous oblige & approximer
g et A par la précision de la machine, ce qui suffit dans certains cas a provoquer
de grandes variations sur I’estimateur de f.

Considérons maintenant quelques exemples de problémes mal posés.

1. — Soit E et F des espaces de Banach et A : E — F une application linéaire
et continue. Si ker A = {x; Ax = 0} est tel que ker A= {0}, alors A est injective
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et A: A(E) — E existe ou A(E) est I'image de A. Si A(E) est complet, c’est un
éspace de Banach et le théoréme de I’application ouverte, ([1], voir § 5.2),
implique que A™! est continue. Par contre si A(E) n’est pas complete, alors Al n'est
pas continue et le probléme inverse est mal posé.

2. — Si A:CYa,b] — Cla,b] est défini par Af = f', alors le probléme est
mal posé parce que
si fix) =gx)+a Cos ox =f'(x)=g'x)-aw Sin wx

et pour a petit ||[f-g|= Sl;p [Ax)-g(x)| est petit, mais pour w suffisamment

grand, ||f'-g || peut étre aussi grand qu’on veut. Notons que ce probléme peut

étre stabilisé par un choix de norme de type Sobolev sur '’espace de départ.

3. — Soit

Af = | Kw.y) f) dy

~—

avec K € L(R" x R") et f € LYIR) .1l est bien connu que A est complétement

continue ([2]) et que ses valeurs propres n’ont de pbint limite qu’éventuellement
a 0. Si 0 est un point limite mais n’est pas lui-méme une valeur propre — ce qui

sera le cas s’il n’existe pas de f = 0 tel que Af = 0, alors A a un inverse. Mais

puisque 0 est dans le spectre, ce n’est pas un point régulier et par conséquent A™
n’est pas borné.

4. — Comme cas particulier de lexemple précédent, on considére la
convolution dans L?

g=4f= [ Ke-»fo) dy.
Prenons la transformée de Fourier § = #(g) et on obtient g = I}? , d’ou
f=5Yf) = ff‘l[i]
K
si I'inverse existe (i.e K = 0).

Supposons maintenant que 1’on observe une perturbationde g, soit g’ = g + €.

Alors notre estimateur de f, f, sera
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~—

F=etffl=rre|
K K

mais si € est un bruit blanc et si K(w)—> 0 quand @ — o« , Pestimateur n’existera

pas. Dans un calcul numérique nous appliquons un seuillage du spectre et une
“solution” existe, mais elle est instable par rapports aux petits changements de
point de seuillage.

NOTA. — Le méme probléme persiste pour d’autres noyaux qui ont un
théoreme de multiplication pour une transformation, par exemple

J: %f(y) K(%) dy et la transformée de Mellin.

Le lemme topologique élémentaire classique suivant donne une premiére
approche des problémes mal posés.

LEMME 4.1, — Soit E et F des espaces métriques et A : E — F continue et
telle que A™! existe. Soit K C E compact, alors A(K) est compactdans Fet A™|4x,
est continue.

DEMONSTRATION. — Si {A(fy)} est une suite dans A(K) avec Afy >g € F,
alors puisque {f,} C K, il existe une sous-suite f, = f € K. A étant continue,

Afi, — Af . Donc Afy, est une sous-suite convergente et A(K) est compact.

Supposons maintenant que A™! ne soit pas continue; il existe une suite g, —> g
dans A(K) telle que A%, />A"'g . Posons fy = A%gx et f=A"%. Dans la
topologie induite sur K par le métrique de E, on peut trouver un ouvert V tel que
fev,et puisQue faf2f, il existe une sous-suite {f, } C K\V. Notons que

K\V est complet. K est compact et dans la sous-suite {fy, }, il a lui-méme une

sous-suite qui converge. Appelons la fir = h € K\V. Alors h ¢ V. Mais puisque
A est continue, Afir —>Ah. Donc Ah=g et h=A"1gE V ce qui méne & une

contradiction. Donc A™! est continue. Hl

Ce lemme est trés important parce que si Ion peut associer les données
observées g a un élément de A(K) de maniére continue (par exemple par une
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projection), ’application inverse Al g étant continue, nous avons une application

continue entre les données et K. Mais c’est précisément ce que nous avons fait
avec l’estimateur de y 2 (sans régularisation), et pourtant ’estimation est souvent
trés mauvaise (nous avons discrétisé le probléeme pour obtenir un ensemble
compact des estimateurs possibles, donc I'application inverse est continue, et les
matrices sont non singuliéres mais elles restent trés instables parce que I’ensemble
compact n’est pas suffisamment petit). Il semble donc évident que cette fagon de
procéder ne puisse étre utile que lorsque K est un compact suffisamment petit.

Avant de passer au probléme de poissonisation, nous aurons besoin de
quelques définitions et théorémes. Pour plus de détails et pour les démonstrations
de ces théorémes, voir [3].

4.1. — DEFINITIONS ET THEOREMES

Soit A P'espace des mesures de probabilités positives (sur R ). Donc
U € M sietseulementsi Supp 4 C R* et J # = 1. Si K est un compact dans

R*, nous appelons M 'espace des mesures avec support dans K.

DEFINITION. — On dit que {#,} C b converge faiblement vers u et I’on écrit

w . . . s 2 2
U, — p si pour chaque intervalle de continuité borné, nous avons u,(I) — u(I).

Dans la littérature la convergence faible s’appelle aussi la convergence vague. En

général, u est tel que I u < 1. Appelons M la fermeture de M pour cette
convergence. On dit que 4 € b est une mesure de probabilité, et que u est une

mesure de probabilité dégénérée si u € M\ . Si u, 5 4 etsi u estune mesure

1e s R s . C
de probabilité, on parle d’une convergence compléte et on écrit u, = u (on
I’appelle aussi la convergence étroite). On peut démontrer que ceci. est le cas si
et seulement si u,(I) = u(I) pour chaque intervalle de continuité (borné ou non

borné).

Une formulation équivalente est donnée par le théoréme suivant.
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THEOREME (HELLY-BRAY). — Si les {#,} sont des mesures de probabilité

a) pa—>u  ssi Epffl>Bulfl VY fE Col-w, )
oil f € Cy(- », ») si fest continue et fix) > 0quand x — ® or x = —
b) unop  ssi Emlfl>Eulfl  YfE C(-w,»).

olt f € C(- », ) sif est continue et bornée.

NOTA. — b avec la convergence compléte est un espace métrique, [3], avec
la métrique d(ui, uz) définie par d(ui, pg) est égal a U'infimum de & tel que
”1(] - oo,x—h])—h = MZ(] - oo,x]) = .ul(] - o,x + h]) +h
pour chaque x. Il s’agit ici de la métrique de Lévy.
DEFINITION. — Une séquence de mesures i, est équicontinue (dans [3],

Feller utilise le terme stochastiquement borné), si pour chaque € > 0, 3 N,a tel

que
Un(-a,a) = 1-¢€ Vn=N

et nous avons I’important théoréme suivant.

THEQREME (HELLY). —

1) Chaque suite {#,] C & a une sous-suite {4y, } qui converge faiblement dans
Ho, pn,—> 4 € J&. Donc Jb est compact pour la convergence faible.

2) Pour que la limite g soit une mesure de probabilité, u € A, il est nécessaire
et suffisant que {un} soit équicontinue.

] . . . . .
3) Pour que u,—>u, il est nécessaire et suffisant que chaque sous-suite

convergente converge vers /.

Définissons maintenant 1'idée d’une famille équicontinue.

DEFINITION. — On dit qu'une famille g des mesures de probabilité est
équicontinue si une suite {u,} C Mg qui converge faiblement est équicontinue,

et donc par le théoréme de Helly, elle converge fortement également.



108 Chapitre IV

Notons que la définition s’applique aux familles dans . En effet, si u est
une mesure de probabilité dégénérée, alors 4 ne peut pas appartenir & une famille
équicontinue parce que la suite {#,} ol 4, = gV n converge faiblement mais

n’est pas équicontinue.

Notons aussi que si g est fermé alors le théoréme de Helly implique que
Mg est compact pour la convergence compléte. Finalement pour chaque suite
{un} C Mg, convergente ou non, il est vrai que {4, } est équicontinue parce que

sinon, pour k=1, 2,..., il existe € > 0, € < 1 et une sous-suite {up, } telle que

pn(~k,k) < 1-€ V k. Par le théoréme de Helly, {u,} a elle-méme une

sous-suite convergente, mais celle-ci ne peut pas étre équicontinue, ce qui
contredit ’équicontinuité de g .

Les résultats de compacticité sont regroupés dans le lemme suivant.

LEMME 4.2, —

1) & est compact pour la convergence faible
2) M est compact pour la convergence compléte
3) Si s est une famille équicontinue, la convergence faible implique la

convergence compléte. De plus, si Mg est fermé alors g est compact pour

les deux topologies.

Le lemme suivant nous donne une méthode pour générer des familles
équicontinues convexes. L’addition et la multiplication scalaire des mesures sont
définies de maniére évidente.

LEMME 4.3. —La fermeture de [I'enveloppe convexe d’une famille

équicontinue est elle aussi équicontinue.

DEMONSTRATION. — Soit B une famille équicontinue et

N
B = Zl,-,u,-;y,-EB,Nﬁni,Z}t,-=1,l,-20
i=1

et C(B) = 3 la fermeture de 'enveloppe convexe de B.
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Nous allons d’abord démontrer que 8 est équicontinue, et ensuite un argument
de type diagonal nous donnera le résultat pour C(B).

N,
Si p—>p avec u, €8 Vn, donc g, = > A¥ yF, avec uf € B. Si pour
i=1
a e R
u(-a,a) z1-¢ VYi=1..,N;

alors pi(~a,a) = = X% yf (~a,a) 2 Z X (1-¢) = 1-¢.
Puisque ux = = A¥ uF, on peut considérer la suite
NS . S 2 .JcB

Or nous avons déja noté que chaque suite en B est équicontinue et il existe
donc KX tel que

p-a,a) = Z M(-a,a)z1-¢ Vk=z=K

La suite {u) C B est alors équicontinue.

Maintenant . i, et u avec u, € C(B). Pour chaque uy,, il existe une suite
C . . . . .
{ukyC 3 telle que pk = u, . Maintenant si 4, %L u, il existe un intervalle de

continuité I tel que E,(I) /> E,(I) et il existe une sous-suite .Ek telle que

d(Ez(I), E,I)) > € V k.Pour chaque terme dans la sous-suite, on peut choisir

{ =k tel que d(E;’,‘(I), Eﬁk(l)) <—§— ol {Eﬂ} est une suite dans # avec

-y C = . e @ . . . -

K§ = My . On sait que .uf; — u puisque la suite diagonale converge ﬂﬁ it u . De
i . el .. . i . ~¢ C

plus, puisque {#;} est équicontinue, la convergence est compléte et 4y — u.

En revanche, I'inégalité triangulaire donne

d(E,‘ D), E;k(l)) < d(E,,(I), Eﬁi(l)) + d(Eﬁi(I)’ E/;k(I)) Vk
et donc

d(Eﬂ(D, E;i(l)) =L vk
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. - c
ce qui contredit la convergence de ﬂi vers u . On peut conclure que u, —= u et

donc {u,} est équicontinue. Il

Nous avons besoin de deux théorémes classiques de I’analyse complexe (voir
par exemple [4]).

DEFINITION. — @ est une région si c’est un ensemble non vide, ouvert et

connexe dans le plan complexe.

THEOREME. — Si f et g sont des fonctions holomorphes dans une région Q
etsif(z) = g(z) YV z € S ou S est un ensemble ayant un point limite dans €2, alors

fo) =82 VzeE Q.

THEOREME (MORERA). — Soit f une fonction continue complexe dans un

ouvert Q telle que jaAf(z) dz = 0 pour chaque triangle fermé A . Alors f est

holomorphe dans €2.

LEMME 4.4. — La transformée de Laplace d’une mesure finie est uniquement
déterminée par une suite de points {z,} C Q o Q = {z € ¢; Re z > 0] telle que

{z,} a un point limite dans .

DEMONSTRA . — Soit L,(z) = j e du(x) la transformée de Laplace
-~ Jo

d’une mesure finie u. Soit A un triangle dans €.

LAL" %= aAdz (I: ° d'u(x))

Puisque |e®| <=1 Vx>0 et z€ Q, et puisque u est fini, on peut

appliquer le théoréme de Fubini

LA L,z) dz = J : du(x) I oA e®dz=0

Iintegrale est nulle parce que e™* est une fonction entiere. Comme L,(z) est

évidemment une fonction continue dans Q, le théoréme de Morera donne que
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Lu(z) est holomorphe dans Q2 et le théoréme précédent nous permet de conclure

que la transformée de Laplace est déterminée uniquement par une suite de points
avec une limite dans Q. W

4.2, — POISSONISATION ET CONTINUITE DANS {!

On peut bri¢vement résumer les arguments de cette section et de celle qui suit.
On démontre que la poissonisation transforme des suites faiblement convergentes
en suites qui convergent point par point. La réciproque est également vraie. Pour

I’espace £1, on démontre facilement que la convergence point par point implique

une convergence forte et que P(t) est compact dans #1. Dans £2, P(st) n'est
méme pas complet mais il se trouve que I'image d’une famille équicontinue

compléte est compacte dans £2.

4.2.1. — Notation

On peut définir une application P : b — M par 4 € Ao; P(u) = p est une
mesure discréte sur les entiers positifs et sur zéro, donnée par

n

p(n) = ] e duts).

1l s’agit bien sar de I'application de poissonisation. Posons @ l’espace image,

® = P(u). P se prolonge facilement sur /& et on appelle & = P(Ab).

4.2.2. — Existence et continuité de P!

LEMME 4.5. — L’application de la poissonisation P : 7 — &t satisfait a
1) P est linéaire
2) P est injective.

DEMONSTRATION. — La linéarité est évidente. 1l reste & démontrer I'injectivité.
Soit 4 € T et p € P(u), la fonction génératrice de p, Gp(s) = E[s"] est (avec

un léger abus de notation) :
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G,(s) = E[s?] = E[E[s?|u]] = E[¢* ] = L(1-5) 0<ss=<1
ou L, est la transformée de Laplace de u. Si uy et up sont telles que
P(u1) = p=P(u2), alors
L) =L,s) 0=s=<1

et le lemme 4.4 nous donne que les transformées sont identiques pour s = 0 et
par suite le théoréme de linversion pour les transformées de Laplace donne
ur = uz pp (presque partout) et I'injectivité est démontrée. M

1l est clair que @ C #! puisque p € =X p(k) < 1 (par le théoréme de
Fubini). Soit {p,} une suite de points dans # C £1; on dit que que p, converge
ponctuellement et on écrit p, 5 p si pp(k) = p(k) pour chaque k=0, 1, 2... On
dit que la convergence est forte et on écrit p, —>p si |pn-pli =0 ot |plh

est la norme sur ¢'. Notons que la convergence ponctuelle est générée par la

topologie produite. Notons aussi le résultat classique [5] : Pour un espace # ou
g=1,2,3.., si {p} et pEH et p,,-a—;p, alors p,—>p si et seulement si
[ Pnllg —ll2lly-

Si nous considérons @ C ¢! nous avons le théoréme suivant.

THEOREME. — Si @ est considéré comme un ensemble de £, alors @ est

compact dans ¢! et I’application P est continue. De plus, I'application inverse est
continue.

Ceci est une conséquence des deux lemmes suivants.

LEMME 4.6. — Si {u,} C & et p, = P(u,)alors

® ®
Un—=>U<=>Dp—>pD

De plus, chaque suite {p,} C ¢ admet une sous-suite convergente dans & .

DEMONSTRATION. — Soit u, —> 4 . Choisissons f € Cy(- , ©) par
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€
f=q ™

Le théoréme de Helly-Bray nous donne

pn(m) = Py(m) = Eﬂn[e‘y—)’g—] — E, [e"’ J’;—'::-jl

Donc P(u,) 5 P(u) .

. . @ — .
Réciproquement, si p, —p dans @, alors u, = P~Y(p,) est une suite dans
— . . o . .
7. Soit u,, une sous-suite convergente i, —> . Par la premicre parte,
w . .
P(un) — P(u) et donc P(u) = p. Si u'p, est une autre sous-suite convergente

U, 5 u' ,ona P(u) = p = P(u') etlelemme 4.5 implique que 4 = 4’ pp. Donc

toutes les sous-suites convergentes ont la méme limite d’ol, par le théoréme de

Helly, pn— .

Finalement, si {p,} est une suite dans ¥ alors {P‘l(p,,)} C M. On peut extraire
une sous-suite convergente et en appliquant P, on trouve notre sous-suite

convergente [p,,k]. |
LEMME 4.7. — Si {4n} C Mo et p, = P(uy) alors ,u,,g,uép,,-»p.

DEMONSTRATION. —

C o . . 2
= U,—>pu=p,—>p par le lemme précédent. II faut démontrer que

lprlli=llp |- Mais ceci est évident puisque p, et x4 sont des mesures de
. x"
probabilité et 2 p(n) = Z[e‘x pr} du = Jdﬂ = 1. P est donc continue.
<= Si Pn—>p=lp—>p e Pl)=p mais |pli=1= I,u, U est une

cysaz C .
mesure de probabilité et u, = u . Donc P1 est continue. IR
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Le probléme inverse pour la poissonisation n’est pas mal posé dans &L,
Malheureusement, il n’existe pas de méthode simple pour associer a un échantillon
{g(n)} un point de @ de maniére continue. Il sera beaucoup plus facile d’avoir un

théoréme de projection. Nous allons donc chercher une solution dans £2 ou plus

généralement dans £{v) (moindres carrés avec ponderateur v ) pour un choix de

norme ¥ .

4.3. — POISSONISATION ET CONTINUITE DANS ¢*

1l n’est malheureusement pas vrai que P~? soit continu dans £2 comme on peut
le voir avec 'exemple suivant.
EXEMPLE. — Soit u, = 8,, n=1, 2,... ol d, est la mesure de probabilité

qui attribue le poids 1 a n. Alors u, € Mo V1 et u, 50.

Posons P(u,) = p,. Alots

nm
S
pilm) = & 2

L. ® - .
Nous avons évidemment p,—> 0 parce que p,(m)— 0. Mais il est vrai que

pn—0 dans ¢2 parce que
2 = -n _’_z_nz. = e-2n ———--——n
" Dn "2 Zo [e ] (m!)z

© _2m
Mais Io(2n) = JoQ2in) = > el

m=0
premiére espéce. Si I’on considére un développement asymptotique pour Iy(z) pour

ou Jo(2in) est la fonction de Bessel de

3
- <argzs< - nous avons

ix
e i (-1F Tk + %) +e““7’ i 1 Tk + %)

) =~ o 2 @F WTCA-K) ' Vom 4 @F BTGk

et si 'on prend le terme principal, on obtient
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e + g™
i 2n) - —p—— 0
L {‘0( S e

My ia-2n
e’ +1e
Donc im e 2" 2n) - ——==— 1 -0
Jim (“’( ) T )
w 2m . ~4n
, n 1+ie
et lim e2* —_— = lim ————=0
—o S (m!)? now  J4mn

Nous avons donc | pn ||§ — 0 et par conséquent p, — 0 dans £2.

On voit dans cet exemple que

C
Dn—>D # Hn—> U

et I'application inverse P! n’est pas continue.

NOTA. — Dans le dernier exemple, [[piji=1 Vn et il n'y a pas de

convergence forte ¢! comme prévu.

On peut réimposer la continuité si on se limite aux familles équicontinues.

LEMME 4.8. — Soit g une famille équicontinue compléte et P : Mg — 2.
Alors
1) P(us)C £2
2) P|.m est continue
3) P(ug) est compléte
4) P! :P(Ms)—> g est continue.

DEMONSTRATION. —
1) p € P(#s) alors = pn2 < Zpn) =1 et p € £2

2) On sait que P(Mmsg)C¢l. Mais p, > P => Dy 2 p  puisque
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> |pam) -p(m)|? < 3, |palm)-p(m)| pour N suffisamment grand, et le résultat
n n

suit facilement. (Voir lemme 4.10 pour la démonstration compléte dans un cas
un peu plus compliqué).
3 et 4) Si p,,—2-> p alors p,—p et donc Pl(p,) = Pl(p). Mais s est

équicontinue et par suite la convergence est compléte. Donc p € ? et

PYp) € M, d’oi la continuité de P1. W

Pour des espaces £2(v), il existe une 1égére difficulté parce que P( s ) n’est
pas obligatoirement un sous-ensemble de £% (v). Admettons que ceci soit le cas,

alors les parties 3) et 4) du lemme 4.8 restent valides sans changer 'argument

etona:

COROLLAIRE. — Si Jbg est une famille équicontinue et si P(eg) C 22 (v)

pour une norme v, alors
1) P(ug) est compléte
2) P1:P(Mg)— Mg est continue.

Pour que P soit elle-méme continue, il faut que P(Abs ) soit compacte dans ¢ 2(v).

LEMME 4.9. — Si g est une famille équicontinue compléte et si

P(s) C £2(v) pour une norme v, alors P est continue si et seulement si P( s )

est compact.

DEMONSTRATION. —
= Mg estun espace métrique compact. Pour P continue, P(Abs ) est compacte.

< Soit ,u,,—g,u dans g et p, = P(u,), p = P(u). {p.} C P(AMs) donc on
peut extraire une sous-suite converge;lte. L’argument du lemme 4.6 nous montre
que toute sous-suite convergente tend vers p. 1l est facile de démontrer que p, — p
et par suite P est continue (sinon il existerait une sous-suite en dehors du voisinage
de p, cette sous-suite ayant elle-méme une sous-suite convergente qui devrait
tendre vers p, ce qui est une contradiction). H

L’ensemble des résultats nous fournit une méthode pour estimer 4 connaissant

un échantillon fini, g, qui est donc une perturbation de la mesure poissonisée P(u ).
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La démonstration du théoréme est une conséquence immédiate du théoréme de
projection et du fait que P est linéaire et donc elle transforme des ensembles
convexes en ensembles convexes.

THEOREME. — Soit g un échantillon d’une mesure poissonisée P(u) = p. Si
v est une norme pour £2(v) et si g est une famille équicontinue convexe
compléte telle que P(g) C £2(v), alors il existe une mesure 4 € Mg unique
telle que 42 = > (q(n)-Pi (n)}> W(n) est minimisé. De méme I'application

A: £2(v)— Mg définie par A(g) = f est continue.

Avant de terminer, examinons un exemple de v pour lequel P(Abg) C 22 (v).
On sait déja qu'avec ¢2 on peut choisir pour s n’importe quelle famille
équicontinue convexe fermée. Le résultat suivant nous donne une classe des

espaces £2 (v) et nous démontre que les estimateurs utilisés au Chapitre III sont
cohérents.

LEMME_4.10. — Soit Jbg I’espace des mesures avec support compact dans
K = [0,M] et ®x = P(4g) . Alors P(Ax) est compacte dans I’espace de Hilbert
£X1/f) ot {f(n)} est une suite telle que fin) > 0 V n et telle qu’il existe un entier
N etp€E® (avec p = P(0p)) telque Vn =N, f(n) = p(n).

DEMONSTRATION. — Si g € ®x avec g = P(u), alors supp 4 C [0,M] et
y ,
Mn
q(n)=f e"‘zc—n-d;t < — Vn.
0 n! n!

Soient f,' N et p définis comme dans I’énoncé du lemme, et soit v tel que
p = P@)

oo

po) = [ e 2 vt

0

Puisque v = &g il existe € > 0 tel que ¥([e, ©[) > 0 et v n’étant pas une loi

de probabilité dégénérée, il existe K > 0 tel que ¥([e,K]) = & > 0. Alors

K n

pn) = J e X dy > e’K—Ei o
€ n! n!
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et la norme de g dans £(1/f) est

2 _ < gy _ zq(n)2 iﬂf_

lal= 2. "oy = 2 oy * &, )
2
Posons C = z (;((:?)
Nous avons
a 2
2 M €
lali,; =C+ z [(7) / (e";; )]
N+1
3 or/ey
< Z (4.1)
0 NT1
=C+ E:—IE M/
- 0

et donc g € £X1/f) pour chaque g € Pk

Démontrons maintenant que @k est compact. Soit {g,} C #x. On sait qu'on

peut extraire une sous-suite qui converge ponctuellement (lemme 4.6), ¢p, 5 q.

Nous allons démontrer que la convergence est forte.
Prenons € > 0. A cause de 1’équation (4.1), il existe N’ tel que, pour chaque

r € 9k, le vecteurr’ € P défini par 7' = (r(1),...,7(N’'),0,...) est tel que

€

!
— <__
Ir-r' <<

et N' est indépendant de r.

Puisque ¢n, = q, nous avons gp(m)—>q(m) Y m. En particulier,

choisissons N'' tel que

|gn(m)—q(m)|> €
ma: < )
mE[O,)JEJ'] fim) 2N’ V=N
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ce qui est toujours possible parce que N’ est fini.

Nous avons
3 lantm) gl _ €
n=1 f(m) 2

Donc pour nx = max (N',N'’) il est vrai que

la-anl = 1@-9)+ @ -an)+ @ n-a) |
< lg-4+ g -l + | g n-nl

€ € €
<—+—+—=c¢€
4 2 4

et la convergence est forte. Px est compact. l
Dans la pratique, nous admettrons que notre famille de mesures de probabilité

Mg ne dépend que d’un nombre fini de paramétres. Par exemple, dans le chapitre

I, nous avons considéré des lois de la forme
N
Fldx) = >, A Oy(dx)
i=1

avec 4; =0 et 2 4; = 1. On peut bien siir étudier des problémes avec des
mesures autres que 0y, , mais de toute maniére, pour un calcul numérique, il faut

admettre un nombre de paramétres fini. Si ce nombre est petit, il est fort possible
qu’on aura de bonnes propriétés de continuité pour P!, mais s’il est grand, on
sait que P! devient de plus en plus mal conditionnée. On peut se demander si

un estimateur de maximum de vraisemblance est meilleur que I’estimateur ¥2.

Cette question est traitée & la section suivante.

4.4. — ESTIMATION PAR MAXIMUM DE VRAISEMBLANCE

4.4.1. — Les conditions de Kuhn et Tucker

Rappelons les conditions nécessaire de Kuhn et Tucker pour qu’une fonction

f(a) réalise un minimum ou a = (ay,...,a,) doit respecter les contraintes
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g@=0 i=1..1
(4.2)

hj (@) =0 j=1..m
Les conditions de Kuhn et Tucker sont valables dés que les conditions de
régularité suivantes sont respectées.

Soit I I’ensemble des indices par lesquels g{@min) = 0 (les contraintes actives).

On admet que toutes les fonctions du probléme sont dérivables en a; et que les

vecteurs
[ag, (Omin) i (amin)] Viel
day dan
oh: .
ot [ahz (amm) s { (amm)]j pour i = 1,...,m

day daa,

sont linéairement indépendants.

Si on admet que ces conditions sont vérifiées, alors une condition nécessaire
pour que f ait un minimum local sujet aux contraintes (4.2) est qu’il existe des

paramétres de Lagrange ui,...,Hs et Ay,...,4n tels que

08; oh; .
§— Ai— = =1,...
ron aaj@ + ,aajca.) =0 j=1,...,N
ui 8i(a) =0 i=1,....4
, ' (4.3)
Hi =0 i=1,...,¢
hi(g_) ’ =0 i=1,...,m

4.4.2. — Le maximum de vraisemblance

Supposons que la famille convexe équicontinue g des estimateurs possibles

de mesure sous-jacente soit déja choisie, et que chaque y € Abg soit paramétrisé
par n paramétres (ai,...,an) = @. De plus nous admettons qu’il existe £

conditions de la forme

gi(a)=0 i=1,..1¢ (4.4)
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qui nous assurent que si u(a) est une mesure positive telle que

J du (a,x) = 1 (4.5)

alors u (@) € s . Il est nécessaire que notre estimation de la mesure vraie prenne
en compte (4.4) et (4.5).

Maintenant admettons qu’on ait N données observées tirées selon la loi
poissonisée, chaque observation étant un entier positif ou nul. On peut construire
la fonction de vraisemblance pour cette occurrence.

n

Puisque p(n) = j e™ -;—' du (a,x) , la fonction de vraisemblance est

n gn)
L@ = II [fe-xj‘z—! i @,x)]

n=0

ol K est le nombre de classes dans lesquelles il y a une observation et
g(n) est le nombre des observations dans la n®™ classe (autrement dit
g(n) est le nombre des observations qui prend la valeur n).

n
Posons H(a,n) = I e™ ):l—' du (a,x)

et admettons que H(a,n) est dérivable par rapport & a;
] n*
i) — i K e

H%a,n) 50, j e — du (a,x)

Si #a) = logL(a) = Z g(n) logH(a,n), on a —— al(a) 2 g(n) leg-’n’;)

et les équations de Kuhn et Tucker deviennent

H9(a ; .
Zg() H(_(_—n;l) Zﬂi'g'f;]_'@ +15%;I du(a,x) =0 j=1,...,n

ui 8i(a) =0 i=1,...,¢
Hi =0 i=1,...,¢

f du(a, x) =1




122 Chapitre IV

NOTA 1. — Le maximum de vraisemblance est unique parce que #a) est

strictement concave par rapporta H(a,n) et par suite il admet un maximum unique

sur le convexe compact @ p.

NOTA 2. — Le maximum de vraisemblance nous donne un point dans @ s, (les

valeurs de H(a,n)) et on passe & g indirectement a 'aide de P~'. On attend
donc des instabilités numériques pour I’estimateur de maximum de vraisemblance

quand le nombre de paramétres (ay,...,a,) est élevé.

4.4.3. - Le X* & point fixe

Soit s une famille équicontinue telle que P(us) C £X1/f) pour une suite
{f(n)}. Si 4 Vestimateur de ﬁ/f (§ 4.3) et si de plus P(4 ) = f, on dit que fest

un point fixe pour le probléme .

Ecrivons les conditions de Kuhn et Tucker pour une solution ¥? et appliquons

les au cas ol “par hasard” nous avons choisi une norme f qui est un point fixe.

Pour une norme w, si 'on garde la notation développée pour le maximum
de vraisemblance, on a

2 = 3(e)- 6 o)

ot G(n) = P(ji) = H(a,n). On veut minimiser ¥ tel que

g{a) =0 i=1,...,¢0
f dia,x) = 1
e <
Donc -0 = > 2(g(n) - H(a,n)) HY(a,n) w(n).
: 0

Nous voulons étudier le cas o nous avons un point fixe. Donc, "par hasard”
1
H(a,n)

o(n) =
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o _ < 2@n)-H@n) g
= da; z H(a,n) H%g,n)

Notons que

% H(O(Q’") = 253—,[ - — dﬂ(a n) = ———I du(a,n)

et les équations de Kuhn et Tucker s’écrivent

23 s @D 5, B 2L duan) <0 jetn

H(a, n) da;
wi 8i(@) =0 i=1,....4
Hi >0 i=1,...,¢
Jdu(a,x) =1

. ; A-2 . . . R
Si on pose u'; = -‘-‘21 et A = > on voit que ces équations sont les mémes

que celles de I'estimateur de maximum de vraisemblance.

Alors les points stationnaires pour les deux méthodes sont les mémes. En
particulier, chaque minimum local de #a) pour le maximum de vraisemblance
sous contrainte correspond & une solution de % ol on choisit pour norme H(a,n) .
Puisque le maximum de vraisemblance est unique, et si nous avons un estimateur
¥* de point fixe, il faut simplement vérifier qu’il s’agit d’'un maximum pour
conclure que c’est le maximum de vraisemblance. Notons une deuxie¢me fois que
le maximum de vraisemblance est numériquement instable. On le voit ici parce

qu’il s’agit d’une solution de ¥> pour un choix particulier de normie.

Nous avons essayé de chercher expérimentalement un y? point fixé en
commengcant avec une norme v, arbitraire puis en itérant par v,+1 = P(u,) ol

n est la solution du probléme ¥? avec la norme v, . Dans tous les cas que nous

avons testés, il y avait effectivement une convergence, mais on n’offre pas de
démonstration que cette derniére doit avoir lieu.
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4.5. — NOTES ET COMMENTAIRES

NOTA 1. — Nous avons vu qu’un probléme mal posé est tel que I'inverse Al
existe mais n’est pas continu. Une méthode générale pour la solution des problémes
mal posés est donnée dans le lemme 4.1, ol on réduit le domaine a un ensemble
compact et dans ce cas l'inverse est continu. Cette méthode est valable uniquement
si le domaine est “petit”. Par exemple, dans le chapitre III nous avons travaillé
dans un g compact, mais I'inverse n’était pas suffisamment continu pour

obtenir de bons résultats. On peut essayer de réduire le nombre de parametres
si I’on considére I’espace Mg = {ﬂ s u=2Z A g,-] ou les g sont des mesures plus

lisses que les {6x,~} utilisées au chapitre IIl. En effet, ceci est la méthode proposée
dans [6] ot on considere les {g} comme une base de B-spline, voir [7]. Puisque
n’importe quel spline cubique § s’écrit § = X A; g; pour {g} la base de B-spline,
on obtient toujours des estimateurs lisses pour I’histogramme sous-jacent.

Néanmoins, si le nombre de nocuds reste élevé, il se trouve que des instabilités
subsistent dans cette méthode, et la solution proposée dans [6] est de choisir le

nombre de nocuds minimal tel que la distance entre I'observé g et G = P()
devienne stable. La méthode reste peu satisfaisante. Elle peut étre améliorée si
on I'applique avec une régularisation. Un inconvénient de cette derniére est que
I’équivalence avec le krigeage perd son interprétation intuitive. La matrice de
régularisation devient alors I'inverse d’une matrice de covariance entre les éléments
de base de B-spline. Ceci nous empéche d’estimer la matrice de régularisation
a partir des données, mais au moins cela n'est pas trés important parce que de
toute facon, pour le probléme de I’histogramme, nous travaillons dans un voisinage
unique, et la méthode d’inférence proposée dans le chapitre Il ne s’applique pas.
Un autre inconvénient apparait lorsque I’histogramme a un pic important. Un
mauvais choix des nceuds peut nous donner un surlissage considérable. Puisqu’on
ne sait pas dans la pratique ou il faut mettre des nceuds, ceci peut &tre un probléme
important. Le point d’intérét principal de cette méthode est qu'elle permet de
réduire le nombre de paramétres a estimer par un facteur de 4 ou 5 et par
conséquent le temps de calcul s’en trouvera réduit de maniére importante.

NOTA 2. — Nous avons discuté en détail du probléme de poissonisation. Mais
il est clair que la méme analyse s’applique aux autre problémes de randomisation
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pour lesquels I'application inverse existe. Par exemple si Y suit une loi discréte

et Z suit une binomiale Z — B(Y,p) pour p fixé, alors

E[s?] = El(g + ps)"] = G¥(g + ps)

et la transformée de Laplace est connue sur un intervalle non dégénéré dés que
g # 1. On voit que pour ce probléme, la décimation de ¥, on peut appliquer le

méme type d’analyse pour estimer la loi de Y & partir d’un histogramme
expérimental de Z.

Par contre si Y est une variable aléatoire qui prend des valeurs entre 0 et 1
presque siirement et Z — B(N,Y) ou N est fixé, il est trés facile de voir que

A : Y— Z n’est pas injective et la méme analyse ne s’applique pas.

NOTA 3. — Comme exemple d’un cas oll on peut espérer résoudre un probléme
mal posé sans utiliser une méthode de régularisation, on peut considérer

I’estimation de la covariance Q! pour une régularisation. Comme on I'a vu au
chapitre III, ce probléme est lui-méme mal posé, mais puisqu’il dépend uniquement '
d’un faible nombre de paramétres, on peut espérer que I’estimation est acceptable.
En effet des résultats obtenus dans I'application du krigeage a la déconvolution
confirment cette hypothése pour les cas déja essayés [8].







CHAPITRE V

LA REGULARISATION

5.0. — INTRODUCTION

La méthode de régularisation a été introduite au chapitre III et a été appliquée
a la construction de solutions stables du probléme de poissonisation. On trouve
une description compléte de la méthode dans Tikhonov [1]. On ne donnera ici
qu’un résumé trés sommaire de sa démarche : ensuite seuls les problémes linéaires
dans un espace de Hilbert seront considérés. On démontrera I’équivalence de la
méthode de régularisation avec celle du krigeage dans le cas du probléme linéaire
libre (sans contraintes de positivité). En toute rigueur donc I'équivalence ne
s’applique pas dans le cas d’une poissonisation ol on doit prendre en compte des
conditions de positivité mais elle peut toujours étre utilisée pour interpréter le sens
de la norme de régularisation comme nous I’avons fait au chapitre IIL.

5.1. — REGULARISATION DANS UN ESPACE METRIQUE

Soit F et G des espaces métriques et A : F— G un opérateur bijectif et continu

sur A(F) tel que A™! n’est pas continu. A est donc un opérateur mal posé. Soit
Q une fonctionnelle positive et continue sur F telle que V d€ R , I’ensemble

Cs= g € F; Q(g) < d} estcompact. Si fy € F est la “fonction vraie” a estimer

etsi g = A fy estla “fonction vraie déformée”, notre but sera d’estimer f; & partir
d’une perturbation E de g. Supposons que d(g, g) < € pour une valeur de €,
et appelons G, = {f € F ;dAf, g ) < €}, on peut démontrer que pﬁisque C, est
compact pour chaque d, il existe au moins un point } qui minimise Q(f) dans
Ge . Une ; avec cette propriété s’appelle une solution régularisée et ’'on peut
démontrer que si € = 0, c’est-a-dire quand d(A;, g )— 0, alors d(fy, ;‘) -0

pour toute solution régularisée de f . On trouve alors une solution régularisée par
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la minimisation d’une fonctionnelle continue Q dans I'espace G, G €tant

définie telle que Ar est proche de § p_oﬁr chaque f dans G

Il se trouve que dans certaines conditions la minimisation se réduit a une
minimisation sous contraintes linéaires : on dit que €2 est presque strictement

convexe si pour tout point f tel que Q(f) > Inf Q(g), alors dans chaque voisinage
' . ' gEF o ) )

ouvert V contenant f, il existe g tel que Q(g) < Q(f). Par exemple une forme
quadratique positive Q dans un espace de Hilbert tel que Q = 0 est presque
strictement convexe. Le- théoréme suivant est démontré dans [1].

THEOREME 5.1. — Si Q est une fonctionnelle positive continue presque
strictement convexe sur F alors un point f € G; qui minimise 2 (f) sera tel que
d(Af, 8) = € et le probléme de régularisation se réduit & une minimisation sous

contraintes linéaires.

La méthode de Lagrange pour la minimisation consiste donc & minimiser
M® = d4f, &)+ a Q)

sujet 4 la condition d(Af, g )=¢€. Si la méthode de Lagrange est réalisable et
qu’on trouve un a = a(€) tel que la condition soit réalisée, alors la régularisation
se réduit & la minimisation de M"‘, sans aucune contrainte, avec ce choix de a.
La régularisation est maintenant de la forme utilisée au chapitre III si on prend

pour dX(Af, g ) la distance ¥? et pour Q une forme quadratique positive. Notons
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que, bien que nous n’ayons considéré que le probléme sans contraintes, il n’y a
aucune difficulté théorique a en ajouter, sauf bien entendu au niveau du calcul.

A partir de maintenant, nous nous limitons aux problémes mal posés linéaires
dans un espace de Hilbert avec Q fonctionnelle quadratique positive et continue.
Sauf indication du contraire, la seule contraite imposée sur la minimisation sera
que le minimum soit dans G, . Nous donnons les conditions sur Q et A pour que
la méthode de Lagrange ait une solution unique, c’est-a-dire pour qu’il existe une
solution régularisée unique au probléme. Notons qu’on n’impose plus la condition
que les ensembles C; définis ci-dessus soient compacts. Ceci était nécessaire pour
démontrer I'existence d’une solution régularisée dans un espace métrique, mais
dans le cas hilbertien, cette existence sera une conséquence des théorémes de
projection. Dans les conditions énoncées, la théorie de la régularisation n’est rien
d’autre que la théorie des splines et on peut chercher des théorémes d’équivalence
avec le krigeage.

' 5.2. — DEFINITIONS ET THEOREMES

Dans cette section, on énonce quelques définitions et théorémes qui sont
classiques en théorie élémentaire des espaces hilbertiens. Néanmoins il ne s’agit
pas d’une liste compléte et les théorémes les plus connus tels que les théorémes
de projection, de Rietz, etc. sont admis ici sans énoncé. Nous admettons que les
espaces sont des espaces réels.

Soit F et G deux espaces de Hilbert et A : F— G une application linéaire. A
est continue s’il existe M tel que [|Aflc< M| flr V f € F. A est coercive §’il
existe ¢ > 0 tel que |Afllg= c|flr V f € F. A partir de maintenant, & moins

d’un risque de confusion, on n’utilisera plus les indices sur les normes
hilbertiennes. Le lemme suivant, démontré dans [2], est trés utile pour les calculs.

LEMME 5.1. — Si X et Y sont des sous-espaces fermés d’une espace de Hilbert
F alors les propriétés suivantes sont équivalentes
1) X+ Y est fermé

2) X+ + YL est fermé
3) X+ Y =(X-nyt)t
4 Xt +Yt=XnVt.
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Le lemme suivant est souvent utilisé. Sa démonstration n’est pas difficile et
sera omise.

LEMME 52. —Si X et Y fermés dans F et XY =0}, alors
XOYHNY=arX.

Passons maintenant aux définitions de transposée et d’adjointe d’une
application continue. Soit A : F— G une application linéaire entre des espaces
de Hilbert F et G. Soit F’ et G’ des espaces duals de F et G. La transposée A’ de
A est définie de la maniére suivante.

La transposée est I'application unique A' : G' — F' définie telle que
<Ag f>=<g Af> Y fE€F, g€ G'. Ladjoint se définit & I'aide du
théoreme de Rietz. Soit & le représentant unique de g dans G, donc
< g, Af >= (h, Af). De méme, A’y a un représentant unique dans F, qu’on

appelle A"k . Nous avons

A'h, f) = (b, AP VhEG, fEF
A" est 'adjoint de A. On peut démontrer facilement que A’ et A® sont des
applications continues.

Dans les espaces de dimension finie, A et A’ ont des représentations
matricielles. 1l se trouve que A’ = A’ ol A’ est la transposée de la matrice A. Par
contre A" = A' seulement quand nous avons une base orthogonale pour F et G. Ces
résultats sont faciles & démontrer et nous ménent au lemme suivant.

LEMME 5.3, —

1) Soit F et G des espaces de Hilbert de dimension finie avec des espaces duals
F’ et G’ Si {f1,....f,} est une base pour F, {f},...,f*} la base duale de F” et si

Q; = (f» f) est la matrice du produit scalaire, alors K7 = (f} f) = {Q‘l}ij .

2) Si A : F— G est continue et linéaire, si x, y € G sont des représentations

de @, n € G', et si Dy est la matrice du produit scalaire de G alors
HAY QAy = Ax, Ay) = A@'g, A'n) = ¢4 K A"y

ot A* = Q14! D est I'adjoint de A.
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DEMONSTRATION. — Il s’agit d’un lemme d’algébre linéaire élementaire, et
on ne donnera que la démonstration de la premiére partie pour rappeler la notation
utilisée dans le cas fini.

Supposons f € F, alors f= 2 a' f;. On sait que f a une représentation

unique dans F’, que nous appelons également f, f= Z a; fi. Le lien entre les

composantes covariantes et contravariantes est le suivant

ai=<f fi>=( fH)=dQj
et de la méme maniére
& = Ki g

Maintenant si f et g sont deux vecteurs
(.8)F = a; KV B;
et (,9)F = o Q5 P = ax K¥ Q; K By
Mais (f,g)r = (f,8)r Y f.g
= Ki = K& Q; K*

La deuxiéme partie vient aprés des calculs élémentaires.

Enoncgons maintenant les théorémes classiques des espaces de Hilbert utilisés

par la suite.
THEOREME DE L’INVERSE CONTINU. — Soit F et G des espaces de Hilbert

et A une application linéaire continue et bijective de Fsur G. Alors A™! est continue.

Le point crucial ici est que Im A est fermée. Les problémes mal posés sont
ceux pour lesquels Im A n’est pas fermée. Le théoréme de I'inverse continu est
vrai pour les espaces de Banach et c’est une conséquence simple du théoréme de
I’application ouverte [2].

Une forme bilinéaire €2 (4, v) sur F X F est continue s’il existe M tel que

|Q,v)| = Mul| |[v] et est coercive §il existe ¢ >0 tel que

|Q@u,u)| = c|ul?>. Le théoréme suivant fait le lien entre les formes bilinéaires
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continue et coercive et les opérateurs linéaires continu et coercif. Le théoréme est
donné sous deux versions équivalentes dont la premiére est démontrée en [3]. La
deuxiéme version ainsi que le théoréme suivant sont démontrés dans [2].

THEOREME (LAX-MILGRAM). —

a) Si Q (x,y) est une forme bilinéaire symétrique continue et coercive dans un
espace de Hilbert F, alors il existe un opérateur continu, coercif, bijectif et
autoadjoint unique S : F— F tel que

Qx,y) = (x,58y)
b) Pour chaque ¢ € F', il existe un f € F unique tel que Q(f,8) =< ¢,g >
V g € F et fest caractérisé par la propriété

FEH et %QUEN-<o.f>=Min 4 Qo)< pg >)
. 4

Notons que puisque la formulation a) donne § continue, coercive et bijective,
on trouve que S~! est continue et coercive. On peut généraliser le théoréme de
Lax-Milgram aux ensembles convexes.

THEOREME (STAMPACHIA). — Soit Q (x,y) une forme bilinéaire symétrique
continue et coercive dans un espace de Hilbert F. Soit K un ensemble convexe

fermé non vide. Pour chaque ¢ € F', il existe un f unique dans X tel que

Qf, g-NH=z<9, 8-f> VgeK

De plus f est caractérisé par la propriété

% QN -< ¢.f > = Min [ Q@.8)-< 9.8 >}

Nous donnons maintenant une définition d’un espace de Hilbert
autoreproduisant sur lequel est basée la théorie des splines [4], [S], puis nous
introduirons I'idée d’une norme équivalente générée par une forme quadratique
positive.

Soit X un espace métrique séparable (en pratique on prend X = R” assez
souvent) et F un espace de Hilbert de fonctions sur X. I s’agit d’un espace de
Hilbert autoreproduisant s’il existe une fonction K(x,y) : EX E—> R tel que

K(',y) € F etsi pour chaque f € F, fly) = (f, K(,,y)). On peut démontrer que
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si f, — fdans F, alors f,(x) — f(x) pour chaque x € X . De plus, on peut démontrer
que si F est un espace de fonctions continues alors les vecteurs K(*,y) sont un

ensemble total pour F quand y varie sur un ensemble dense de X. En particulier,
puisque X est séparable, F est un espace de Hilbert séparable. Comme condition
réciproque, si F est un espace hilbertien sur X, alors une condition suffisante pour

qu’il y ait un noyau reproduisant est que V x € X la forme linéaire L, définie

par L, = f(x) est continue.

Si F est un espace de Hilbert et Q une forme bilinéaire continue et coercive,
alors @ nous donne une nouvelle norme || . [l sur Féquivalente a ’ancienne norme

| .1l dans le sens qu'il existe cet Mtels que | f|| = c||fll etque [fl = M|f].
Plus généralement, il est facile de démontrer que si €2 est continue, kerQ =N

et Q est coercive sur N1, alors la nouvelle norme sur F définie par

17 1B= Q¢+ 2 FIP
est équivalente a 1’ancienne norme.

Cette situation se produit dans la théorie des splines ol on a un opérateur
continu D entre deux espaces de Hilbert D : Hy— Hz qui est surjective. (Par
exemple D est un opérateur associé a une équation différentielle [6]). Supposons

que ker D= N alors D : N 1 —s H, est une bijection continue et le théoréme de
I’inverse continu donne que D|ny.L est coercive. Un autre moyen d’arriver & cette
situation consiste a avoir une fonction aléatoire Z(x), x € X qui génére un espace
de Hilbert H C L? avec la fonction de covariance C(x,y). Maintenant & chaque
Y € H on associe la fonction f € H' telle que

fe) =<f, Z&x) > = (Y, Z(x))

L’espace des fonctions H' ainsi généré est isomorphe a H et a un noyau
reproduisant C(x,y). Finalement on considére I'espace F = H @ N pour un autre
espace de Hilbert quelconque N et nous avons la situation décrite plus haut.

5.3. — REGULARISATION ET KRIGEAGE

5.3.1. — La régularisation dans un espace de Hilbert

Le probleme général de régularisation de § 5.1 était de trouver f tel que
M?® = d¥Af, g) + a Qf) est un minimum.
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Dans un espace de Hilbert, on prend Q forme bilinéaire continue et positive
et d2(Af, g) est une métrique hilbertienne définie sur 1'espace engendré par les
données. Nous allons ré-écrire le probléme a 1'aide des résultats du § 5.2.

Soit A : F—> G un opérateur linéaire et continu, ol F et G sont des espaces
de Hilbert autoreproduisants sur X et X’ respectivement. Nous admettons que les

fonctionnelles d’évaluation H,, H{f) = fix) V f € F, forment une partie totale

pour F', et donc leurs représentations dans F, qu'on appelle H, également,
forment une partie totale pour F. De méme pour les fonctionnelles d’évaluation
L, dans G’. Soit Q@ une forme quadratique positive symétrique et continue sur F
avec ker Q = N un espace de dimension finie tel que € est coercive sur Nt

Alors si la norme de Fest || .[[1, on peut définir une norme équivalente comme
on I'a vu a la section précédente

I7IP = @¢.p +| = £IR

Les fonctionnelles d’évaluation, qu’on appelle maintenant H,, restent continues
puisque I’espace reste un espace de Hilbert autoreproduisant. De plus A reste

continue. Pour la nouvelle norme ||f|? = Q(.f) +| #n f|? . Mais on a toujours

I£1P=]l s £I? +l 7w fIP et par identification || my+ fIP= QN

A partir de maintenant, on ne considérera que la nouvelle norme sur F parce
que le probléme de régularisation reste inchangé.

Admettons que § C X' soit 'ensemble des points ou P'on observe des
données. Ceci peut &tre éventuellement défini comme dans le probleéme de

poissonisation ot ’espace S comprend tous les entiers positifs ou nuls. Soit

S C G Tl'espace engendré par {an}, Xq € E . Pour trouver une représentation de
notre forme quadratique continue et coercive d*(Af, g) on suppose qu’on a une
norme définie sur S. Par le théoréme de Lax-Milgram, on peut trouver un opérateur
T : S— S qui soit continu, coercif, autoadjoint et bijectif sur § tel que la norme
sur S puisse s’écrire en termes de la norme de G. En particulier on peut représenter
d*(Af, g) par (g-Af, Tns(g-Af)) avec le produit scalaire de G. En effet, pour

éviter des calculs inutiles, il est plus simple de changer la norme de G comme nous
’avons fait pour F, et de ne pas utiliser I'opérateur 7. On introduit le nouveau
produit scalaire sur G
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(.81 = (, Tns g) + (ws:f, ws+8)

Ceci est une norme équivalente pour G qui respecte’la norme imposée sur les
données par T, en particulier A reste continue pour la nouvelle norme. Par
conséquent le probléme de régularisation reste invariant si 'on représente d*(4f, 9

par (g—Af, ms(g—Af)) . Puisque nous allons utiliser uniquement cette norme sur

G, il ne sera plus nécessaire d’écrire I'indice.

Le probléme de régularisation prend la forme

M* =|| anof |? + (8 - Af), 7s@ - AP) (5.1)
Nous n’utiliserons pas d’indices pour distinguer les normes utilisées (le premier
terme se rapporte a F et le second & G) sauf s’il y a risque de confusion.

Notons que dans la régularisation (5.1) on ne fait pas appel a la norme sur

F mais seulement sur N* C F. En particulier, un autre choix de norme sur N
tel que la nouvelle norme sur F reste équivalente & I’ancienne ne change ni la

continuité de A ni || zy+f ||, et par conséquent on trouve la méme solution de (5.1).
On peut mettre en évidence cette redondance plus facilement de la maniére
suivante. Supposons fL...,f" une base pour I'espace N
(Hx, Hy) = (nNJ- Hx, nN-L Hy) + (JIN Hx, JL'N Hy)
mais avH,e N=3 ;€ R tel que anH, =2 C ff avec
R -1
Cr f™ = Dem (Hyy f)f™ = Dem L™ 00 Dpm = [(f")] et fi = (Hof").

On a donc

(nn Hy, 7N Hy) = Dpm ﬁ Dy ff o, jm,) = Dy fﬁjf'
et
(Hy, Hy) = (nn+ Hy, mys Hy) + Dy f2 ff
Par conséquent, si I'on remplace Dy par une autre matrice strictement

positive, on obtient une norme équivalente sur F et le probléme de régularisation
n’'est pas altéré.

5.3.2. — Le krigeage dans un espace de Hilbert

On garde la méme notation qu’d la section précédente. On considére
maintenant un probléme de krigeage dans les espaces duals. Soit A’ la transposée
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de A. Alors A’ : G’ — F. On peut dire de maniére approximative qu’un probléme
de krigeage consiste & estimer H, € F' comme une somme pondérée
“d’observations” dans A’(S’) ot S’ est le sous-espace de G’ correspondant a S.
Pour le probléme de krigeage sans filtrage, il faut simplement trouver la projection

de H, sur A’(S’) parallele & N* . Pour ceci, il faut évidemment que A’(S’) soit
fermé.

Pour voir que cette formulation correspond bien & I'idée intuitive, on peut
considérer la situation suivante. Soit Z = AY ou Z,Y sont des fonctions aléatoires

sur des supports {1,...,n} et {1,...,r} respectivement. Soit { £ } une famille finie

de fonctions sur {1,..,r} et soit la fonction de covariance strictement
conditionnellement définie positive pour des combinaisons linéaires autorisées,
c’est-a—dire :

Var(> A'Y) = 0
si > Aff=0

avec Var(Q AY)=0<«1=0 Vi

On veut estimer Y, pour x € {1,...,r} & l'aide des données {Zk}ke§ avec

S C {1,...,n}. Lestimateur de krigeage est Yy = > A*Zy avec les {1%}
kES

choisies telles que Var(Y;- ZAk Zy) = Var(Y, - ZA" AL Y} est un minimum

sous les contraintes d’admissibilité > A¥ AF ff = f£ Ve.

Puisque la fonction de covariance admet des prolongements définis positifs sur
{1,...,r} (qui sont identiques a la covariance initiale sur les combinaisons linéaires

autorisées ) alors on peut en choisir un parmi eux et ensuite interpréter {Y;}

comme des vecteurs de base d’un espace de Hilbert de norme [|.X|= Var(X).
Donc le probleme de krigeage devient : Trouver Y; = > A¥Z*¥ tel que
| Yo > Ak AL ff| est un minimum sujet aux contraintes d’admissibilité

SakAkfi=f ve.

Maintenant considérons le formulation du probléme de krigeage dans I’optique
de la notation développée pour la régularisation. Soit F,G des espaces de Hilbert
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avec des bases duales {H;}/_; et {L;}}_{ respectivement. Soit A : F — G notre
application linéaire et continue. Donc A': G’ —= F', et en particulier pour
L,E G, AL, € F admet la représentation A'L, = A} H;. Le projection de
H, sur A'(S) paraliele 3 Nt est de la forme H; = A"A'L, avec {A"} les
pondérateurs qui minimisent || Hy-A" A'L, ||=|| H,-A" AL H;|| sujet aux

contraintes < H,-H,,Y>=0 VYEN.

Si maintenant I’on identifie ’'espace F' avec I’espace engendré par les variables

aléatoires {Y;} par H; <> Y; et une identification des normes, et si de plus 'on
interpréte les fonctions {fy comme base de I'’espace N CF (donc
< Hy-Hy, fif>=0 Yle kAL ff=f V), alors on voit que notre krigeage

correspond bien & un projection de H, sur A'(S’) parallele 8 N+ .

De la méme maniére, le probléme de cokrigeage que l'on peut écrire

LS

formellement :
Z =AY + € ; Estimer Y, a partir de { a}aES

et dont nous démontrons I'équivalence avec le probléme de régularisation dans
le théoréme 5.3, s’écrit comme la minimisation de

|Ho-Hy P+ L; [P o H;=A' L; € A'(S)

On note que la norme sur I'espace G' (ou au moins sur $', la seule partie de

G’ utilisée) n’est rien d’autre que la fonction de covariance de I'erreur €.

Comme le probléme de régularisation a lieu dans les espaces F et G, il est plus
simple de traiter les problemes de krigeage également dans F et G. Donc, sans
changer le probléme, on peut considérer le krigeage comme la projection de
H, € F sur A(S) au lieu d’une projection sur A'(S’) dans I’espace F' . Avec cette

convention, on a les deux problémes dans le méme espace et on essaye de trouver
les équations caractéristiques des solutions et ensuite de démontrer qu’elles sont
identiques pour les deux problémes.
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5.4. — THEOREMES D’EQUIVALENCE DE LA REGULARISATION ET DU
KRIGAGE

Le premier théoréme ne s’applique pas aux problémes de régularisation. I
s’agit en fait d’une équivalence entre krigeage et splines. Le résultat a ét€ démontré
4 une dimension par G. Kimmeldorf et G. Wahba (1971) pour quelques cas
particuliers [7]. Le résultat a été généralisé par J. Duchon (1977) [8]. G. Matheron
(1980) a donné une équivalence générale dans [9]. Ici la présentation, qui suit les
lignes générales de [9], prend en compte explicitement I'opérateur de distorsion
A et le fait qu'on peut avoir un nombre infini de données. La section se termine
avec un théoréme d’existence et d’unicité des splines d’ajustement dans un convexe
fermé.

THEOREME 5.2. — Quand N est de dimension finie, N () ker (s 4) = {0}
et A" |s est un isomorphisme, alors les deux problémes suivants ont une solution
unique et identique.

1) Mir}gr}iser || mn: FI| sous les contraintes Af(xa) = ga
2) Trouver Hy € I(A" ms) tel que || Hy—Hy| est un minimum et tel que
(Hi-H,, )=0 V YEN.

Avant de démontrer ce théoréme, on considére la signification des contrainteé,
N () ker (wg A) = [0} et A'|s est un isomorphisme. La premiére condition
N (N ker (wsA) = {0} admet la représentation algébrique suivante. Puisque )
est une base pour N, pour chaque C; fEN,ona Cff€kerng A siet

seulement si

(La, ACe ) = 0 Vx, €S
@ CrAf) =0 Vi, ES
Donc N () ker (ws A) = {0} implique la condition suivante

CAME)=0 VrES = C=0 V¢

et dans le cas ou il n’y a qu'un nombre fini de points dans X et X’, alors
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CALff=0 Ya = C=0 V¢

La deuxiéme condition impose que A'|s soit un isomorphisme donc

S (M ker A" = [0} et Im A'ms est fermé. Mais la condition § () ker A™ = {0}
est une condition trés naturelle. En effet elle est satisfaite si, pour chaque point

x, € S , nous avons Af(x;) = 0 pour au moins une f € F, parce que dans ce

cas
(Lx, AH = 0

= (A* an’ f) # O
et L, & ker A

Si cette condition est satisfaite V x, € §, alors S, qui est engendré par
[an}x < satisfaita S () ker A® = {0} . L’image de A’z est fermée si S est de

dimension finie. En effet, puisque A est continu, il est vrai que A" est continu
De plus I'image d’un espace complet de dimension finie est complete. Donc si S

est de dimension finie et S () ker A" = {0}, alors A"|s est un isomorphisme.

Dans le cas général, il faut admettre que Im (A" 7s) est fermée. Par exemple, pour
le probleme de poissonisation, ceci est le cas si nous choisissons pour I’espace F

un espace de Hilbert des mesures avec support dans le méme compact K C R* et

S = G = £(IN) (voir chapitre IV).

DEMONSTRATION DU THEOREME 1. — On démontre d’abord ’existence de
la solution du probléme spline. Puisque A’|s est un isomorphisme, son dual

ms A : A'(S)— S est aussi un isomorphisme et par conséquent, il existe une

solution unique # € A°(S) de ’équation

Ah(xq) = ga (5.2)
En effet, il existe une solution unique de @s Ah(x,) = g, et donc

ga = (La, g) = (La, -71«'S Ah) = (Laa Ah)

et Af(xg) = ga
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Notons que pour chaque f € ker zs A, nous avons (Lq, Af)= 0 et puisqu'’il
est vrai que A (S)* = ker ms A, la solution générale de (5.2) est de la forme

h + ker mg A . Donc toute solution particuliére est de la forme
f=h+f avec f € ker wsA

Le probléeme des splines est de trouver f tel que || zy+f| soit un minimum.

Notons que ker s A + N = ker s A ® N puisque leur intersection est
nulle. De plus c’est un ensemble fermé parce que N est de dimension finie et

ker mg A est fermé (s et A étant continus). Par le lemme 5.2 on trouve que

(ker ws A ® N) () Nt = my(ker ms A)

et my+(ker ms A) estfermé parce que c’est I'intersection d’ensemble fermés. Alors
’ensemble des solutions projeté sur N+ , soit zyrh + mys(ker ms A) est fermé
et il existe un point de norme minimale. De plus, puisque ker s A (N = [0},
la restriction de my+ a ker s A est bijective sur son image dans N* et on peut
conclure qu'il existe une solution unique de 1’équation (5.2) telle que sa projection
sur Nt est de norme minimale. Ceci est la solution unique du probléme des
splines.

Nous allons maintenant chercher un systéme d’équations qui caractérise la

solution spline. Pour cela, il faut d’abord noter que 7my+f € Im (A*ms) ol fest
la solution du probléme des splines. En effet, on sait que zy+f est orthogonale
a myu(ker mg A) puisque my:f est le point de norme minimale dans
anth + myi(ker s A) . Donc

(nn+f, mnrg) = 0 Vg € kermsA
= (ny+f, 8 = 0 Vg € kermsd
= mn+f € Im(A 7s)

Puisque {L } forme un ensemble total pour S et puisque A” : § —A°(S) est
un isomorphisme, il est vrai que {A"L,} forme un ensemble total pour A°(S).

Donc chaque g € A°(S) s'écrit
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g=1lim > A% A L,
n
Nous profitons d’une notation introduite dans [10] pour écrire
g = | a4,

1 s’agit d’une notation symbolique et en général £(dx) n’admet pas d’interprétation

en termes de mesure.

Pour la solution du probléme du spline f, nous avons my: f € A°(S) et donc

ane f = J L(dx) A*La

De plus, 7y: f € N1 et donc

< J Ldx)A Ly, £>=0 t=1,..,n

Puisque lim 2 22 A°L, converge fortement vers I £(dx)A’L, , par la convergence
- .

faible induite, nous avons
litxln > AL, N=0
o, en utilisant la notation symbolique
f o) Afs) = 0 (5.4)
La solution du probléme f prend la forme
f= f Ydx) AL+ Co f N CK))
et est sujette & la condition (5.4) ainsi que

Af, Lp) = gp (5.6)

ce qui est simplement (f, A*Lﬁ) = g, et si I'on injecte I’équation (5.5), on trouve

en utilisant la convergence faible et la notation symbolique
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[ 2dY) (W'La AL)+CoAfGp) =85

(5.7)
I 2(dx) Afix) =0

Ces équations sont caractéristiques de la solution du probléme des splines. On
peut le démontrer directement, mais on préféere ici démontrer qu’elles sont
caractéristiques du probléme de krigeage et donc qu’elles ont une solution unique,
d’ou la conclusion qu’elles sont également caractéristiques pour le probléme des
splines.

Pour le deuxiéme probléme, on cherche le meilleur estimateur linéaire qui soit
intrinséque dans le sens que (Hy-Hy, Y)=0 V y € N. Cette théorie a été

développée dans [10], et on la reprend ici pour la terminologie développée jusqu’a
présent.

On veut estimer Hy € Im (4°7s) tel que | Hy— Hy | est un minimum et tel
que (Hy-H, Y)=0 V y€ N. La deuxiéme condition implique que
H,-H, € N, et intuitivement on peut donc penser au krigeage comme & la

projection sur Im(4"n;) parallele 8 N+ . Plus précisément
H; € Im A'ng) = H.-H, € Hy-Im (A"7s) .
Mais H,-H, € Nt et donc
Hy-H; € [H~Im (4'z9)| N N*
Par conséquent Hy— Hj est la projection de 0 sur la variété

[Hx— Im (A*as)] M N*-.
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(Hy - Im(A"mg)) M N*

Pour voir qu’une telle projection existe et est unique, on remarque que la variété

est fermée puisque Im (A'7s) (| N1 est fermée. De plus elle est non vide. En
effet supposons que Im (A'mg) (YNt =0, alors Im (A'ws) C Ntou
N+t CIm (A"ws) (les variétés Im (A°ms) et N étant “paralleles”). Soit X

’ensemble majorant, X = Im(A4'ns) + Nt . Alors X1 = ker w54 (I N. 1l est
non vide; donc en contradiction avec ’hypothése, sauf si X = F. Donc, on a soit

Im(A ns) = F, soit Nt = F. Dans ce cas, I'autre sous-espace doit &tre vide
(sinon [Hy-TIm (4 7s)] () Nt sera non vide). 1l reste donc deux possibilités :
1) Nt = F et Im (4'w5) = 0. 1l existe une solution unique Hy=0

2) NL =0 et Im (4"mg) = F. 1l existe une solution unique Hy = Hy .

On voit donc qu’une solution unique existe qui est donnée par la projection
de 0 sur [Hy-Im (A 7mg)] () N+ . On a donc

(Hy-H, V) =0 VYe Hx—[Hx—ImM'ng)] M N+

Finalement Hj est caractérisé parce qu’il est le seul vecteur dans Im (A4 xs)

tel que (Hy-Hy, Y)=0 V Y €E N qui de plus satisfait a

(Hy-Hy, ) =0 V Y € ImAws) () N* (5.8)
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Maintenant appelons ¥ = Im (4 ws) () N1 et soit V’ I'orthogonal de V dans
Im (A"7s)

Vo= [Im ) NN N Im A'g)
Par le lemme 5.1 on trouve que
V' = Tim@rag N
Il est vrai que 7y (4'mg) @ N—>V est bijective parce que si u € N, alors
U = Tym L) U+ Ter (ns 4) U

et Si Ty (4'ag) ¥ = 0, NOUS rOUVONS U = Tier (ng.4) U
=> u€ckeragsA(N etdonc u=0.

Prenons le produit scalaire de Hx—H; avec un vecteur quelconque
z € Im (A 75)
z=qayzt+ay z

L’équation (5.8) implique que

(Hx_H;‘s Z) = (Hx"H;a b2 7l Z)

= (WV'(Hx"H;), Z)
mais m(Hy-Hy,) € V' => il existe n € N unique tel que
TimA'ng) B = oy (Hy — Hy)

Alors

,2) = (%1 (my 1,2) = (Wo(H= ), 2)

et donc

(Hy-H;, 2) = (n,2) V z € Im(A"ng) (5.9)
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et 'on a toujours

(Hy-Hj, y) = 0 Vyen (5.10)

Ces deux équations caractérisent H; € Tm (A" 7s) qui est la projection de H,

Im(A"7s) parallele & N parce qu'elles sont satisfaites si et seulement si

(Hy-Hy, y) =0 V y € Im A'ws) I N*

En effet, si (5.10) et (5.9) sont vérifiées, alors (5.10) implique que
H,—H, € N* et donc pour chaquez € Im (A ws) (M Nt , I'équation (5.9) se
réduit & (Hy-Hy, 2) = (n,2) = 0.

Rappelons que les {4'L,} est un ensemble total pour Im(A°7s) et puisque
nEN,ilexiste C;€ R telque n = 2 C; ]1 . Maintenant si on réintroduit la
notation symbolique, les équations (5.9) et (5.10) prennent la forme suivante sur

I’ensemble total {A°L,} (et ils restent donc caractéristiques de la solution)

J 2(dy) (A'L,, A'Lg) +Cp Afi(xp) = (Hy, ALy
(5.11)
[ £ien 4t A

pour I'estimateur H, = [ 2dy) AL, .

Ces équations étant caractéristiques pour le krigeage, cela implique que les
équations (5.7) sont caractéristiques pour le probléme de régularisation. Pour
démontrer qu’ils ont la méme solution, on utilise I'argument classique pour
démontrer ’équivalence entre krigeage et krigeage dual.

On peut interpréter H, en prenant son produit scalaire avec une fonction. En

particulier, pour chaque f tel que Af(xs) = go, On a

K= = [5@d) @ D= [ g

Donc la fonction A, reste la méme pour chaque fqui satisfait aux contraintes.

Nous démontrons que A, est la solution donnée par le probléme spline
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hy = J L;t(dy) 8y

Par I’équation (5.7)
B, = f zé&dy){ j de) 'L, A'L) + Cy Af(v)}

On peut renverser l'ordre des symboles parce que si x, —>x et y, —y alors
(%,,¥,) — (x,y) dans un espace de Hilbert et le résultat suit si on applique ce résultat

ici avec x, une somme finie qui tend vers le symbole I.!.;(dy) 8y . Par I’équation

(5.11), on trouve que

i = [\, AL)-Coaf) + Cof

et encore par ’équation (5.7)
hy = J 2(dz)(H,, A'L,) + C; f&

hy est donc (fH,) ou f est donné par I’équation (5.5), et le krigeage et les

splines coincident. Il

NOTA 1. — Nous avons démontré que pour chaque probléme de spline, on peut
trouver une interprétation en termes de krigeage : estimer Y, a partir de {Zo)zes

quand Z(x) = AY(x). 1l faut tout simplement identifier Y(x) avec H, et utiliser
comme covariance C(x,y) = (H,,H,).

NOTA 2. — Réciproquement, si Y(x) est une fonction aléatoire sur X et qu'on
veuille kriger Y(x) en présence des fonctions de dérive {j’}:'__.l , on péut construire
une spline qui donne le méme résultat. En effet supposons que H C LA, A,p)

est ’espace de Hilbert engendré par {¥(x)}. Construisons I’espace F des fonctions
isomorphes & H par

~—

F = [ 8y ;8/(x) = (¥, Y(x)) quand Y parcourt H }
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-

F est un espace autoreproduisant, et en particulier il est généré par
{8veey x € X} . Soit N un espace de dimension n avec comme base {f"}:;l et

produit scalaire (f,f™) = B une matrice définie positive mais arbitraire.

Maintenant posons F = F@ N. Cet espace est engendré par les vecteurs

gy + Ce ff. F est 'espace sur lequel on construit la solution spline équivalente

au krigeage. Pour le voir, supposons que { Bj,..., B, } est la base duale a { ...}
Il est facile de voir que les vecteurs Y(x)+ f"B, € HON' sont des

fonctionnelles d’identification sur F. C’est-a-dire
< Yx)+ fi B, 8 > = 8x) VgeEF

De plus, ces fonctionnelles engendrent H @ N’ qui est le dual de F. 1l reste
a considérer B,, comme une variable aléatoire dans LXQ,.4,p) indépendante de
Y(x) Vx et avec Cov (Bp, By) = Dy = (BYy"™ qui a été choisi de maniére
arbitraire. Il est clair que le krigeage de Y(x) est le méme que celui de Y(x) + By, f

du fait que les fonctions de dérive {f} sont filtrées. Par le théoréme qui vient d’&tre

démontré, le krigeage est donc équivalent au probléme des splines dans F.

NOTA 3. — Quand les espaces sont de dimension finie, on peut appliquer le
lemme 5.3 pour voir que les équations de (5.7) se réduisent a

MAKA+CTAf=¢
AMAf =0

ot K=Cov (Y, Y)=(H;, H) et f=(, .f) et Pestimateur est
ff=MAL,+bf.

Sans restreindre la généralité, on peut admettre dans le théoréme suivant que
ker A ()} § = {0}. Pour le voir, changeons legérement la notation. Maintenant

supposons que les données observées générent ’espace § et kerA" () § = {0} .

Posons § = Im T A . Notons que § C E . Soit §’ I’orthogonal de S dans 3 .
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Notons que ker A" () S = {0} et que les problémes de régularisation et de

krigeage restent inchangés si I'on travaille dans § au lieu de §. En effet, le
probléme de régularisation est de trouver le f qui minimise le terme suivant

f tel que f minimise { || wy: f ||2 + @g-Af, ng-AN) }
= f tel que f minimise { || my: fI? + (g-Af, wsE-AN) + & 75 8) }
= f tel que f minimise { || n: fI? + (g-Af, ws(g-Af) }
Pour le probléme de krigeage décrit dans le théoréme, il est clair que LS

et L) & S \ S parce que ms L, est toujours plus petit que L; dans le sens de

la forme quadratique & minimiser.

THEOREME 5.3. — Quand N est de dimension finie et N [) ker #g A = 0 ot

S =Im S A (N S, alors les deux problémes suivants ont des solutions uniques

et identiques

D Min M = (-4, 756 -AN) +l e I

2) Trouver Ly € S et H = A" L} tels que M’ =|| He- Hy |? +| Lx |
est un minimum et tel que (Hy-H;, Y)=0 V YEN.

DEMONSTRATION. — On a déja remarqué qu’on ne change pas les problémes
si I’'on travaille exclusivement dans S. Les problémes deviennent :

1) Min M = (-Af), wsg-AD) +| an- fI

2) Trouver Ly € S et Hy = A" L; tels que M’ =|| Hy— H | +]| Ly [P
est un minimum et tel que (Hy-H;, Y)=0 YV yEN.
De plus, on sait que ker A" () S = {0}.

Démontrons d’abord I’existence d’une solution unique pour le premier
probléme.

Notons que M s’écrit

M = (g,8)-2f, A'g) + (ms Af, ns Af) + (7n+ f, wn+ f)
(g,8) est constant, et n’intervient pas dans la minimisation . M est donc de la forme

M =< @, f> + B(f,f) sil'on prend pour ¢ le représentant de A'g et si
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B(f.f) = (wn+ f, nn: f)F + (s Af, ns Af)c

Mais B(f,f) est continue et sera coercive si (s Af,ws Af)c est strictement

positive sur N. Supposons que fE€ N et (ws Af, w5 Af)¢ = 0. Alors ms Af = 0.
Mais N(kerasdA=0 = [f=0.

Donc B(f,f) est coercive et le théoréme de Lax-Milgram s’applique. Le
probléeme de régularisation a donc une solution unique f. De plus f est déterminée
par 1'équation B(f,u) =< @,u> VY u€F.

Ici donc

(s Af, mws Au) + (ys f, aysu) = Ag u) VYV u€F

d’onr
A'ws Af + 7oy f-A"g, u) =0 Yu€EeF

et I'on trouve que

ays f+ A'ms Af-Ag =0 (5.12)
Mais le deuxieme et le troisiéme terme sont dans A"(S). Donc

TN f e A*(S)
et on peut écrire

iy f = f dx) A" Ly

Par la continuité de A” et la définition de de la notation symbolique, on trouve que

an: f= A J 2(dx) Ly

et I’équation (5.12) devient
A*([;,(dx) L+ nsAf—g) =0

Mais ker A" () S = {0}, et donc on trouve que

j 2dx) Ly + ws Af —g = 0 (5.13)
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Notre estimateur s’écrit sous la forme

f = TN+ f+ ﬂNf
(5.14)
f=[t@) A L+ Cf

et puisque my: fE€ Nt

I 2dx) Af. =0 (5.15)

Notons que {L, } forme un ensemble total pour S. Donc si on substitue (5.14)
dans (5.13) et si on prend le produit scalaire avec L, , on obtient avec ’équation
(5.15) le systtme

J;;(dx) (Lo Lo+ (AL AL+ Cr Af(xa) = £a
(5.16)
I 2(dx) AL . -0

qu'on peut résoudre pour obtenir I'estimation de f dans I’équation (5.14). On
démontre que ces équations sont caractéristiques de la solution unique a ’aide du
formalisme du krigeage.

Le probléme du krigeage nécessite I’estimation de L;€ESetH, =AL,.Ce

probléme s’interpréte dans le graphe (F,S). Choisissons la norme suivante sur
I’espace produit F X S

(fg) EFxS 10 P=I7I% +lglZ

Soit @ : S—=F XS une application linéaire et continue définie par
o) = AT.H. Il est facile de démontrer que ¢@'(f,g) = ms Af +g et donc

Im(p’) =S qui est fermée. Par conséquent ¢(S) est fermé dans Fx S.
Maintenant le probléme se réduit & une répétition du théoréme 5.2 si on choisit

~

H, = (H,0) H, = ( | s 'L, [ s Ly)
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et Y = (Y,0) pour YE N.

Alors le probléme s’écrit
Min |H-H.| tlque <H<-H,Y>=0 VYENx/{0}
H,E¥(S)

L’argument suit exactement les lignes du théoréme 5.2, sauf que maintenant
ona

V=g NWN* x5S)
V' = mgs) (N x {0))

et la projection 7,5y : N X {0} = V7 est bijective parce que kerms A (| N = {o}.
Nous avons donc ¢(S) = V@V et
(H,-H.,Y) =0 VYEV

Comme dans le théorgme 5.2, pour un Z € ¢(S), on trouve un n unique,
n€ N x {0} tel que

(He-HpZ) = 1,Z) Y Z € ¢(S)

Puisque (A°Lg, L) est une famille totale pour ¢(S), on trouve que le probleme

de krigeage a une solution

~—

*

H, = (J {dy) ALy, J 2{dy) Ly)
qui est caractérisée par

f L{dy) (A'Ls, A'L)+(Ls L))+ Ce Af(xp) = (s A'Lp)
(5.17)

[ e 40) )

On peut conclure que le systtme d’équations (5.16) caractérise le probléeme
de régularisation. I est facile de démontrer comme dans le théoréme (5.2) que
les deux méthodes ont la méme solution. l
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NOTA 1. — En appliquant le lemme 5.3, on peut trouver les équations dans le
cas fini

MAKAT+B|+C Af =¢
MAf =0

ot K= Cov(Y; Y) = (H;, H)
B = Cov (&, €).

NOTA 2. — Les conditions d’existence d’une solution unique du probléme de
régularisation (cokrigeage) sont plus faibles que pour le probleéme des splines
(krigeage). Ceci est encore plus marqué dans le cas d’une minimisation sous
contraintes (voir théoréme 5.4).

NOTA 3. — On a démontré que chaque probléme de régularisation se réduit
4 un probléme de cokrigeage. Il est vrai que chaque cokrigeage de ce type (filtrage)
s'interpréte également en termes de régularisation. Par contre, le cokrigeage
général n'admet pas d’interprétation évidente en termes de probléme de
régularisation. '

NOTA 4. — Revenons briévement sur la notation originale de la régularisation
min Q(f) + B(g-Af)
f

oll @ et B sont des formes quadratiques positives. Dans le chapitre III, on a noté
que dans la littérature concernant la régularisation, on utilise parfois un estimateur
a priori h(x) pour f{x). Il faut donc choisir f tel qu’il minimise

m}n Q(f-h) + B(g-Af) _ (5.18)
En termes de krigeage, on peut considérer A comme une dérive complétement
spécifiée (au lieu d’étre spécifiée & un paramétre pres, ce qui est le cas le plus

courant et correspond 4 la méthode de dérive externe [11]). Pour examiner de plus
prés cette interprétation, nous allons modifier le probléme de régularisation (5.18).

Soient f =f-h et E = g-Ah . Alors (5.18) s’écrit
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min Q(f) + B(8 -Af) (5.19)
7

et on voit que les solutions des deux problemes (5.18) et (5.19) sont liées par
f=f+h.
Mais on sait que (5.19) est équivalent & un krigeage. Explicitons lequel. Si

Z=AY+e¢

Appelons ;‘(x) = Y(x)-h(x) et Z(x) = Z(x)-Ah(x) et choisissons
I’équivalence spline/krigeage entre (5.19) et le krigeage des résidus Y(x) par les

observés résiduels Z(x) . Mais h(x) étant connue, on sait que le krigeage de Y(x)

n’est autre que

Y = ;’*(x) + h(x)

et par conséquent, le krigeage de Y(x) en présence d’une dérive fixée h(x) est
équivalent a la régularisation avec un estimateur a priori (5.17).

En ce qui concerne la méthode de dérive externe avec filtrage, il est facile de
voir qu’elle est équivalente & la régularisation suivante

n}ﬁn Q(f - ah) + B(g-Af)

oll a est un paramétre a déterminer. En effet, Q(f-ah) est nulle quand

f € ah + N. Donc Q est coercive sur le sous-espace N Lo N=N+E et
E est I’espace d’une dimension générée par h. Comme nous I'avons fait au début
de ce chapitre, nous pouvons redéfinir la norme sur F, et la régularisation devient

min | 7. fIP + @A, 75 g -4f)

ce qu’on peut résoudre comme précédemment. Notons qu’il y aura des conditions
de dérive supplémentaires dues & k. Elles ne sont rien d’autre que les conditions
de la dérive externe.

Bien que nous ayons considéré ici les résultats obtenus pour la dérive externe
avec filtrage, il est clair qu’on a le méme type de résultats pour le krigeage avec
dérive externe sans filtrage.
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Dans la littérature sur les splines, on s’intéresse aux problémes des splines
d’interpolation dans un convexe. Il existe des théorémes d’existence et d’unicité
pour ces problémes [11], mais ils sont nettement plus difficiles, et beaucoup plus
contraignants que le théordéme 5.2. Grace au théoréme de Stampachia, on peut
donner ici des conditions trés simples pour I’existence et I'unicité d’un probléme
de régularisation (spline d’ajustement) dans un convexe. Malheureusement, ce
n’est pas un théoréme constructif, et comme pour le probléme des splines dans
un convexe, il semble qu’il soit nécessaire de faire appel aux méthodes d’analyse
convexe en dimension finie pour expliciter une solution. Par exemple, nous avons
résolu le probléme de poissonisation & 1’aide d’une programmation quadratique
dans le chapitre IIL

THEOREME 5-4. — Soit K un ensemble convexe, fermé, non vide. Alors le
probléme de régularisation

min Q = (@-A4f), ws@-Af) +| =n: £

fex

a une solution unique f€ K quand N M ker &g A = {0}
DEMONSTRATION. — Comme pour le théoréme 5.3, on peut écrire

Q=@&g+2<of>+B()

olt (g,g) est une constante,

@ est le représentant de A'g dans F’
et B, = (anf, wnHF + (ns Af, s Af)g est une forme bilinéaire continue

et coercive.

On peut donc appliquer le théoréme de Stampachia pour conclure qu’une
solution unique f€ K existe. De plus cette solution est caractérisée par

fEK
(nnof + Ams Af -A'g, h-H =20 VY heK (5.18)

Cette procédure de régularisation n’admet pas de formulation évidente en
termes de krigeage, dans le sens qu'on ne trouve pas facilement une fonction
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aléatoire et une minimisation de variance qui donnent le méme résultat. Néanmoins
on voit dans l’équétion (5.18) et dans le développement du théoréme 5.3 qu’une
interprétation des normes comme l'inverse d’une matrice de covariance reste
valable, ce qui justifie notre démarche dans I'application de la régularisation au
probléme de la poissonisation.

Dans le cas fini dimensionnel, il doit étre possible de trouver une caractérisation
en termes “d’équations de krigeage dual sous contraintes” du probleme de
régularisation de la méme mani¢re que dans [12], pour la définition du “krigeage
positif”. Nous n’avons pas suivi cette voie parce qu'il n’y avait pas d’applications
directes aux problémes pratiques qui sont traités ici.






Cuarrtre VI

LE FILTRAGE NON LINEAIRE

6.0. — INTRODUCTION

Jusqu’ici nous avons traité de deux problemes : I'estimation du signal
sous—jacent Y(x), qui a été traité par des méthodes spatiales linéaires (krigeage
linéaire), et I’estimation de la loi de {Y(x)} dans laquelle la distribution spatiale
de Y(x) n’a joué aucun role. Si I'on veut maintenant estimer une fonction
non-linéaire de Y(x) qui est elle-méme une variable spatiale, il semblera assez
naturel d’utiliser un estimateur non linéaire. Par exemple, si I'on veut estimer
I’histogramme local dans un domaine v

1
F(2) = P[Y(x) <zlx € v] = Iv T vw<z) dx

il faudra alors estimer I (yg)<z) qui est une fonction non linéaire de Y(x). Dans

ce chapitre, nous traiterons de deux estimateurs qui sont I’espérance conditionnelle
et le krigeage disjonctif.

Il est intéressant de voir si, dans la pratique, un filtrage non-linéaire donne
de meilleurs résultats que le krigeage linéaire pour Pestimation du signal
sous-jacent Y(x). Ceci n’est nullement évident. Par exemple I’espérance
conditionnelle peut donner de mauvais résultats si le modele choisi est mal adapté.
Dans le krigeage linéaire, on n’utilise que des fonctions de covariance qui, comme
on P’a vu, sont assez faciles a estimer a partir des données observées. Pour
I’espérance conditionnelle, par contre, il faudra connaitre la loi multivariable,
laquelle n’est pas accessible a I'aide des seules données. L’estimation par krigeage
linéaire peut étre considérée comme une procédure objective, alors que ’espérance
conditionnelle ne sera pas en général objective, sauf peut-étre dans les cas ol la
physique du phénoméne est bien connue, et c’est le modele objectif physique qui

. suggére la loi multivariable avec laquelle on travaillera (on peut penser par exemple
a une modélisation avec un processus de diffusion).

En position intermédiaire entre 'espérance conditionnelle et le krigeage
linéaire, se trouve le krigeage disjonctif, [1], qui dépend seulement des lois
bivariables et est par conséquent plus facile & modéliser a partir des données.
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6.1. — ESTIMATEURS PROVENANT D’UNE PROJECTION

Deux types d’estimateurs non-linéaires sont introduits a titre de rappel dans
ce chapitre, le krigeage disjonctif et I’espérance conditionnelle. Ces estimateurs
appartiennent avec le krigeage linéaire a une famille d’estimateurs provenant d’une
projection dans un sens donné sans rigueur mathématique dans les paragraphes
suivants. |

Comme précédemment, Y(x) désignera la valeur & estimer connaissant des
observations des variables aléatoires Z(x1),..., Z(x,) . Y(x) et Z(x) sont des fonctions
aléatoires strictement stationnaires. On aura l’occasion d’utiliser la notation
Z(x;)) = Z;. Soit Me un espace linéaire contenant une certaine classe € de

fonctions de Z;,..., Z, admettant le moment d’ordre deux

Me = {fZy,...Z) ; fE€ €]
Me sera muni du produit scalaire de la covariance non-centrée

< fi, fr > = E [fiZ1,.... Zn) fAZ1;-.., Zp)]

et M est supposé fermé pour la topologie induite par le produit scalaire. On peut

donc considérer la projection de Y(x), ou plus généralement d’une fonction
measurable F(Y(x)), dans I’espace Me .

t )
La projection Y'(x) (ou =
F*(Y(x))) est un estimateur } - Me
de Y(x). L’estimateur sera 0 y
bon si Y(x) est “proche” de }
Mg en termes de norme. BY'(x)

On peut voir que si I’espace

Mg devient plus grand, la

norme de Perreur | Y(x)-Y'(x)| devient plus petite. Néanmoins, comme on le

verra dans les exemples suivants, ceci nécessite un renforcement des hypothéses
a faire sur les données. En particulier si I’on choisit un espace Mg trop grand,

on peut étre amené a faire des hypothéses qu’on ne pourra pas vérifier en pratique.

Rappelons qu’une projection est caractérisée par le fait que I'erreur
(Y(x) - Y'(x)) est orthogonale a tous les vecteurs de Me .
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< Yx)-Y &), (iZ1,e.0,Zp) >=0 Y AZ1,....Zn) € Me

Mais Y'(x) est dans Me . Elle prend donc la forme Y = g(Zy,...,Z,) et

8(Z;,...,Z,) sera alors caractérisé par I’équation :
< 8(Z1yeer Zn), fZ1yeesZp) > =< YY), iZ1,....2Zn) > Y fE Me

C’est cette procédure qu’on utilisera maintenant pour définir le krigeage
simple, le krigeage disjonctif et 'espérance conditionnelle.

6.1.1. — Krigeage simple

Ici la classe € représente les combinaisons linéaires de {Z} et du vecteur

constant 1.

n
Me = {C+ > uiZi; C, ﬂiE]R}
i=1

Me est un espace de dimension (n+l) avec pour base (1, Z4,...,Z,} . Puisque
Y'(x) € Me , il existe Ag, A1,...rdn tels que Y'(¥) = dg+ Z 4 Z; et Y (x) est
caractérisé par le fait que (Y(x)- Y (x)) est orthogonal a tous les vecteurs de Mc .

Pour cela, il suffit que (Y(x)-Y'(x)) soit orthogonal & chaque vecteur de base.

<Y(x)-Y'(x), 1> =0
(6-1)
<Y(x)-Y'(x), Z;> =0 i=1,...,n
Introduisons maintenant la covariance centrée :

Cov [Z(x), ZO)] = E [Z), Z()] -m} = < Z(x), Z() > ~m%

Cov [Z(x), Y)] = E [Z(), Y(y)] -mz my

ou mz = E [Z(x)] et my = E [Y(x)].

La premiére équation de (6-1) donne alors :
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n
=D Amz+my (6-2)
i=1

et en utilisant (6-2), la deuxiéme équation de (6-1)

> 4 Cov [Z;, Zj] = Cov [Y(x), Z] (6-3)
i=1

qui sont les équations du krigeage linéaire avec moyenne connue. Le terme

(Y(x) - Y'(x)) est l’erreur résiduelle et la variance de krigeage est donc :
n
0% = Y®) - Y'®) |P= Var(¥x)) - > 4 Cov(Y(x), Z).
i=1

La solution des équations de krigeage linéaire nécessite seulement les fonctions
de covariance Cov(Z(x),Z(y)) qu'on peut estimer directement avec les données
et Cov(Y(x),Z(y)) qu'on obtient avec deux acquisitions ou bien si I’on connait

explicitement la loi du bruit (voir Chapitre II). Si, par contre, I'on veut estimer
une fonction F(Y(x)), alors on peut aussi facilement écrire le systtme des équations
a résoudre :

2 /1,' COV(Z,',Z]' = COV(F(Y(x)), Zj)

mais en général il n’y aura pas de moyen simple d’estimer Cov(F(Y(x)),Z;) sans
connaitre la loi bivariable (¥,Z). Puisqu’on est obligé d’utiliser la loi de (¥,Z), on
peut aussi bien utiliser un estimateur qui I’exploite complétement. C’est le krigeage
disjonctif.

6.1.2. — Le krigeage disjonctif

Soit Fz(dx) la loi stationnaire de Z(x) et L%(F;) ’espace des fonctions & carré
intégrable par rapport a F;

fe L¥Fp - ] )12 Fz () < o

On prend maintenant I’espace Me de la forme :

Me = {if,(z,-) . fe L2<Fz)}
i=1
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Cette classe est évidemment beaucoup plus grande que celle utilisée pour le

krigeage linéaire. Notre estimateur prend la forme Y'x) = Z f(Z) et il faut

maintenant déterminer les fonctions f au lieu d’estimer uniquement les
pondérateurs comme dans le cas précédent. Les f; sont déterminées si pour chaque

2 € Mg ona:
<Yx)-Y@), Z>=0
Puisque Z=3 g{(Zi) pour des g € LYFz), il suffit que :

< Y(x)-—Y'(x), gZy) >=0 k=1..,n; g€ L2(Fz)

= E [(16) - Y'() £(Z)] = 0

< E ;gk(Zk) E[Y(x)—Y'(x)|Zk]] =0

«E :Y(x)—Y(x)le] =0 V k=1,.,n

Les f sont donc déterminées par les équations :
n
E [Y(X)|Zk] = D E [f{Zi)| Z] k=1,.,n (6-4)
i=1

Notons que I’on peut estimer aussi facilement f(¥(x)) pour une fonction

arbitraire f. En effet, si f(Y(x)) = Z f{(Z), les £ satisfont a :
n
E [{Y®)|Zk] = X E [fAZ)| Z] k=1..,n (65
i=1
La variance d’estimation est || Y(x)-f(Y(x))|?>. Les équations a résoudre
dépendent des lois bivariables (Y(x), Z(y)) et (Z(x), Z(y)), et il convient de les

modéliser avant de procéder a I’estimation.

6.1.3. — L’espérance conditionnelle

Le troisiéme exemple d’un estimateur provenant d’une projection est aussi le
plus puissant. Il s’agit de 1’espérance conditionnelle. On a besoin ici de la loi de
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(Y(%), Z(x1),..., Z(xp)) . Supposons que Fz(dxy,...,dx,) soit la loi de (Z3,...,Z,).
Avec la méme notation que précédemment, on appelle L¥Fz) I’espace des

fonctions a carré intégrable par rapport a F(dxy,...,dx,)

fe Lz(Fz) <« Jlﬂxl,...,xn)lz F(dx;,...,dx,) < ©

et I’on considére :

Me = { {Zy,-...Z2), | € LXF) |

L’estimateur devient maintenant AY) = g(Zi,...,Z,). L’estimateur est
déterminé si, pour tout E € Me :
<Y®)-Y(),Z>=0
et comme pour le krigeage disjonctif, ceci est vrai si et seulement si :

E [Y&)-Y'(®)|Z1,...,Z,] = 0

6.2. — LE KRIGEAGE DISJONCTIF

Retournons au krigeage disjonctif pour I’étudier plus en détail. Comme on I'a
vu, les équations a résoudre sont :

E [Y)|Z] = i Elfi(Zi)| Z]] | i=1,..,n
k=1

Soit P%Z%i (dx,dy) la loi bivariable de (Z, Z), et P¥% (dx,dy) la loi de (¥;, Z).
Supposons que la loi conditionnelle de (Z|Z;) existe et soit PZl% (dx), et que de

plus (Y|Z;) existe avec pour loi PY1% (dx). Les équations du krigeage disjonctif

pour ’estimation de f{(Y(x)) prennent la forme :
n
J fo) PYeidy = > I fiy) PH%4 dy)  j=1,..n (6-6)
k=1

Le krigeage disjonctif s’écrit alors en termes d’un systtme d’équations
intégrales. Si on voulait résoudre ces équations directement — et on en verra un
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exemple dans la section suivante -, une procédure possible serait de commencer
avec un modeéle de (Y(x),Y(y)). Le plus facile sera de prendre un modéle assez
simple, par exemple I’anamorphose d’une loi bivariable gaussienne ou gamma
(voir 6.3 et 6.4). Parfois on connait un modele de I'origine physique de I'image
(par exemple une processus de diffusion, un modele de feuilles mortes [2], ou
des fonctions booléennes [3]), et on connait ainsi la loi de (Y(x),Y(y)) & quelques
paramétres prés qu’on peut estimer a I'aide des données observées (Z(x),Z(y)) et
de notre connaissance de la loi du bruit (Z(x)/Y(x)). On peut méme essayer une
estimation directe de la loi bivariable a partir des variables observés (Z(x),Z(y))
par une méthode d’inversion comme celle que I’on a vue au chapitre V. Mais cette
derniére est trop lourde en pratique, et il faudra estimer les lois bivariables au
moins pour plusieurs couples (Z(x),Z(y)) de séparation (x-y) et ensuite trouver une
famille de lois bivariables cohérentes (provenant d’une fonction aléatoire) qui
ressemble a nos lois estimées.

Quand on a choisi les lois bivariables (¥(x),Y(y)), on peut facilement calculer

PZilZ et PY1Z en fonction de la randomisation Y|Z (par exemple avec une
poissonisation ou par un autre type de randomisation). Ceci nous donnera au moins
une vérification partielle lors de la comparaison avec la version expérimentale de

PZilZ | Pour finir, on discrétise PZ!% et PY1% et on résoud les équations linéaires
dérivant de (6-6).

Actuellement, cette méthode semble trop cofliteuse pour Etre utilisée
systématiquement dans des applications actuelles sauf, peut étre, dans quelques
cas particuliers. C’est néanmoins la seule méthode qui assure le libre choix des
lois bivariables et en méme temps un bon modele de la loi de randomisation

Z(x)|Y (x).
Dans la pratique de la géostatistique miniére, on ne résoud pas directement
les équations du KD. Les données sont anamorphosées en une loi isofactorielle

pour laquelle le krigeage disjonctif admet une forme plus simple. Nous
considérerons les lois isofactorielles au paragraphe 6-3.

6.2.1. — Un exemple simple

Pour essayer de résoudre directement les équations du krigeage disjonctif, nous
allons considérer I'image suivante a une dimension. Supposons la droite divisée
en segments par un processus de Poisson. Sur chaque intervalle, on tire la valeur
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1 ou 0 avec la probabilité p et 1-p respectivement, de fagon a ce que les valeurs
prises par les intervalles soient indépendantes deux par deux. Ceci constitue un
exemple simple d’un processus mosaique. On suppose maintenant que cette
“image” est observée avec un bruit poissonien. Sur la Fig. 6-1, on voit I'image
sous—jacente et sur la Fig. 6-2 l'image bruitée est superposée a I'image
sous-jacente. Le but est ici de comparer les estimations de 1'image sous—jacente
obtenues par krigeage linéaire et par krigeage disjonctif. Nous ne disons pas que
ce soient les meilleures méthodes pour résoudre ce probléme particulier. Le but
est tout simplement de comparer les krigeages linéaire et disjonctif dans un cas
d’école. Notons bien que le bruit est trés bien corrélé a 'image sous-jacente. En
particulier, il ne peut y en avoir que lorsque 1'image sous—jacente prend des valeurs
non-nulles.

50.0 100.0 150.0 200.0
4.00 T T T 4.00
3.00 -.3.00
2.00 -1 2.00
1.00 4 1.00
0. L . ]
50.0 100.0 150.0 200.0
- -
Signal sous- -jacent
_

Figure 6.1 Signal sous—jacent
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0.0 150.0 200.0
50.0 10 1.00

2.00

Q.
200.0

Signal bruité et sous-jacent

Figure 6.2 Signal sous—jacent ... trait continu
Signal bruité ... pointillé

Il est facile de démontrer que la fonction de covariance de I'image sous-jacente
prend la forme

) = p-p?) e/

et que la moyenne est m = p. Par conséquent, la fonction de covariance pour
I'image bruitée est

CEn) = (p-p?) e/ + péyy

et le rapport signal sur bruit SSB = 1-p. Soit g(h) la fonction de corrélation

de Y, o(h) = e1hl/d 11 est facile de vérifier que la loi bivariable pour deux points

d’un processus mosaique séparé par une distance h est ([5]) :
Py(dx, dy) = o(h) 0x(dy) F(dx) + (1-o(h)) F(dx) F(dy)

ou F(dx) est la loi univariable.
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0 x<0
Dans ce cas Fix)=3 1-p 0=sx=<1
1 x=<1

d’oll on tire la loi bivariable pour Y(x) et Y(x+h) séparés par h.

Po(h) =P [Y(x) =0, Yx + h) = 0] = (1-p) e 1hl/d 4 (1-pY? (1 -e1hl/4)
Pi(h) = P [Y(x) = 1, Y(x + k) = 0] = p(1 -p)1 -e1#1/4) = Py(n)
Pup)=P[Yx)=1, Yx+h)=1]=p e hl/d 4 p2 (1 —gmIhl/dy

1l est trés facile de trouver la poissonisée de cette loi :

!

1 Pio(h) Po1(h) 1
Ono 6-mO Poo(h) t— (5mo . Ono | T me Py1(R)

P[Z(x) =n, Z(x+h) =m]

4 sih>0

2| i k=
(5nm[(1 "p) 6n0+ n'e] sih=0

oun, m=20,1, 2 3,.

On trouve aussi

PIY() = i, Z(x + k) = m] = g Polh) + m'l —Pa(h) Vh

ouni=0I1;m=20,1,2,.

On peut maintenant essayer de résoudre les équations du krigeage disjonctif
directement. Notons d’abord que

pYlZi=m ¢) = P D;=[ZJ: =Z,m=—i m]

donc E[Y|Z; = m] = P[YPTZ-L _Z,m=] m]
=

Les équations du krigeage disjonctif deviennent
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S S )P (Za=i Zg=il =P [Ye=1, Z =]
g=1j=0

a=1,...,n
i=0,1, 2,..

Dans cet exemple, nous construisons une mosaique avec p = 2. Autrement
dit, 50% des valeurs prennent la valeur 1. Les fonctions de covariance sont
C¥(h) = Y e 1M/6 et CZ(h) = % e 1#1/6 + 148, et donc le rapport signal sur bruit
est égal & % . Le nombre des données est de 400 et le voisinage utilisé est de 15
points. Les résultats du krigeage disjonctif et du krigeage linéaire avec moyenne
connue sont montrés aux figures 6-3 et 6-4 respectivement. Les erreurs
d’estimation et les rapports signal sur bruit sont résumés au Tableau 6-1. Les
valeurs du krigeage linéaire avec moyenne inconnue ont ét€ ajustées pour permettre
la comparaison.

Tableau 6-1.
Variance d’erreur SSB
Image bruitée 0.512 0.487
Krigeage linéaire 0.089 2.80
(moyenne inconnue)
Krigeage linéaire 0.084 2.98
(moyenne connue)
Krigeage disjonctif 0.058 4.26
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Signal sous-jacent et KD

Figure 6.3 Estimateur par krigeage disjonctif

50.0 100.0 150.0 200.0
T T T 2.00
s 41.15
{ 4 1.50
41.25
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i Jo.s0
i 1 I 3 4o.25
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Wy ’g\j-' -:"‘. ':: & ¥ ‘\
L L 0.
50.0 100.0 150.0 200.0

Signal sous-jacent et KS

Figure 6.4 Estimateur par krigeage linéaire

(krigeage avec moyenne connue)
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Pour ce type d’image, nous voulons avoir un résultat en termes de 0 et 1, et
nous proposons donc de seuiller I'image. Toutes les valeurs supérieures a ¢
(0 = g = 1) prendront la valeur 1.

Si I’on fait un krigeage disjonctif avec un voisinage d’un point, I'estimateur
en un point x ol I’observation est non-nulle sera 1. On perd cette propriété
lorsqu’on utilise un voisinage de plus d’un point. Pour la réimposer, nous avons
décidé de choisir la coupure q telle que I’estimation en un point x ol I'observation
est non-nulle mais o tous les points du voisinage de x ont des observations nulles,
sera mise égale a 1. On trouve g = 0.438.

Pour le krigeage linéaire, il n’existe pas de moyen aussi simple pour choisir
une coupure parce qu'on ne prend pas en compte la loi de I'image sous—jacente.
On a décidé de choisir g = 0.5 et il se trouve qu’en effet ce choix n’est pas loin

de I’optimal trouvé expérimentalement (puisque 1’on connait I'image réelle on peut
faire varier q pour trouver la valeur optimale. Malheureusement dans un cas
pratique nous n’aurons pas cette possibilité). On compare alors ces estimateurs
avec I'estimateur naif pour lequel on avait mis toutes les observations non-nulles
a 1. Dans les figures 6-5 - 6-8, on voit ces trois estimateurs sur I'intervalle [1, 200]
avec le processus sous-jacent comme référence.

Comme mesure d’erreur, on n’utilise pas la variance d’erreur mais le
pourcentage de points mal classés qui est résumé pour tout le champ [8,392] au
Tableau 6-2.

Tableau 6-2.
Nombre d’erreurs Pourcentage
Estimateur naif 66 17.2%
Krigeage linéaire 31 8.1%
(moyenne connue)
Krigeage disjonctif 14 3.6%

On peut voir sur les deux tableaux que le krigeage disjonctif donne des résultats
qui sont meilleurs que ceux obtenus par le krigeage linéaire a la fois pour I’erreur
quadratique et pour le nombre d’erreurs de classification aprés seuillage.
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Figure 6.5 Signal sous-jacent
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Figure 6.6 Estimateur par krigeage disjonctif

(et seuillage)
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Figure 6.7 Estimateur par krigeage linéaire
(et seuillage)
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Figure 6.8 Estimateur sans filtrage spatial
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6.3. — MODELES ISOFACTORIELS

Nous avons déja remarqué que la solution directe des équations du krigeage
disjonctif est souvent assez cofiteuse en temps calcul. Ceci est une des raisons pour
lesquelles en géostatistique miniére on utilise des lois spéciales, qu’on appelle lois
isofactorielles, pour lesquelles le krigeage disjonctif admet une forme simple. Nous
notons que les lois (Y(x),Y(y)) ou (Z(x),Z(y)) sont des lois symétriques, et la loi
bivariable entre le signal sous—jacent et le signal observé (¥(x),Z(y)) est une loi
dissymétrique. En général, il n’est pas trop difficile de trouver des lois
isofactorielles symétriques, mais étant donnée une loi isofactorielle (¥Y(x),Y(y)) et
une loi de randomisation (Z(y)|Y(x)), la loi de (¥(x),Z(y)) ne sera pas en général
isofactorielle.

Pour l'instant, nous allons supposer que toutes les lois bivariables sont
isofactorielles puis nous verrons quelques exemples ol cette condition est vraie.

Supposons que Y(x) et Z(x) sont des fonctions aléatoires strictement
stationnaires. Si la loi bivariable pour (Z(x),Z(x+h)) prend la forme

PZ(dx, dy) = u(x,y) F¥(dx) F*(dy)

oll F%(dx) est la loi univariable de Z, et si ®; est de la forme

Dy(x,y) = ZD bnh) Xn(%) %n()

oll 4(x) est un systtme orthonormal complet pour LXFZ)

[ 26) 2m6) FER) = O,

on dit que Z(x) a des lois bivariables isofactorielles (cu souvent que Z est
isofactorielle). Notons que les u,(h) ne sont pas des fonctions quelconques de A.

En particulier, on voit que

Cov [xn(Z(), xnl(Zx + P)] = pn(h)

Il n’est pas nécessaire de donner ici plus de détails sur les fondations des lois
isofactorielles. Le lecteur intéressé pourra se reporter a [1] ou [6].

Supposons également que la loi dissymétrique est isofactorielle
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-]

P}Z(dx,dy) = 3. vah) 1) 2aly) F(dx) F4(dy)

n=0

Notons que v,(h) est une fonction de covariance

va(h) = Cov [nx(Y(x)), x(Z(x + )]
ol 7,(x) est un systéme orthonormal complet pour LYFY).

On considére maintenant & nouveau les équations du krigeage disjonctif.
Puisque 7, est une famille compléte, on a

P(Y(x)) = % @n M(Y(x))

avec gy = f o0) 1) P ).

N
Notre estimateur est de la forme @ (Y(x)) = X fa(Zs) . On peut développer
a=1

chaque fonction f, par

fdZa) = Zo fd" ¥n(Za)

avec f, = ] Fu®) 20) FH)

L’estimation de @(Y(x)) se réduit alors & I'estimation des coefficients {f5"} .

Notons les résultats importants :
E [Xn(za)lzﬁ] = j Xnf%) {% Hn(Xa "xﬂ) Am®) Xm(Zp) F Z(dx)} = Un(Xq—Xp) X(Zp)

Egalement : E[n,(Yx)|Zg] = vax —x8) ¥(Zp) -

Maintenant les équations du krigeage disjonctif, qui sont

N
E [¢(Yx)|Zg] = ; E [fa(Za)|Zg] B = 1,...,n

se transforment & I’aide des résultats ci-dessus en :
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) N ®
§:¢M1M@“x@$&a$)= 2: E:ﬁflh@h‘xﬂﬁhGQ»
n=0

a=1 n=0

Les coefficients de y.(Zg) doivent étre égaux; nous obtenons donc un systeme
d’équations linéaires pour chaque » = 0, 1, 2,... Soit :

N
z ﬂn(XG_xﬂ) fa = @n ’Vb(x _xﬂ) ﬁ =1,...,N (6"7)

a=1

Rappelons que Cov 1Y), ¥(Zp)] = Va(xa—xg) . On voit alors que le systéme
d’équations (6-7) n’est que le krigeage linéaire de (@n7n(Yx)) a partir des données
[x,,(Zﬁ)}ﬁ;l . Autrement dit, Pestimateur de @(Y,), prend la forme simple
P (YR) = Z @n n(Y(x)) ol 7' (Y(x)) n’est que le krigeage linéaire de  #7(Y(x))
a partir de [x,,(Zﬂ)] .

On utilise essentiellement trois méthodes pour obtenir les modeles isofactoriels.
La premiére consiste a4 régulariser des mesures aléatoires orthogonales [1]. La
deuxiéme considére les processus de Markov, plus particulierement ceux de
naissance et de mort , et les processus de diffusion [7, 8, 9]. Pour finir, on a les
processus de type mosaique [10] et leur généralisation [11, 12].

Nous avons déja dit qu’il n’y a en général pas grande difficulté & trouver des
modeles isofactoriels pour modéliser les lois symétriques, au moins pour la variable
observée Z(x), et on trouve un grand nombre de modeles dans la littérature citée.
Pour les lois dissymétriques, nous allons emprunter les lois utilisées en
géostatistique miniére pour la raison suivante. Normalement, dans une étude
miniére, on connait des échantillons quasi—ponctuels, et on veut estimer la fonction
de répartition des unités minieéres (ou blocs) soit globalement soit dans une zone
assez grande (un panneau). Nous sommes alors intéressés par une estimation des
variables avec un certain support, connaissant des données sur un autre support.
Bien qu’il soit plus difficile de les trouver que dans le cas symétrique, la littérature
déja citée contient un grand nombre de modeles de changement de support qui
sont isofactoriels. Dans la plupart des cas, ces modéles sont développés en
considérant que I’échantillon est une randomisation de la valeur du bloc dont il
provient. Pour ce type de modéle, si I'on considére le bloc comme étant notre
variable sous—jacente et I’échantillon notre variable randomisée Z(x), on voit que
ces modeles restent valables pour le probléme qui nous concerne. Nous allons tout
de suite considérer quelques exemples.
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6.3.1. — Modéles isofactoriels hermitiens

Si Y(x) est une fonction aléatoire stationnaire et gaussienne ayant pour fonction
de corrélation g(h), la densité bivariable (Y(x),Y(x+h)) est de la forme :

1 5(7——(92362 y-2em) 1 _,x_?_ 1 I
3] 2

1_92 \/—_ T——e

g,y =

1 2 .
Posant g(x) = —— e "z, on peut démontrer que
V27 4

gxy) = 2. 0"(h) 1ax) 140) 8&x) 80)
n=10
oll 7,(x) est le polyndme d’Hermite normalisé d’ordre n

1
e = ’E—T H(x)

s dn x2
ete 2 Hykx) = "2 est la formule de Rodrigues utilisée pour les générer.

dxn
Il est néanmoins plus facile de générer ces polyndmes a I'aide des relations de

récurrence

me) =1; mk) =-x

1
Mn+1(X) = - T+l X %) - oy 1 Nn-1(%)
Notons aussi que, pour un couple bigaussien (X,Y) de corrélation g, on a :

E [H/X)|Y] = ¢"HAY)

On construit maintenant la loi bivariable de (Y(x),Z(x+h)) & partir de la
randomisation suivante :

Z(x) = r Y(x) + ‘/1—r2 €x)

ot 0 sr=1, Z(x),Y(x) et e(x) sont tous N(0,1) et € est indépendant de Y. On
a donc Corr [Y(x),Z(x)] = r. I suit que (Y(x),Z(x+h)) est bigaussien avec la
corrélation ro(x;—xz) et on peut immédiatement I’écrire sous sa forme

isofactorielle
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2y = S (rol1-1)" 1) 1) 86) £0)
n=0

De plus, le couple (Z(x),Z(x+h)) est bigaussien avec la corrélation
o(h) si h>0
oz(h) = _
1 si h=20
et la loi bivariable de (Z(x),Z(x+h)) s’écrit :
gi.y) = 2. oz(h) malx) 1) 8) 80)

Nous avons maintenant les lois symétriques et dissymétriques sous forme
isofactorielle. Le krigeage disjonctif de ¢(Y,) pour une fonction ¢ € L¥FY) se

fait selon la méthode donnée au paragraphe 6.2.
Si o(Yy) = Z @n Na(Yy)
alors () =D @n na(Ys)

ol 7Y = > A% 7(Zs) etles A% sont les solutions de

N
S 2% 0%xa—xp) = r"0"(x —xp) g=1,.,N
a=1

On peut démontrer facilement que la variance d’estimation s’écrit

o N
Var [qu();)—tp’(Yx)] = Zﬂ%(%— >z roh(x —Xa))

a=1

On peut généraliser les lois isofactorielles de lois marginales gaussiennes de
la maniére suivante ([13]). '

Si X et Y sont des gaussiennes réduites et si les polyndmes d’Hermite satisfont

E [1:0|Y] = Ty 7«(Y)

et

E [7:(V)|X] = Ty 7:X)
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alors nous avons une loi isofactorielle et tous les résultats énoncés restent valables
pour cette loi plus générale (appelée loi hermitienne). La loi bivariable de X et
Y est

g5Y0,y) = D Tu %) 1a0) 8(x) 81

On peut démontrer que les coefficients {T,} proviennent d’une loi hermitienne si
et seulement si

o= [ " otde)

pour w(dpe) une loi de probabilité sur [-1,1]. Autrement dit la loi hermitienne est

un mélange des lois gaussiennes par rapport & la loi w(dp). L'exemple le plus
simple est la mosaique gaussienne (sur chaque intervalle, la fonction prend une
valeur tirée selon une loi de Gauss) pour laquelle w(dg) est concentrée en 0 et
1.

6.3.2. — Modéles isofactoriels de Laguerre

On dit que Y suit une loi gamma de paramétre a si sa densité ga(y) est

1

84y) = r—(ae'y y* !

(o ]
ou I'(a) = f e” x*1 dx .
0
On veut utiliser des lois isofactorielles gamma. Pour démontrer qu’une telle

loi existe, on considére une construction explicite a 1’aide d’un processus de
diffusion, ¥(x), de générateur infinitésimal

Afx) =xf" @)+ (a-x)f' ()

Il est bien connu que le processus associé a une loi marginale gamma. Les
vecteurs propres du générateur sont une base orthogonale pour I’espace L%(g,) soit
Afy = Afy o0 A, = n et f(x) = Li(x), La(x) étant le polyndme de Laguerre

d’indice a. Le polyndme de Laguerre normé /4 est donné par

&3 = by Lax)
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I'(a + . . .
ou b% = /_(I%z_)n_’!z) , et est defini par la formule de Rodrigues

2a) £30) = b gy-,-,- Basnl?).

On peut utiliser les relations de récurrence pour calculer rapidement les
polynémes de Laguerre.

1§ =1, Liw = (1-2)

—(a +n) Liy) = y-a-2(n-1) L7 + (n-1) L7 50).

Si 'on considére I’équation d’évolution du processus de diffusion, on peut

démontrer que les densités bivariables gZ(x,y) sont données par

gi%(x’}’) = % 0"(h) Gi(x) &5(Y) 8alx) 8a(y)

ol o (k) est la fonction de corrélation du processus qui admet une décomposition

isofactorielle pour ses lois bivariables.

On sait donc que I'usage d’un modéle isofactoriel gamma est 1égitime au moins
a une dimension quand la fonction de covariance est exponentielle ! En effet, on
ne sait pas construire explicitement une fonction aléatoire a n dimensions avec
des lois bivariables gamma mais nous avons utilisé ce modéle & deux dimensions
sans remarquer de problémes particuliers. De plus il est toujours possible d’obtenir
un modeéle isofactoriel & n dimensions de loi marginale gamma si I’'on randomise
le processus de diffusion Y(x) par un FAI-0 Z(x) [7]. Le nouveau processus

Y0) = Y(Z()

a des lois marginales gamma et des lois bivariable de Laguerre que nous
définissons maintenant.

Comme dans le cas gaussien, on peut généraliser les lois isofactorielles ayant
pour loi marginale un loi gamma. La forme générale est

gi(dx,dy) = > on 43(x) £20) 8u(x) 8a(¥)
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oil les o, sont des moments d’une variable aléatoire avec pour loi w(dx) sur [0,1]

1
on = E(RM = Io ™ w(dr) .

Quand la loi bivariable prend cette forme, on parle d’une loi de Laguerre. Si

w(dx) est concentré 4 0 et 1, on trouve un processus mosaique, et si on prend
pour w(dx) une loi Beta de paramétres (pa,(1-g)a) ou o est la corrélation et

a le paramétre de la loi Gamma, alors la loi disjonctive correspond & celle d’un
processus généré par la régularisation d’une mesure aléatoire orthogonale de loi
Gamma de paramétre a.

Nous allons maintenant considérer un changement de support ([14]). Si les
données randomisées Z(x) ont des lois bivariables de Laguerre, on s’attend a ce
que la loi de ¥, si elle reste gamma, soit moins dissymétrique que celle de Z - son

indice a' sera plus grand que a.

Si gee,y) = > on(h) £ix) £30) 8alx) 820
et si Yx) = Zx)+ U

ot U suit une loi gamma de paramétre a’ —a, Y(x) suit alors une loi gamma de

paramétre a’ et on peut démontrer que les lois bivariables (Y,Z) et (Z,Z) restent
isofactorielles et prennent les formes

grixy) = > onh) Cul(a,a’) £3x) £2 () 8al) 8)

gie,y) = D onlh) Cia,a’) &) & ¥) gax) g(v)

n _  [T(a+n) T(a)
avec Cy(a,a’) = ‘/I‘(a' T 1) (@)

Pour ce modéle, la loi de randomisation Z/Y =y est donnée par

(Z|Y =y) — yV ou V est une loi beta de paramétres (a,a’-a).
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6.3.3. — Modéle isofactoriel binomial discret

On dit que Y(x) suit une loi binomiale négative de paramétres (v,p) si Z(x)

est discréte et

pi=PYx) =i = qv—-———rls:v; i? d

etpt+qg=1.

On peut construire une fonction aléatoire isofactorielle avec des marginales
binomiales négatives comme dans le cas gamma sauf qu’ici on utilise un processus
de naissance et de mort avec un générateur infinitésimal

AN; = —(p(’V + 1)+ l) fi + p(v + i) fie1 + ifiy

et on peut démontrer que les lois bivariables sont
PIG.) = 2. o"(h) °C) 22°G) pi b
n=0

ou les %" (i) sont des polyndmes de Meixner normés. Les polyndmes non-normés

H,(i) sont liés aux polynOmes normés par :

[T(n + v)p"
W 1 ————————am—————
avec Cp Tom!

Les polyndmes sont définis par la formule de Rodrigues

*n(@) = c? Hyi)

1 1
n! Cip pi)

Xﬁ’v(i) = A% Pv,n(i)

@i + n)!
i!

oll Pya(i) = puhi + n) et V pun(i) = puu(i)—prai-1).

On les calcule facilement a I’aide des relations de récurrence

. . V-1
Hy(i) = 1 ) =24
p'V
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p(v + n) Hyi1() = [vp + n(p + 1)-ig] Hy() -n Hpa(0)
Comme dans les cas précédents, on peut généraliser ce modéle isofactoriel par
PYG.J) = 2. oalh) 4G 2" pi pi

ot les pn(h) sont des moments d’une variable aléatoire avec la loi w(dx) sur 0,1

1
On = L 0" w(do)

Comme dans le cas gamma, on peut obtenir le modele dissymétrique si I’on
considére Y(x) = Z(x) + N avec N binomial négatif de méme paramétre ¢ , mais

avec a’ au lieu de a et a’-a> 0. En effet, pour la géostatistique miniére, c’est
cette méthode qui donne le modéle le plus intéressant pour le probleéme du
changement de support.

Il existe un autre type de randomisation pour lequel on commence avec la
variable sous-jacente Y(x), et on fait une décimation de ce processus pour obtenir
Z(x). On peut démontrer que ce nouveau processus reste binomial négatif et
isofactoriel et la loi dissymétrique est

, \n/2
VAZEE, (i 'a o ’
PrEG) = 3 onlh) (’;7) 470 247G) pi P's
ol p’ est la loi marginale pour le processus décimé de paramétre (a,p’) et ou

p<p.

La loi bivariable pour le processus randomisé est
p' n ’ ’
PEGLJ) = 2. odh) > %70 4776 p'i Py
La loi conditionnelle de Z(x)|¥(x) est binomiale, B (Y(x), Q) .
rq

6.3.4. — Un modéle mixte

Commengons avec les modéles isofactoriels négatifs binomiaux de 6.3.3. avec
le changement de support provenant d’une décimation. Puisque p et p’ sont
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différents pour les lois sous—jacentes et et les lois randomisées, on peut faire varier
le premier sans affecter le second. En particulier on fait tendre ¢ = 1-p vers

zéro, et alors Ng a comme limite une variable aléatoire gamma de parameétre v
puisque nos variables sont binomiales négatives (p,v). La loi isofactorielle tend

vers une loi de Laguerre isofactorielle

ghxy) = > onlh) Lux) L) 8/x) 8A)

et la loi dyssimétrique tend vers un modéle mixte discret/continu

PYZ(y,i) = 5 oulh) p'% Oix) 27G) 84%) P'i

et la loi de la variable randomisée n’est évidlemment pas changée
PEG.J) = 2, oalh) P 2 7G) 22 () P'i P
" ‘

Pour ce modele, il se trouve que la loi conditionnelle Z(x)|Y(x) =y est une

loi de Poisson de paramétre (!;,—y) , et présente donc un intérét particulier pour

le filtrage des données poissonisées.

6.4. — MISE EN OEUVRE D’UN KRIGEAGE DISJONCTIF

L’histogramme d’une image risque fortement de ne pas correspondre
directement & une loi pour laquelle un modele isofactoriel est connu (gaussien,
gamma, binomial négatif, etc.). Il faut donc trouver une transformation des
données dans en une loi convenable et vérifier que les lois bivariables
correspondent au modele isofactoriel. Cette procédure est bien détaillée dans la
littérature ([14]), et on n’en donnera ici qu’un bref rappel. Nous passerons ensuite
a une modélisation de la loi dissymétrique (¥,Z) et aux équations du krigeage
disjonctif pour le filtrage de Y et 'estimation de I’histogramme local.

6.4.1. — L’anamorphose empirique

Supposons pour 'instant qu’on veuille transformer les données en une loi
G(dx) avec une densité continue (par exemple gaussienne, gamma). Si notre loi
observée a n valeurs distinctes, elle est de la forme




Le filtrage non linéaire 183

N
F(dz) = 2, pi 0(d2).

i=1

i
Si maintenant y; = G| X p; ], on peut considérer la fonction ¢ (y
= P P
]—_'

Py) = Z z; 1[}’:‘-1,)’:'[0')

et ¢ est la transformation désirée, appelée anamorphose empirique. Elle n’est

malheureusement pas bijective et on est obligé de choisir un pseudo-inverse que
nous avons pris comme

o @) == "y @)

iy
Pour plus de détail, on se reportera & [14], [15].

Pour la mise en oeuvre du krigeage disjonctif, il est utile d’avoir un
développement de la fonction d’anamorphose en termes de polyndmes orthogonaux

pour G(dx), soit xn(x) .

() = Z Pn XnlX)

et

N Vi
b= 27| 06) Fa)
i=1 Yiz1
Les intégrales (ou les sommes dans le cas fini) se calculent facilement a I’aide
de la formule de Rodrigues pour ¥ ,. ‘

Si la fonction de répartition G(dx) est discréte, ni la fonction d’anamorphose
ni son inverse ne sont définies univoquement. Une procédure a été développée dans
[16]. Elle donne des resultats & peu prés corrects si la loi des données observées
et la loi qu’on veut obtenir aprés "anamorphose ont un nombre élevé de classes
de probabilités non-nulle, et s’il n’y a pas de classe avec une trés grande probabilité
d’occurrence. Si par contre il n’y a qu’un nombre relativement petit de classes pour
une des deux lois, ’anamorphose risque d’étre trés peu efficace. Par conséquent,
dans ce cas, I’ajustement d’une loi isofactorielle doit se faire directement sur les
données sans anamorphose.

Lorsqu’on a trouvé une anamorphose convenable, il faut vérifier que la loi
bivariable des données transformées est correctement modélisée par la loi
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isofactorielle. Pour faire ceci correctement, il faut étudier 1'espérance
conditionnelle des facteurs E[y(Z,)|Zg] mais notons qu’il existe des tests qui

utilisent le variogramme d’ordre 1 et qui, bien que non exhaustifs, permettent
cependant de vérifier partiellement I’hypothése ([5], [14]).

Notons ici que 'usage des modéles isofactoriels avec une anamorphose n’est
pas tout a fait satisfaisant pour le probléme de randomisation. Par exemple, si
nous observons des données avec un bruit poissonien, nous voudrons modéliser
la loi de randomisation sur les données avant d’effectuer 1’anamorphose.
Néanmoins nous trouvons dans les études numériques de §6.6 qu’une modélisation
en termes de lois isofactorielles peut donner de bons résultats si I’on utilise la loi
sous—-jacente obtenue par la méthode de régularisation du chapitre IIL. Il s’agit d’'un
compromis pratique qui semble assez robuste pour I'application d’'un krigeage
disjonctif mais un peu moins robuste pour 'espérance conditionnelle.

6.4.2. — Ajustement des lois dissymétriques

Aprés avoir ajusté un modele isofactoriel aux données observées
(éventuellement aprés une anamorphose), la prochaine étape consistera & obtenir

un modele pour la loi dissymétrique. Soit E(x) les données observées et Z(x) les

données anamorphosées. Si 1’'on prend une anamorphose gaussienne 2 = @¢Z),
si la loi bivariable (Z(x), Z(x+h)) s’écrit

grx.y) = 2. o%h) 1) 1) 8kx) 80)
n
et si on modélise la loi sous—jacente Y(x) selon la randomisation

Z(x) = rY(x) + y1-7 €x)

il nous faut une estimation de r. On peut considérer deux méthodes pour I’obtenir.
1. — Si I’on suppose que Y(x) est une fonction aléatoire continue, elle n’aura
pas d’effet de pépite, et celui des données anamorphosées doit &tre I — r?
(pépite)z = 1-72

d’ol on obtient un estimateur de r. Plus généralement, si nous avons deux
acquisitions Zy(x) et Zy(x), aprés anamorphose des deux acquisitions, on a
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Zy(x) = r Y(x) + V1-7* €(x)
Zox) = r Y(x) + V1 -7 exx)

et le variogramme croisé entre Z;(x) et Z,(x) aura un palier a r2

Cov [Z1(x), Zo(x)] = 1*.

2. — La deuxiéme méthode est plus couramment utilisée en géostatistique
miniére. On a

76) = P(Ze) = 3;: On TH(Z0))

Soit Y(Y) = Y une anamorphose pour la fonction aléatoire sous-jacente.

WY) = X Yo 7(Y) -

Si I’on applique la condition de Cartier

E[Z|Y]=Y
et le fait que

E [1{(Zx)|Y(x)] = 7" n(Y(x))
on trouve

Y(®) = p(Y) = Z 7" @, na(Y)
(d’ou y, =" @,). En particulier, on trouve

00

Var Y = Cov(é(x), ;(x)) = > " Qn-

n=1

Puisqu’on connait la variance des données réelles Y(x), on peut trouver 7.

Si le modéle isofactoriel est adapté les deux méthodes doivent donner des
estimateurs de r comparables. Si ces derniers ne concordent pas, on choisit la
deuxiéme méthode qui a le mérite d’utiliser I'estimateur de la loi sous-jacente,
mais il faut remarquer que le désaccord des estimateurs peut indiquer un probléme
dans le choix du modele isofactoriel.

Pour les autres types de modeles isofactoriels, on aura essentiellement les
mémes types de résultats pour estimer les paramétres. Un cas particulierement
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intéressant est le modéle mixte gamma/binomial négatif. Supposons la loi de Z(k)
de moyenne m et de variance 0% . Pour une variable de loi binomiale négative

. 0 . 0
de paramétres (p,d ) on doit trouver une moyenne de 7112 et une variance de —g
q

Si I’'on compare avec les données observées on trouve que

On peut donc considérer une anamorphose de notre variable observée en un

_ o%-m m
binomial négatif de paramétres Z ,
I

Si ’anamorphose directe est faisable et ne déforme pas trop la loi, cette
modélisation donne une bonne approximation a une randomisation par une loi de
Poisson.

6.4.3. — Filtrage et histogramme local

Dans le cas du filtrage de {f, ol Y = Y(Y) représente la fonction aléatoire

sous—jacente, il existe deux méthodes pour choisir la fonction .

1. — Nous avons déja vu que la condition de Cartier peut nous donner
I’anamorphose de Y en termes d’anamorphose de Z,

Y=9® =3 @, 7).

2. — Puisque les méthodes décrites au Chapitre V nous donnent un estimateur
direct de la loi F¥(y), on peut ajuster une fonction d’anamorphose sur I’estimation

Y= 171(Y) =2y 7(Y(x)) et faire ensuite le krigeage disjonctif de cette fonction
wY).

Nous utilisons la deuxiéme méthode qui dépend explicitement de la loi
sous—jacente au lieu de la premi¢re méthode qui dépend plus du modéle.
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Si ’on veut estimer I’histogramme local
P {z(x)<y|xev 1 J 1. dx
v ) e

1
=5 L Liygy<yin ¢

oll ¥ est I'anamorphose choisie pour Y. Par linéarité,

1 1 .
[; L 1{Y(x)<w-1<y)}d":| =7 J  Vrw<vion &

On peut donc estimer 1’histogramme local soit directement, soit le calculer avec

une moyenne mobile des estimateurs de l{Y(x)< vo) - Si les données ne sont pas

sur une grille réguliére, la premiére méthode sera en général préférable, mais pour
les images, la deuxiéme méthode avec estimation de I'indicatrice & chaque pixel
et ensuite de la moyenne mobile est une approximation acceptable.

L’estimation de I’indicatrice est simple & partir de son développement en termes
de polygones orthogonaux

1{Y(x)< vie) = 2 Qn 1(Y(x)
'/1'1

oules ¢, = f ¥n(x) dF¥(x) se calculent facilement a I'aide de la formule de
0 .

Rodrigues.

6.5. — L’ESPERANCE CONDITIONNELLE

Aprés I'anamorphose gaussienne de Z et Y, si les fonctions aléatoires
transformées Z(x), Y(x) sont multigaussiennes (au lieu de bigaussiennes) et si

Zx) =r Y(x) + y1-7* €x)

ou € (x) est également multigaussien, on peut obtenir un estimateur plus fort que
le krigeage disjonctif, & savoir I’espérance conditionnelle. Notons que ceci peut
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étre mis en oeuvre facilement pour le cas gaussien uniquement (en effet, pour les
fonctions aléatoires gaussiennes, I’espérance conditionnelle et le krigeage linéaire
avec moyenne connue coincident), mais que ce n’est pas vrai pour les autres lois
utilisées en pratique. Notons qu'une méthode pour obtenir I’espérance
conditionnelle dans le cadre d’un modeéle de champ markovien a été récemment
proposée [18]. Elle utilise le “sampler” de Gibbs pour obtenir des simulations
conditionnelles de I'image sous—jacente. La moyenne des ces simulations est donc
un estimateur de I’espérance conditionnelle. Cette méthode est certainement d’une
grande intérét, mais semble malheureusement &tre beaucoup trop colteuse
actuellement pour étre utilisée dans les applications qui nous concernent.

Nous avons vu que Y(x) connaisssant Zj,...,Z, est une variable aléatoire
gaussienne de moyenne = A;Z; et de variance o} = Var(Z 4.Z;) ou les {4} sont
les solutions des équations du krigeage simple de Y(x).

On peut maintenant estimer n’importe quelle fonction f(¥(x)), et

particulierement Y = o(Y) ou P[f/(x) < y|x € v] par le calcul de son espérance
conditionnelle selon la loi (Y(x)|Z;,...,Z,).

Ceci peut se faire directement ou en termes de polyndmes d’Hermite de la
maniére suivante :

- f(Y) = Z fn 1Y) .

Si on utilise les quatre résultats simples suivants :

1) Cov | Y(), 2 MZ; _ Var Z AZ) = og

OR Og
2 AZ; . . o N
2) o Y(x) | est une bigaussienne réduite de corrélation og
E
3) E [Y(x)lzl,...,Z,,] =E Y(x) l EOI:;Z,
4) E ””(Y(x))l —# ‘= 0% ?]n i ,
OR oE

on obtient
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2 AiZ;
E V(Y(x))lzlv""zn] = Zoﬁfn Nn -TE—

et la variance d’estimation est donnée par

var [R¥@)-f (ve)| = 3. (1-oF) /-

L’espérance conditionnelle a deux avantages par rapport au krigeage disjonctif.

Si on veut estimer I’histogramme local P[Y < y|x € v], on est assuré d’obtenir

une loi de probabilité, autrement dit des estimations entre 0 et 1. Avec le krigeage
disjonctif, on n’a aucune garantie de cette contrainte et on peut avoir des valeurs
légerement plus faibles que 0 ou plus grandes que 1. Deuxiémement, quand les
données sont sur une maille réguliére, I'espérance conditionnelle est plus rapide
a calculer que le krigeage disjonctif.

En revanche, I'espérance conditionnelle dépend de la loi multivariable de la
fonction aléatoire, et on ne peut pas connaitre cette loi dans la pratique. Dans
beaucoup de cas (par exemple quand la loi a un atome a Iorigine), une
anamorphose gaussienne n’est pas du tout adaptée et il nous faudra des modeles
autres que gaussiens pours lesquels on ne sait pas appliquer I’espérance
conditionnelle. Si I’on utilise les équations du krigeage disjonctif directement sans
passer par un modele isofactoriel, on peut avoir des estimateurs cohérents avec
la randomisation, ce qui n'est généralement pas possible pour I’espérance
conditionnelle. Enfin, si I'on veut estimer les histogrammes locaux et que les
données ne sont pas sur une maille réguliére, le krigeage disjonctif permet de faire
’estimation directement, mais avec ’espérance conditionnelle, il faudra discrétiser
chaque bloc qui sera ensuite estimé avec cette discrétisation. Le krigeage disjonctif
est donc plus efficace dans ce cas.

6.6. — EXEMPLES

1. — Commengons avec I'image simulée qui est montrée a la figure 6.9. Elle
a une moyenne de 200 et une variance de 143. Le variogramme est sphérique avec
une portée de 5 pixels. L'image a été randomisée par un bruit poissonien (fig. 6.10).
Le filtrage linéaire de cette image est montré a la figure 6.11. La variance
d’estimation est de 44.23 et I'erreur vraie & pour variance 44.67.
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Figure 6.9 Image réelle Figure 6.10 Image bruitée

Calculons maintenant un estimateur disjonctif gaussien. Tout d’abord il faut

estimer la loi sous—jacente de Y & partir de celle de Z en utilisant les méthodes
développées au chapitre III. On trouve ensuite une fonction d’anamorphose ¥ telle

que Y = ¥(Y) et Y est gaussien réduit. Pour Z , on trouve aussi une fonction

d’anamorphose @ telle que Z = @(Y) et Z est gaussien réduit. Le coefficient de
corrélation o est estimé en utilisant I'une des deux méthodes décrites a la section

6.4.2, qui sont basées sur ’effet de pépite du variogrammé sous—jacent et sur la

covariance croisée entre Z(x) et Y(x). Les résultats sont de 0.6461 et 0.6459 et
ils sont donc trés proches dans ce cas. Le krigeage disjonctif peut étre effectué
et le résultat est présenté sur la figure 6.12. La variance d’estimation est de 44.17
et la variance de I'erreur réelle de 44.516. Le résultat est donc comparable au
krigeage ordinaire, ce qui était prévisible, les données sous-jacentes étant
gaussiennes.
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Figure 6.11 Krigeage linéaire Figure 6.12 Krigeage disjonctif —
Gaussien

Il est intéressant d’essayer ici le modéle mixte -binomial négatif/gamma. On
devrait pouvoir obtenir un bon ajustement des modéles binomial négatif et gamma
directement sur les histogrammes, mais les paramétres sont trop grands pour qu’on
puisse avoir des calculs stables par la suite. 1l fallait donc choisir un paramétre
pour le modele gamma qui soit grand (pour que la loi ressemble & une loi de Gauss)
mais pas trop (pour éviter des instabilités numériques). On a choisi a = 100, et
I’anamorphose a été faite sur I’histogramme sous-jacent estimé par régularisation.
Pour les données observées, on a fait une pseudo-anamorphose dans une loi
binomiale négative de paramétre (100, p) ol on a choisi p tel que
Cov (Z(x), Y(x)) = Z p™? o%"() gAx) . Celle-ci doit se faire par itération. On
choisit une valeur initiale de p, on fait la pseudo—-anamorphose et on obtient une
nouvelle version de p avec la formule de la covariance croisée, et ainsi de suite.
Normalement une itération suffit pour obtenir un p stable parce que la forme de
I’'anamorphose ne dépend pas fortement de p s’il n’y a pas d’atome dans la fonction
de répartition (un phénomeéne similaire a été observé dans le cas du krigeage
disjonctif gamma, [14]). Les résultats du filtrage binomial négatif/gamma sont
montrés a la figure 6.13. La variance d’erreur estimée est de 44.51 et I’erreur réelle
est de 45.113.
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Figure 6.13 Krigeage disjonctif — | Figure 6.14 Espérance conditionnelle

Binomial négatif / Gamma

On construit également un estimateur par espérance conditionnelle qui est
présenté a la figure 6.14. (Bien entendu, il ne s’agit pas d’une véritable espérance
conditionnelle prenant en compte la forme poissonienne du bruit, mais c’est
Pestimateur qui traite Y et Z comme des anamorphoéées d’une loi gaussienne, voir
§ 6.5). Ici I’erreur d’estimation vraie est de 44.526.

On note que tous les estimateurs sont remarquablement proches, ce qui était
presque obligatoire par construction.

Nous allons maintenant calculer un seuillage de I’histogramme local. Fixons
la valeur a4 220, ce qui correspond & un écart par rapport a la moyenne de 1.7,

et essayons de calculer P[Y(x) = 220|x € V}], ol V, est un voisinage centré sur

y. On estime cette probabilité pour chaque point y dans I’image et on-obtient ainsi
une carte de probabilité qui peut étre elle-méme montrée sous forme d’image.
Nous avons calculé cette image pour les deux estimateurs de type disjonctif et pour
I’espérance conditionnelle en utilisant les formules développées aux sections 6.4.2
et 6.5. On les compare a la carte de probabilité réelle ainsi qu’a un estimateur
simple obtenu a partir de I'image filtrée par krigeage ordinaire en appliquant un
seuillage & 220 et en appliquant ensuite une moyenne mobile.
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Les résultats sont présentés aux figures 6.15 a4 6.19 pour un voisinage V, de
5% 5 et pour les cas suivants : réel, krigeage ordinaire, krigeage disjonctif
gaussien, krigeage disjonctif binomial négatif et espérance conditionnelle
respectivement. Les résultats numériques sont résumés au Tableau 6.3.

Figure 6.15 Histogramme local a Figure 6.16 Histogramme local,
220. Voisinage = 5 x §. krigeage linéaire.

On voit que le krigeage ordinaire est fortement biaisé et présente ’erreur
d’estimation la plus importante. Les deux estimateurs du krigeage disjonctif sont
moins biaisés, particulieérement dans le cas gaussien, et ils ont une variance d’erreur
plus faible. L’espérance conditionnelle donne les meilleurs résultats, mais on note
que le biais conditionnel est plus important que pour le krigeage disjonctif.
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Figure 6.17 Histogramme local, Figure 6.18 Histogramme local,
krigeage disjonctif — Gaussien. krigeage disjonctif — Binomial
négatif / Gamma

Figure 6.19 Histogramme local,

espérance conditionnelle.
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Nous avons calculé I’histogramme local pour la méme valeur de 220, mais avec
un voisinage de 11 X 11. Le krigeage disjonctif est maintenant presque aussi bon
que I’espérance conditionnelle et deux fois meilleur que I’estimateur du krigeage
ordinaire. Les résultats sont résumés au Tableau 6.3. Pour les voisinages de 5 X §
ou 11 x 11, on présente deux “distances” entre la probabilité locale réelle et
chaque estimateur, c’est-a—dire le biais ou erreur moyenne et la variance d’erreur.
Les figures sont présentées de 6.20 & 6.24 respectivement.

Figure 6.20 Histogramme local a Figure 6.21 Histogramme local,
220. Voisinage = 11 x 11. krigeage linéaire.
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Figure 6.22 Histogramme local, Figure 6.23 Histogramme local,
krigeage disjonctif — Gaussien. krigeage disjonctif — Binomial
négatif / Gamma

Figure 6.24 Histogramme local,

espérance conditionnelle.
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Tableau 6.3
5x5 11 x 11
Variance réelle 7.965 x 1073 2.147 x 1073
Erreur Variance Erreur Variance
moyenne |  d’erreur moyenne | d’erreur
d (réel, krigeage linéaire) 0.0254 | 3.966 x 1073 0.0254 | 1.415 x 1073
d (réel, KD gaussien) 0.0048 | 3.156 x 1073 0.0047 | 0.726 x 1072
| d (réel, KD binomial négatif) 0.0085 3.280 x 1073 0.0086 | 0.791 x 1072
d (réel, espérance conditionnelle) |-0.0114 | 2.368 x 1073 || -0.0116 | 0.632 x 107

2. — Dans notre deuxiéme exemple, nous restons avec une simulation de

fonction aléatoire gaussienne d’une moyenne de 200 et d’une variance de 143, mais

dont la portée est maintenant de 20 pixels. L’image vraie est représentée sur la

figure 6.25 et I'image bruitée sur la figure 6.26. Comme pour I'’exemple précédent,

les quatre estimateurs donnent tous le méme résultat & 0.5 % pres, et 'erreur réelle

est de 18.48 pour tous les quatre. Pour cette raison, nous ne présentons qu'une
image filtrée, celle du krigeage ordinaire (fig. 6.27). L’histogramme local a été
estimé avec un seuil de 220 et un voisinage de 15 X 15. Les résultats sont résumés
au Tableau 6.4 et les images sont présentées sur les figures 6.28 & 6.32

respectivement.

Tableau 6.4

Variance réelle

4.7005 x 1073

Erreur moyenne

Variance d’erreur

d (réel, krigeage linéaire) 0.0131 6.253 x 107*
d (réel, KD gaussien) 0.0034 5.662 x 107
d (réel, KD binomial négatif) 0.0095 6.689 x 10~
d (réel, espérance conditionnelle) -0.0038 3.377 x 10™*
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Figure 6.25 Image réelle - Figure 6.26 Image bruitée

Figure 6.27 Image filtrée,
krigeage linéaire.
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On voit que le krigeage linéaire est relativement moins biaisé que dans
exemple précédent. En effet, quand la portée croit, les pondérateurs de krigeage
se répartissent sur un ensemble de valeurs plus grandes et le filtrage est alors plus
efficace avec un biais conditionnel plus faible. On obtient par conséquent de
meilleurs estimateurs de I’histogramme local. Néanmoins, il n’est nullement
évident que le biais soit suffisamment réduit pour que I'estimateur de krigeage
linéaire soit un estimateur de I’histogramme local suffisamment bon.

Notons que dans les deux exemples que nous venons de traiter, le krigeage
disjonctif binomial négatif/gamma donne essentiellement les mémes images que
le krigeage disjonctif gaussien, alors que les résultats numériques sont légérement
plus mauvais. Ceci peut étre di au fait qu’il n’existe pas de vraie fonction
d’anamorphose pour le krigeage binomial négatif. Il semble donc que ce modele
doive étre utilisé uniquement lorqu’on peut modéliser les données directement sans
passer par une anamorphose. Il sera particuliérement intéressant lorque
I’histogramme aura un atome a l'origine, et par conséquent dans les cas ou on
n’effectue pas d’anamorphose gaussienne.

Dans les exemples suivants, nous ne présentons qu’un krigeage disjonctif, le

cas gaussien.

Figure 6.28 Histogramme local a Figure 6.29 Histogramme local,
220. Voisinage = 15 x 15. krigeage linéaire.
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Figure 6.30 Histogramme local, Figure 6.31 Histogramme local,
krigeage disjonctif — Gaussien. krigeage disjonctif — Binomial
négatif / Gamma

Figure 6.32 Histogramme local,

. espérance conditionnelle.
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3. — Pour cet exemple, on reprend 'image de I’exemple 1 mais en appliquant
une anamorphose avant d’effectuer la poissonisation. Les figures 6.33 et 6.34
représentent I'image réelle et sa poissonisée respectivement.

Figure 6.33 Image réelle Figure 6.34 Image bruitée

Les histogrammes réel et poissonisé sont présentés a la figure 6.35 et
P’estimateur par régularisation est montré a la figure 6.36.

1750 2000 225.0 250.0  275.0 _ 300.0 200.0 zz;s.o 250.0 275.0 300.0
0.090 F o N ¥ - 0.090
0.040 J 0.040 0-080 - q0-080
0.070 |- 4 0.070
0.030 4 0.030 0.060 § 0-060
0.050 |- 4 0050
0.020 4 0.020 0.040 - - 0.0t
0.030 | 4 0.030
" o.010 - 0.010 0.020 |- - 0.020
o.010} 4 0.010

LY 306.6 25.0 756.0 215.0 306,05 O o 200.6 2250 Fo070 ”""Z?S 3606

Reel et Poisson Regularisation
. Figure 6.35 Réel ... trait continu Figure 6.36 Régularisation ... trait continu

Poisson ... pointillé Réel ... pointillé
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La moyenne de I'image sous—jacente est de 222.97 et sa variance de 147.73.
Le filtrage linéaire donne un estimateur de la variance d’erreur de 48.329 et 'erreur
réelle est de 52.157. L’image obtenue par filtrage linéaire est représentée a la figure
6.37.

Le krigeage disjonctif gaussien (fig. 6.38) a une variance de krigeage de 58.83
mais ’erreur réelle n’est que de 49.78. L’estimateur de la variance d’erreur est
donc moins fiable que pour les exemples précédents. On a déja une premiére
indication de ce probléme lorsqu’on calcule le coefficient de corrélation ¢ par les
deux méthodes. La méthode de I'effet de pépite donne @ = 0.6 et celle de la
covariance croisée donne ¢ = 0.65. On voit donc que le modéle commence a étre
un peu moins adapté pour cet exemple que pour les deux précédents. Mais on
voit que le filtrage lui-méme est resté trés robuste, et c’est uniquement au niveau
de I’estimation de la variance d’erreur qu’on a un mauvais estimateur.

NOTA. — Quand la corrélation estimée par les deux méthodes donne des
résultats différents, on utilise celle obtenue par la méthode de la covariance croisée

parce qu'elle est plus fidele au probléme d’estimation de Y. (I’autre méthode

n’utilise pas explicitement la loi de V).

L’expérience conditionnelle (fig. 6.39) a une variance d’erreur réelle de 51.92.

On voit maintenant que les estimateurs se ressemblent beaucoup, mais ne sont
toutefois plus identiques. En particulier, on observe des “taches” de faible
concentration sur 1’estimateur de krigeage linéaire qui ne correspondent pas aux
structures réelles. Ce point sera discuté dans un exemple suivant.
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Figure 6.37 Krigeage linéaire Figure 6.38 Krigeage disjonctif

Figure 6.39 Espérance conditionnelle
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Nous avons estimé I’histogramme local pour un seuil & 250 et pour des
voisinages de 5 X 5 et 11 x 11. Les résultats sont résumés au Tableau 6.5 et les
images pour un voisinage de 11 x 11 sont présentées sur les figures 6.40 a 6.43

Tableau 6.5
5X5 11 x 11

Variance réelle 5.746 x 1073 1.937 x 1073

Erreur Variance Erreur Variance

moyenne d’erreur moyenne d’erreur
d (réel, krigeage linéaire) 0.02200 | 2.710 x 1073 || 0.02196 | 9.836 x 10~
d (réel, KD gaussien) 0.00188 | 1.548 x 10°3 || 0.00176 | 3.616 x 10™*
d (réel, espérance conditionnelle) |-0.01866 | 1.895 x 10-3 || -0.01881 | 7.968 x 107*

On voit ici que I’estimation obtenue par krigeage disjonctif reste plus ou moins
non biaisée et donne un estimateur largement meilleur que le cas linéaire ou
I’espérance conditionnelle. Il semble donc que I’estimateur obtenu avec le krigeage
disjonctif soit plus robuste que celui obtenu avec ’espérance conditionnelle.
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4. — Nous considérons maintenant un exemple réel. Il s’agit d’'une étude du
centre de la plaque obtenue en coulée continue (il s’agit d’une sous ensemble -
la partie inférieure sur la gauche de I'image déja montrée a la figure 2.10 du
chapitre II). La moyenne est de 1053 et la variance de 7352. L'image observée
est montrée a la figure 6.44. Le krigeage linéaire (fig. 6.45) a une variance
d’estimation de 421.8. On montre aussi I'image obtenue par krigeage disjonctif
(fig. 6.46), et 'image obtenue par I’espérance conditionnelle (fig. 6.47).

On présente 'estimation de I'histogramme sous-jacent et son ajustement en
termes de polyndmes d’Hermite (fig. 6.48). Si I'on considére I'estimateur de
I’histogramme sous-jacent comme I’histogramme réel, on peut comparer cet
histogramme vrai avec I’histogramme des images filtrées. La figure 6.49 montre
cet histogramme “réel” avec la loi poissonisée. La loi de I'image obtenue par
krigeage linéaire, par krigeage disjonctif et par espérance conditionnelle est
présentée aux figure 6.50, 6.51 et 6.52 respectivement. Si I'histogramme “réel”
- dont on rappelle qu’il est obtenu par régularisation, peut étre considéré comme
un bon estimateur de la loi réelle, alors on voit que le krigeage linéaire n’a pas
suffisamment lissé les points ayant des valeurs entre 950 et 1070, ce qui est
cohérent avec les remarques déja faites pour les exemples du chapitre II. Ceci
peut expliquer le “taches” de faible concentration qu’on peut voir sur Pimage du
krigeage linéaire, et qui sont absentes des images obtenues avec les deux autres
estimateurs. Nous confirmerons cette hypothése avec 'exemple suivant.
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Figure 6.44 Image observée

Figure 6.46 Krigeage disjonctif

i
7
.
0

Figure 6.45 Filtrage linéaire

Figure 6.47 Espérance conditionnelle
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Figure 6.48 Estimation par régularisation
en trait pointillé et son ajustement avec
10 polyndmes d’Hermite (trait continu)
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Poisson et ‘reel’ Krigeage ordinaire et 'Reel’

Figure 6.49 Régularisation ... trait continu Figure 6.50 Régularisation ... trait continu

Poisson ... pointillé Krigeage linéaire ... pointillé
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Krig_e_.}_ge disjonctif et ’'reel’ Esp Cond et ’'reel’
Figure 6.51 Régularisation ... trait continu Figure 6.52 Régularisation ... trait continu
Krigeage disjonctif ... pointillé Espérance conditionnelle ... pointillé

Auparavant, estimons I’histogramme local pour un voisinage de 5 X 5 et un
seuil de 1070. Les images obtenues sont présentées sur les figures 6.53 a 6.56,
pour lesquelles on a également calculé I’histogramme local sur I'image bruitée.
Ceci a été possible avec cet exemple parce que le bruit était trés faible dans cette
image. Néanmoins, on s’attend 4 ce que "image bruitée surestime la probabilité
locale de maniére assez importante. Le fait que I’espérance conditionnelle ait des
valeurs aussi fortes suggére, bien que cela soit impossible & vérifier, qu’il existe
un biais important sur I'estimateur de I’espérance conditionnelle.
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Figure 6.53 Histogramme local a 1070. Figure 6.54 Histogramme local,
Voisinage = 5 x 5, krigeage linéaire. krigeage disjonctif.

Figure 6.55 Histogramme local, Figure 6.56 Histogramme local
espérance conditionnelle. calculé sur I'image bruitée.
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5. — Pour mieux comprendre ’exemple précédent, on reprend I'image simulée
de portée 5 et on applique une anamorphose qui donne une loi équivalente a celle
de l’image réelle de I’exemple précédent. Notre image simulée est présentée a la
figure 6.57 et 'image bruitée a la figure 6.58. La variance sous-jacente est de
5993.5 et la moyenne de 1052.7. Les histogrammes réels et poissoniens sont

montrés a la figure 6.59.

Figure 6.57 Image réelle Figure 6.58 Image bruitée
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0.125 - 06.125

0.100 « 0.100
0.075 |- -4 0.075
0.050 - 0.050

0.025 1 - 0.025

Pl 1 N L
900.0 10600.0 1100.0 21200.0 1300.0 1400.0

Reel et Poisson

Figure 6.59 L’histogramme réel est en
trait continu. L histogramme bruité est
en trait pointillé.
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On a fait un filtrage linéaire et 'image qui en résulte est a la figure 6.60, et
I’histogramme de l'image obtenue est montré a la figure 6.61. Comme on peut
le voir, le krigeage n’a pas suffisamment filtré les pixels ayant une valeur proche
du mode, ce qui confirme notre intuition dans I'’exemple réel. L’image obtenue
par krigeage disjonctif est présentée & la figure 6.62, et I’histogramme de cette
image a la figure 6.63. On observe une fois encore les mémes types de résultats
que pour l'exemple réel. Pour finir, on trouve I'image obtenue par espérance
conditionnelle & la figure 6.64 et I’histogramme correspondant & la figure 6.65.
Une fois de plus, on voit qu’il existe un trés bon accord entre les valeurs ainsi
obtenues et I’exemple précédent. La variance d’estimation suggérée par le krigeage
linéaire est de 812.83 et I'erreur réelle est de 780.21. Pour le krigeage disjonctif,
I’erreur d’estimation est de 752.4 et Perreur réelle de 609.39. L'erreur réelle pour
I'espérance conditionnelle est de 647.71.
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e.150 F T T T Y T

0.125 -
0.100 ¢
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0.050 |
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0.1é5
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0.075
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0.025

Reel et krigeage lineaire

Figure 6.61 L’histogramme réel est

Figure 6.60 Krigeage linéaire

en trait continu. L’histogramme

obtenu par krigeage linéaire est en

trait pointillé.
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Figure 6.62 Krigeage disjonctif
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Figure 6.64 L’histogramme réel est en
trait continu. L’histogramme obtenu
par P’espérance conditionnelle est en

trait pointillé.

Figure 6.63 L’histogramme réel est
en trait continu. L’histogramme
obtenu par krigeage disjonctif est
en trait pointillé.

Figure 6.65 Espérance conditionnelle
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Passons au calcul des histogrammes locaux. Comme précédemment, on estime
I’histogramme & un seuil de 1070 pour les méthodes linéaires, le krigeage
disjonctif, I’espérance conditionnelle et également I'image brute. Les résultats sont
résumés au Tableau 6.6. Les images sont montrées aux figures 6.66 a 6.70 pour

le cas 11 x 11.

Tableau 6.6
Sx5 11 x 11

Variance réelle : - 3.7200 x 107! 1.2458 x 107!

Erreur Variance Erreur Variance

moyenne d’erreur moyenne d’erreur
d (réel, krigeage linéaire) -0.0288 5.791 x 1073 -0.0289 2.072 x 1073
d (réel, KD gaussien) 0.0021 | 3.027x 10 || 0.0020 | 0.638 x 107
d (réel, espérance conditionnelle) || -0.0034 | 2.946 x 107 -0.0035 | 0.637 x 1073
d (réel, image bruitée) -0.0398 | 5.728 x 107 || -0.0399 | 2.476 x 1073

Figure 6.66 Histogramme local a
1070. Voisinage 11 x 11

Figure 6.67 Histogramme local,

krigeage linéaire.
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Figure 6.68 Histogramme local, Figure 6.69 Histogramme local,
krigeage disjonctif espérance conditionnelle.

Figure 6.70 Histogramme local

calculé sur I'image bruitée
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Dans cet exemple, on trouve que le filtre du krigeage disjonctif (et, & un
moindre degré, 'espérance conditionnelle) donne un meilleur estimateur que le
krigeage linéaire, mais on constate que I’estimateur de la variance d’erreur n’est
toujours pas trés bon. Pour I'estimation de la probabilité locale, le krigeage
disjonctif est nettement meilleur que le cas linéaire et que 1’'image obtenue a partir
de I'image brute. I’espérance conditionnelle donne un aussi bon résultat que le
krigeage disjonctif, mais on a vu dans les exemples précédents qu’il donnait des
estimateurs de qualité assez variable, méme lorsque par construction les images
sous—jacentes étaient vraiment les anamorphoses de fonctions aléatoires de loi
multigaussienne. Il semble donc plus prudent d’utiliser le krigeage disjonctif dont
on a vu qu'il avait le mérite d’étre beaucoup plus stable et robuste par rapport
aux déviations du cas idéal.

6. — Comme dernier exemple, nous prenons un cas ou le krigeage disjonctif
n’est pas vraiment réalisable. Commengons avec notre simulation de portée 5 et
effectuons une anamorphose afin d’obtenir 'image de la figure 6.71. L’image
bruitée est représentée a la figure 6.72.

Figure 6.71 Image réelle Figure 6.72 Image bruitée
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La moyenne de l'image sous~jacente est de 700.69 et la variance de 1404.48.
La variance de ’image bruitée est de 2100.97. On a construit un estimateur par
régularisation et on a ensuite trouvé une anamorphose en polyndémes d’Hermite
pour cet estimateur. On voit le résultat avec la loi réelle a la figure 6.73. Bien que
'ajustement semble bon visuellement, la variance de la loi obtenue par
régularisation n’est en fait que de 1077.5, et son ajustement par polyndmes
d’Hermite n’explique que 1042.2. Nous avons donc une diminution de variance
de presque 40 % sur la variance réelle. Dans tous les cas étudiés jusqu’a présent,
la perte de variance ne dépassait jamais 5 %, méme pour I’étude réelle. Avec un
estimateur de la loi sous—jacente de mauvaise qualité comme celui-ci, on peut
s’attendre & des résultats inférieurs pour le krigeage disjonctif.

550.0 600.0 650.0 700.0 750.0 800.0 850.0
v T T T

0.40 < 0.40

Q.

i 1 " o
550.0 600.0 650.0 700.0 750.0 800.0 850.0

Regularisation et Hermite

Figure 6.73 Régularisation ajustée par 10
polyndémes d’Hermite (trait continu) et
I’histogramme réel.

La variance d’estimation pour le filtrage linéaire est de 347.8 et 'erreur réelle
de 351.48. On voit donc que, méme dans le cas extrémement non gaussien, la
variance d’estimation du krigeage linéaire reste trés robuste. L'image obtenue par
filtrage linéaire est montrée a la figure 6.74. Le krigeage disjonctif (fig. 6.75) a
une variance d’estimation de 428.3 et une erreur réelle de 349.85, et I’espérance
conditionnelle (fig. 6.76) une erreur réelle de 306.19. On constate donc que le
krigeage disjonctif ne donne pas de plus mauvais résultats que le krigeage linéaire,
et de plus il donne une image qui ressemble davantage a la réalité, en ce sens
qu’il la lisse beaucoup moins. Les histogrammes obtenus par les filtrages différents
sont montrés a la figure 6.77
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Figure 6.74 Krigeage linéaire

Figure 6.76 Espérance conditionnelle

Figure 6.75 Krigeage disjonctif
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Histogrammes

Figure 6.77 De bas en haut a 700 :
bruité, krigeage ordinaire, espérance
conditionnelle, krigeage disjonctif, réel.
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Nous avons estimé la probabilité locale & un seuil de 760. 1l s’agit d’un choix
relativement avantageux pour le krigeage linéaire qui sera par contre le plus biaisé
et le plus mauvais pour un seuil compris entre 715 et 725. Les images obtenues
pour un voisinage de 11 x 11 sont présentées aux figures 6.78 4 6.81 et les résultats
sont résumés au Tableau 6.7. On constate que méme pour ce seuil pourtant
favorable au krigeage linéaire, on obtient d’aussi bons résultats avec le krigeage
disjonctif.

Figure 6.78 Histogramme local a Figure 6.79 Histogramme local,
760, voisinage 11 x 11. krigeage linéaire.
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Figure 6.80 Histogramme local,

krigeage disjonctif.

Tableau 6.7

Figure 6.81 Histogramme local,
espérance conditionnelle.

S5x5 11 x 11
Variance réelle 55.845 x 1074 14.800 x 107
Erreur Variance Erreur Variance
moyenne d’erreur moyenne d’erreur

d (réel, krigeage linéaire)

0.00673 | 9.332 x 1074

0.00672 | 2.360 x 107*

“d (réel, KD gaussien)

0.00533 | 9.927 x 10™*

0.00531 | 2.340 x 107*

d (réel, espérance conditionnelle)

-0.00758 | 8.407 x 107

-0.00758 | 2.250 x 10~
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Il n’est pas difficile de trouver la cause des problémes qu’on rencontre avec
le krigeage disjonctif dans cet exemple. Il s’agit de la mauvaise qualité de
I’estimation de la loi sous—jacente par régularisation, et plus particuliérement la
sous—-estimation de la variable sous-jacente. Si I'on applique le krigeage disjonctif
avec la vraie loi au lieu de celle obtenue par régularisation (fig. 6.82), on réduit
la variance d’erreur réelle & 280.23. Avec I’espérance conditionnelle (fig. 6.83)
la variance d’erreur réelle est de 306.19. L’estimation de la probabilité locale pour
un voisinage de 11 x 11 par krigeage disjonctif (fig. 6.84) a une erreur réelle de
1.81 x 1074 avec une erreur moyenne de seulement 0.00086. Pour 'estimateur de
I’espérance conditionnelle (fig. 6.85) I'erreur réelle est de 2.399 X 1074 et Perreur
moyenne est de —0.00758. On voit donc que les problémes du krigeage disjonctif
proviennent d’une mauvaise estimation de la loi sous-jacente et non d’un manque
de robustesse de la méthode de filtrage. Il faut donc veiller & ce que la variance
de I’estimateur de la loi sous-jacente obtenue par régularisation ne différe pas trop
de la variance de I'image sous—jacente avant de P'utiliser dans un krigeage
disjonctif.

Figure 6.82 Krigeage disjonctif Figure 6.83 Espérance conditionnelle
avec la vraie loi. avec la vraie loi.
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Figure 6.84 Histogramme local, Figure 6.85 Histogramme local,
krigeage disjonctif avec espérance conditionnelle avec la
la vraie loi. vraie loi.

7. — Nous avons dit que I'estimateur de la probabilité locale peut étre utilisé
pour obtenir des définitions de taux de ségrégation. Ici nous considérons une
mesure possible. Cette définition a été choisie plus pour sa simplicité que pour
des raisons physiques, et elle doit étre étudiée davantage et comparée avec d’autres
définitions avant de décider s’il s’agit d’un bon choix.

Nous avons déja obtenu un estimateur de la probabilit¢é locale
pAy) = P[Y; > z|x € v;] . Par conséquent la probabilit¢ qu’un point x choisi au
hasard dans v dépasse z est connue. Maintenant nous admettons I’hypothése que

chaque point x € v, dépasse z avec la probabilité py) indépendamment des
autres membres de v,. Cette hypothése est, en toute rigueur, incohérente avec un
modeéle de covariance non-pépitique, et de plus elle utilise la loi multivariable dans
vy au lieu des seules lois bivariables, mais puisque I’hypothése est admise seulement
apreés le calcul de la loi locale, le risque d’erreur important doit étre assez faible,
et ’on peut admettre cette hypothése pour les applications. Une vérification plus
compléte reste a faire.
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Avec cette hypothése, connaissant p, (y), on peut maintenant trouver la valeur

de z{(y) telle que

PIU {Yx>z()} IxE€ W] =.95

x€y

c’est 4 dire, la probabilité que pour au moins un x € v, nous avons Z, > z(y).

On trouve que z(y) doit étre choisi tel que

_ - log20
pzy) = 1_exP( N )

ol N est le nombre de points dans v,.

De la méme maniére, on trouve la valeur p,(y) telle que

PIU {Yi<z)} Ix €] = .95

xXE€vy

et I’on trouve z{y) par

P0) = em(”“}izo)

On peut donc définir un taux de ségrégation locale par

Ts(y) — ZS(Y)_ZI'(Y)

my
oll myest la moyenne globale de Y(x).

Comme exemple, nous reprenons les images simulées gaussiennes de portées
5 et 20 respectivement déja étudiées dans les exemples 1) et 2). On présente les
deux images a nouveau sur les figures 6.86 et 6.87.

Les cartes des taux de ségrégation locale ont été calculées a I'aide de la

probabilité locale pour un nombre de seuils différents {zj} et ensuite en

appliquant un test & chaque point pour voir si sous I'hypothése d’indépendance
il y aura au moins un point dans le voisinage qui dépasse le seuil z; avec la

probabilité 0.95.
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Figure 6.86 Image bruitée, portée 5 Figure 6.87 Image bruitée, portée 20.

Figure 6.88 Ségrégation locale, portée 5. Figure 6.89 Ségrégation locale, portée 20.
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A cause d’une contrainte de programmation, il n’a pas été possible dans cette
premiére étude d’avoir des seuils { zj } équi-repartis, (|zj+1-2z| = constante),
mais on a choisi des écarts ayant la méme probabilité. Il était difficile donc de
calculer le taux de ségrégation pour des valeurs trés fortes ou trés faibles. Pour
cette raison on voit des “taches” noires sur les deux cartes de ségrégation locale
'(figures 6.88 et 6.89) ou le taux de ségrégation, qui doit étre assez élevé, est mis
égal a zero. Nous rappelons encore que ce probléme est seulement algorithmique,
lié au mauvais choix des unités dans le logiciel.

Figure 6.90 Taux de ségrégation calculé Figure 6.91 Image observée
par krigeage disjonctif.

Sur la figure 6.90 on trouve une application du calcul du taux de ségrégation
a I'image réelle déja étudiée dans I'exemple 4. L’image initiale est montrée sur
la figure 6.91. Ici on compare cette définition du taux de ségrégation avec les

définitions plus simples TSi(y) = UY(;V ou TS;(y) = Y_éQ_)_ , ol oy est
my z

I'estimateur de I'écart-type local sous—jacent obtenu sur 'image krigée et oz est

I’écart-type de I'image bruitée [17]. Les estimations obtenues par TS; et TS, sont
montrées sur les figures 6.92 et 6.93.
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Figure 6.92 Taux de ségrégation calculé Figure 6.93 Taux de ségrégation calculé
sur I'image filtrée. sur I'image bruitée.

Malgré un bruit faible pour cette image on voit que ces estimateurs donnent
des valeurs trés différentes. Plus généralement il semble clair donc qu’on ne peut
pas comparer les cartes de taux de ségrégation locales pour des images avec des
niveaux de bruit différents avec les mesures TS; et TS,. Par contre on a vu que
le krigeage disjonctif donne des estimateurs de la probabilité locale avec beaucoup
moins de biais, et par conséquent des estimateurs basés sur le krigeage disjonctif,
tel que celui étudié dans cet exemple semblent plus adaptés a 1’estimation d’une
carte de ségrégation locale.
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ConcLusioN

Au cours de ce travail, nous avons étudié trois problémes de filtrage. A partir
d’une image bruitée, nous avons estimé la variable sous-jacente Y(x), la loi de
probabilité globale, et la loi de probabilité locale.

Nous avons appliqué en premier la méthode du krigeage linéaire pour estimer
la variable sous—jacente. Nous avons trouvé que cette méthode donnait de bons
estimateurs pour une grande variété d’images, méme quand la loi sous-jacente
était assez éloignée d’une loi gaussienne. Dans tous les cas simulés que nous avons
considérés, la variance d’estimation donnée par le krigeage linéaire était en bon
accord avec 'erreur réelle. Le seul cas ou le krigeage linéaire ait donné de mauvais
résultats a été celui o I'image sous—jacente était trés éloignée d’une loi gaussienne
(exemple 6, Chapitre VI), et méme alors, les estimateurs non linéaires n’ont pas
sensiblement amélioré I'estimation de la variable elle-méme, & cause de la
mauvaise estimation de la loi sous—jacente dans un cas aussi extréme. Le filtre
linéaire se révele donc &tre un estimateur robuste et fiable qui peut s’appliquer
loin de son “territoire naturel”, le cas gaussien stationnaire. Nous avons également
étudié d’autres applications du filtrage linéaire, telles que P'estimation des
composantes principales associées a une structure particuliére du variogramme ou
I’estimation d’un élément non observé a partir des éléments observés, tout en
notant que, du moins en principe, ces variables peuvent aussi étre estimées par
des méthodes non linéaires.

Le probléme de I’estimation de I’histogramme sous—-jacent d’un histogramme
obtenu par randomisation est souvent difficile & résoudre. en pratique. Dans
beaucoup de cas il n’existe pas de solution unique, et méme quand celle-ci existe,
le probléme est souvent mal posé. Tel était le cas du probléme de poissonisation
traité dans cette étude. Nous avons utilisé la technique de régularisation pour
I’estimer. Un probléme de régularisation sans contrainte admet une interprétation
duale en termes de probléme de krigeage. Bien que nous n’ayons pas pu exploiter
pleinement cette dualité¢ d’abord parce que notre probléme présentait des
contraintes de positivité, et ensuite parce que nous avons travaillé en voisinage
unique et que par conséquent les procédures d’inférence des covariances

généralisées ne s’appliquaient pas, I'équivalence est intéressante dans la mesure
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ou elle nous permet, au moins qualitativement, de choisir le type de fonction de
régularisation. Par exemple, si on ne dispose que de peu de données, I’histogramme
sous—jacent est lui-méme assez bruité et un effet de pépite semble étre le meilleur
choix de fonction de régularisation. L’équivalence avec le krigeage nous permet

aussi d’obtenir une justification heuristique du choix d’une norme de type ¥* pour

les erreurs. La méthode de régularisation donne souvent de bons résultats, mais
elle n’est pas vraiment capable de traiter le cas ol la fonction de répartition
sous—jacente est approximativement un mélange de lois discrétes et continues.
L’estimation dans ce cas semble assez difficile 4 faire si I'on ne dispose pas de
quelques informations a priori sur la forme de la loi sous-jacente.

La technique du krigeage disjonctif a été appliquée ici pour I’estimation des
lois de probabilités locales. Il semble que dans le cas général ol 'on a une loi
sous—jacente et une forme de randomisation données, en toute rigueur seules les
équations générales du krigeage disjonctif peuvent &tre utilisées pour résoudre les
problémes de filtrage. Nous n’avons étudié qu’un seul exemple simple dans ce
travail. L’utilisation des modéles isofactoriels, qui sont théoriquement inadaptés
sauf dans quelques cas bien précis; semble étre suffisamment robuste pour donner
de bons estimateurs non biaisés de la loi de probabilité locale. L’espérance
conditionnelle apparait quant & elle plus sensible aux petits perturbations que le
krigeage disjonctif.
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